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Esipuhe

Optimointitehtdvien ratkaiseminen on keskeinen osa monia laskennallisen
tieteen ja tekniikan tehtavid. Mallien monimutkaisuuden vuoksi ratkaisus-
sa kaytetdan numeerisia menetelmid, jolloin optimointimalli on kuvattava
tietokoneen ymmartamassd muodossa. Oikean menetelméan valinta voi rat-
kaisevasti nopeuttaa laskentaa ja parantaa tulosten luotettavuutta.

Teos on kirjoitettu ajatellen optimointitehtdvien ratkaisemista tyossdan tar-
vitsevaa tutkijaa tai insin6orid. Kirja sisdltdd esimerkkeja optimointitehta-
vien matemaattisista malleista ja niiden numeerisesta ratkaisemisesta tie-
tokoneella. Tdten kirjaa voi kayttda hakuteoksena ja kasikirjana seka itse-
opiskeluun.

Opas esittelee ratkaisuohjelmistoja katsauksenomaisesti. Lukija voi hankkia
lisdtietoja kirjallisuusluettelossa mainitusta teoksista. Liitteessd A on lisdksi
erdiden englanninkielisten oppikirjojen lyhyet esittelyt.

Lukijalta edellytetdan lukion pitkdan matematiikan tasoiset tiedot seka lisdksi
matriisilaskennan ja optimoinnin perusteiden tuntemus.

Teoksen ensimmadisen painoksen ilmestymisestd tulee kolmannen painok-
sen myotd kuluneeksi kymmenen vuotta. Optimoinnin kédytto ja sovellus-
kohteet ovat tdna aikana suuresti lisintyneet, mutta perusteet ovat pysy-
neet samoina. Teos sisdltdd muutaman uuden esimerkin optimoinnin kay-
t0std, mutta muuten tekstin sisdltodon on tehty vain pienehkdja lisdayksia
ja korjauksia. Erdiden matemaattisten kdsitteiden maarittelyt ja liukulukua-
ritmetiikan perusteet on siirretty liitteisiin. Lisdksi kolmas painos saattaa
kirjallisuusviittauksia ajan tasalle.

Suuret kiitokset kaikille, jotka vaikuttivat oppaan syntymiseen ja esittivat ai-
hepiiriin liittyvia rakentavia huomautuksia ja hyodyllisid neuvoja. Erityiset
kiitokset ansaitsevat CSC:ssé tydskenneet asiantuntijat, jotka antoivat palau-
tetta teoksen eri versioita kirjoittaessani: Olli Serimaa, Jussi Rahola, Juhani
Kéapyaho, Jari Jarvinen, Matti Nykédnen ja Peter Raback. Naiden tyotoverien
lisdksi Jukka Korpela, Markku Lindroos ja Raija Kukkonen kommentoivat
toisen painoksen kasikirjoitusta. Harri Ehtamo ja Marko M. Mékeld antoivat
osuvaa palautetta oppaan alkutaipaleella. Oppaan kolmannen painoksen lii-
te C on perdisin Yrjo Leinolta [HHL*02]. Lisdksi kiitan Suomen Akatemiaa
tutkijankoulutuksen rahoituksesta vuosina 1993-1994.

Optimointitehtdvien ratkaisemista sekd muita keskeisid menetelmia esitel-
ladan myos teoksessa Numeeriset menetelmdit kdytdnnossd [HHL02]. Teok-
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sessa Matemaattiset ohjelmistot [HHL* 03] esitelladn optimointiin soveltuvia
ohjelmistoja.

Toivon saavani lukijoilta palautetta. Otan kommentteja vastaan sahkoépos-
tiosoitteessa Juha.Haataja@csc. fi.

Espoon Otaniemessd 21.1.2004

Juha Haataja
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Symboliluettelo

Seuraavaan luetteloon on koottu tarkeimmaét oppaassa kdytetyt symbolit ja
merkintatavat. Lisdtietoja 10ytyy luvusta 1.

Symboli

R

[Rn

R" — R
X,y
le

Xi, YVj

Selitys

reaalilukujen joukko

n-ulotteinen reaaliavaruus

kuvaus avaruudesta R™ reaaliluvuille
skalaarimuuttujia

vektoreita

vektorien alkioita

matriiseja

matriisin A alkio (rivi i, sarake j)

vektorin ja matriisin transpoosi
nollavektori: 0 = (0,0,...,0)T
yksikkévektori: 1 = (1,1,...,1)T

i:s standardikannan yksikkoévektori
laatikkorajoitteet: x! < x < x*
identiteettimatriisi, yla- ja alakolmiomatriisi
lavistdajamatriisi jonka alkiot ovat dq,d>,...,dn
skalaarimuuttujan iteraatit

vektorin iteraatit

matriisin iteraatit

yhtasuuruus

likimaarainen yhtasuuruus

kuuluu joukkoon

osajoukko

unioni, leikkaus

jos ... niin ...

jos ja vain jos

todistus loppuu

pienempi kuin, suurempi kuin

pienempi tai yhtdsuuri, suurempi tai yhtasuuri
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Symboli Selitys
00, —00 ddreton, miinus aareton
eig(A) matriisin A ominaisarvot
ker(A) matriisin A ydin
R(A) matriisin A kuva-avaruus
K(A) matriisin A hairioalttius
(x,y) vektorien X ja y sisédtulo: (x,y) = x'y = Z?ﬂ XiVi
| -] itseisarvo
|-l (euklidinen) normi
[a,b] reaaliakselin suljettu vali
(a,b) reaaliakselin avoin vali
{x1,Xx2,...,Xn } joukon alkiot lueteltuina

{xeR" | |Ixl<1}
3.14159, (3.14159) ¢
(0.11)»

[x]

Xf

EM

Zln=1 Si

H?=1 Si
h-0

limy o f(h)

O(n)

S(x)

f(x),f(x)

S (x)

\Y%

Vf(x)

H (x)

J(x)

F

X*,f*

f* = minimiy f(x)
f* = maksimiy f(x)
min; {x;}, max; {x;}
infy f (x)

XC

g(x),h(x)

pk, s

u,v

L(x,u,V)

epi(f)

P(xx € P*)

ocf

korkeintaan ykkosen suuruiset vektorit
desimaaliluku

binaariluku

reaaliluvun x kokonaisosa: [1.6] =1
reaaliluvun x liukulukuesitys

konevakio
termien s; summa: >/ S; = §1 +S2+ - -+ + Sy
termien s; tulo: [, s; = §1 X S2 X + == X S

h lahestyy arvoa 0

raja-arvo lausekkeelle f'(h)

samaa suuruusluokkaa kuin n

funktio avaruudesta R avaruuteen R

funktio R" ~ R, funktio R" —~ R™
skalaarifunktion derivaatta
osittaisderivaattaoperaattori

funktion f gradienttivektori pisteessa x
Hessen matriisi pisteessd x: H(x) = VV7 f(x)
Jacobin matriisi pisteessa x
optimointitehtavan kaypa alue

funktion minimipiste ja minimiarvo

funktion f minimiarvo muuttujan x suhteen
funktion f maksimiarvo muuttujan x suhteen
pienin ja suurin arvo joukosta {x;}

Pienin alaraja funktiolle f

funktion f kriittinen piste: Vf(x) =0
optimointitehtdvan rajoitefunktiot
iteratiivisen algoritmin hakusuunta ja hakuaskel
Lagrangen kertoimet

Lagrangen funktio

funktion f epigraafi

todenndkoisyys etta vektori x; on joukossa P*
funktion f aligradientti
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1 Hyva lukija!

Tama luku kertoo oppaan tarkoituksesta ja sisdllosta seka antaa ohjeita
kirjan lukemiseen. Luvussa esitelldan kdytetyt merkintdtavat sekd tuodaan
esille kirjassa tarvittavia lineaarialgebran ja analyysin keskeisid kasitteita.

1.1 Optimointitehtavat

Monenlaisia ilmioitd voidaan kuvailla energia- tai kustannusfunktioon perus-
tuvien optimointimallien avulla. Taten syntyvien optimointitehtdvien ratkai-
seminen on useiden tieteen ja tekniikan alojen keskeisia vélineitd. Sovelluk-
sia 16ytyy esimerkiksi fysiikasta, mekaniikasta, taloustieteestd, kemiasta ja
tahtitieteesta.

Tyypillinen optimointitehtavd on matemaattisen mallin tuntemattomien pa-
rametrien arvojen hakeminen eli mallin sovittaminen dataan. Optimointi-
mallien kayttoalue on kuitenkin hyvin laaja, kuten seuraavasta esimerkista
kay ilmi.

[ Esimerkki 1.1.1 Kun potilas menee silméldédkiriin hakemaan silmélasiresep-
tid, joutuu ladkari ratkaisemaan usean muuttujan optimointitehtavan.

Yleisin silmélasin valinnassa optimoitava muuttuja on kauko- tai likitaittoi-
suus. Likitaittoisen silmamuna on liian pitkd. Likitaittoisuus korjataan sopi-
valla koveralla linssilla (miinus-vahvuudet), joka on keskikohdaltaan ohuem-
pi kuin laidoiltaan. Kaukotaittoisuutta taas voidaan korjata kuperalla linssilla
(plus-vahvuudet).

Silmaélaseilla voidaan korjata myos hajataitteisuutta (astigmatismi), jossa silma
taittaa valoa niin, ettd erisuuntaisten siteiden leikkauspisteet silman sisalla
sattuvat eri kohtiin. Hajataitteisuutta korjataan ns. sylinterilinssilla.

Oletetaan, ettd tarvitaan korjausta seka likitaittoisuuteen ettd hajataittoisuu-
teen. Tdlloin silmaladkari joutuu ratkomaan kolmen muuttujan optimointiteh-
tdvan, jossa koveran linssin vahvuuden lisdksi tdytyy madrittdaa sylinterilinssin
akselin suunta (0...180°) ja vahvuus.

Silmaladkari ei voi kdyttaa optimointitehtdvan ratkaisuun normaaleja optimoin-
timenetelmid, esimerkiksi Newtonin menetelmaa, silla potilas ei yleensa pysty
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antamaan kvalitatiivista arviota ndhdyn kuvan suttuisuudesta. Sen sijaan po-
tilas pannaan vertaamaan kahta vaihtoehtoa. Tata vertailua toistamalla silma-
ladkari pystyy loytdmaan optimiratkaisun kolmiulotteisesta hakuavaruudesta
muutamalla iteraatiolla.

Esimerkki 1.1.2 Paperikonetta suunniteltaessa halutaan, ettda tuotettu paperi
olisi tasalaatuista [HT02]. Perdlaatikosta tulevan virtauksen jakautuminen ko-
ko koneen leveydeltd ndkyy esityisesti valmiin paperin neliopainossa (grammaa
pinta-alayksikkod kohden). Paperin kdyttaytymiseen esimerkiksi kopiokonees-
sa vaikuttaa myos kuitujen suunnan (kuituorientaatio) jakautuma paperiarkil-
la.

Paperikoneen perdlaatikossa olevan jakotukin tehtdvd on jakaa massa tasai-
sesti koko paperikoneen leveydelta (kuva 1.1). Jakotukin muoto vaikuttaa mer-
kittavasti neliopainoprofiiliin ja siten paperikoneen kuivasta pédasta tulevan
paperin laatuun.

Paperimassan virtaus pyritddn saamaan tasaiseksi jakotukin muotoa optimoi-
malla. Massan jakautumisen hyvyys voidaan kuvata keskihajontana. Ndin saa-
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Kuva 1.1: Paperikoneen sisélld oleva virtausnopeus (ylempi kuva) ja virtaussuunnat
(alempi kuva). Tehtdvidnd on 1dytdd optimaalinen muoto jakotukin suppenemiselle
tuloputkelta. Tuloputki on vasemmassa yldreunassa. (Ldhde: Jari P. Himadldinen,
Metso Paper Oy. Visualisointi: Matti Grohn, CSC.)
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daan maéariteltyd optimoitava kohdefunktio. Jos paperimassan jakautuminen
on optimaalista, niin keskihajonta on nolla. Keskihajonta on sitd suurempi,
mitad epatasaisempi massan jakautuminen jakotukin pituudelta on.

Jakotukin muotoparametrien ja kohdefunktion vélinen riippuvuus saadaan vir-
tauslaskennan avulla. Kun jakotukin muotoa vastaava virtauskenttd lasketaan
virtauslaskennan avulla, voidaan virtauskentasta maaritella kustannusfunktion
arvo. Optimointitehtdva on etsid optimaaliset muotoparametrit siten, etta kus-
tannusfunktio minimoituu mahdollisimman ldhelle nollaa.

[ Esimerkki 1.1.3 Sivuntaitto-ohjelmiston toimintaa voi pitda esimerkkini opti-
moinnista: teksti tdytyy pilkkoa riveiksi, rivit yhdistda kappaleiksi ja kappaleis-
tamuodostaa perdakkaisid sivuja. Teksti ei saa olla liian tiivista (kirjaimet, sanat
tai rivit liian ldhelld toisiaan) mutta toisaalta ei lilan harvaakaan (isoja vileja
kirjainten tai sanojen valissd). Lisdksi voidaan vaatia, ettei rivien lopuissa saa
olla lilan monta tavuviivaa pdallekkain tai ettd otsikkorivi ei saa jaada yksinddn
sivun alalaitaan.

Téassd tehtdvassa kohdefunktio muodostuu eri tyyppisista sivujen luettavuu-
teen ja selkeyteen vaikuttavista tekijoista, ja lisdksi on asetettu rajoitteita, joi-
den puitteissa tdytyy toimia. Tdimén oppaan taittoon kaytetty EIgX-ohjelmisto
perustuu sakkotermien kayttdon sivujen ulkoasuun vaikuttavien tekijoiden yh-
distelyssa.

Joskus on mahdollista 1oytdaa optimointitehtavélle tarkat analyyttiset ratkai-
sut, mutta useimmiten on turvauduttava numeerisiin menetelmiin. Nain on
varsinkin silloin, kun ratkaistavana on useasta eri muuttujasta riippuva teh-
tava.

Viime vuosina ovat optimointitehtdavien ratkaisemiseen kaytetyt numeeri-
set menetelmat ja ohjelmistot kehittyneet huomattavasti. Osaltaan tdhin
ovat vaikuttaneet uusien tietokonearkkitehtuurien tarjoamat mahdollisuu-
det (esimerkkina rinnakkaistietokoneet). Toisaalta on myos loydetty uusia
ndkokulmia ja lahestymistapoja ratkaisualgoritmien kehittelyyn.

1.1.1 Oppaan sisalto

Tdama opas esittelee erditd tyypillisid optimointitehtdvid sekd antaa ohjei-
ta sopivien ratkaisumenetelmien valintaan. Opas sisdltdd esimerkkeja teh-
tavien ratkaisemisesta yleisesti kdaytdssd olevilla ohjelmistoilla ja vélineilla.
Lisaksi kuvaillaan kaytetyimpien ratkaisumenetelmien perusteita.

Opas rakentuu CSC:n julkaisemien kirjojen Numeeriset menetelmdit kéytdn-
nossd [HHL*02] ja Matemaattiset ohjelmistot [HHL* 03] pohjalle. Naita teok-
sia kannattaa hyodyntda tiata opasta lukiessa. Suurin osa kirjallisuusviitteis-
ta on tekstin luettavuuden parantamiseksi siirretty kunkin luvun loppuun
Liscitietoja-kappaleeseen. Samassa yhteydessa on lueteltu kunkin luvun ai-
hepiiriin liittyvia lisdtietojen lahteita.
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Teoksessa kisitelladn pddasiassa jatkuvasti differentioituvien (sileiden) epa-
lineaaristen optimointitehtavien ratkaisemista, mutta muunkin tyyppisia teh-
tavia esitelladn. Aihepiireja ovat

e ratkaisumenetelman valinta

e optimointitehtdvien tausta

e lineaarinen ja kvadraattinen optimointi

e kokonaisluku- ja sekalukuoptimointi

e rajoitteettomat ja rajoitteelliset epdlineaariset optimointitehtavat
e epdlineaariset pienimmaén neliosumman tehtavat

o erikoismenetelmit ja -ohjelmistot epasileiden tai epdjatkuvien tehtdvien
ratkaisemiseen sekd globaaliin optimointiin

e derivaattojen laskeminen tai arvioiminen optimointitehtavissa
e viivahaun tai luottamusalueen kaytto

e optimointitehtdvien ratkaisuohjelmistot.

Tama teos on esimerkkeja sisdltava reseptikirja. Optimointitehtdvien rat-
kaisumenetelmien tausta ja yleisperiaatteet on esitetty tiiviissa muodossa.
Teoriaosuus sisdltyy padosin lukuun 3 sekd esimerkkeind kdytettyjen opti-
mointitehtdvien ratkaisemisen yhteyteen.

Oppaassa ei kasitella dynaamista optimointia, optimisdatoa eika stokastista
tai monitavoiteoptimointia, vaikkakin kirjan menetelmida voidaan soveltaa
ndihin tehtdviin. Globaalia optimointia kasitelldadn suppeasti. Myds epdsi-
leiden ja epdjatkuvien tehtdvien ratkaisemisessa rajoitutaan yleisesittelyyn.
Ratkaisumenetelmien rinnakkaistaminen ja numeerinen tausta on jatetty
padosin kirjallisuusviitteiden varaan.

Oppaan lukijalta vaaditaan matemaattisen analyysin ja lineaarialgebran pe-
rusteiden hallinta seka yleistiedot optimointitehtavien ratkaisemisesta. Pit-
kalle menevaa asiantuntemusta ei vaadita, vaikkakin numeeristen menetel-
mien yleistuntemuksesta on etua oppaan hyddyntdmisessa.

Teos ei pyri olemaan oppikirja, silld menetelmien johtamiset ja suppene-
mistodistukset on useimmiten sivuutettu. Kirjallisuusluettelosta kuitenkin
16ytyy runsaasti eri menetelmien taustaa ja numeerista problematiikkaa va-
laisevia teoksia. Toisaalta kirja sisdltdd runsaasti esimerkkejd, joista lienee
hyotya kasikirjamaisessa kaytossa.

Tastd luvusta 1oytyy kdytetyn notaation esittely (kappale 1.3). Luvun loppu-
puolella esitetdan tiivis katsaus oppaan lukemisessa tarvittaviin lineaarial-
gebran, analyysin ja numeeristen menetelmien kasitteisiin. Kappaleessa 1.4
kaydaan 1api lineaarialgebran perusteita ja esitellidn numeerisissa algorit-
meissa kdytettyjd matriisien hajotelmia. Kappaleessa D on havainnollistettu
numeerisen laskennan perusteita.
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Oppaan luvussa 2 on kerrottu ratkaisumenetelmédn valintaan vaikuttavista
tekijoista. Luvussa 3 on esitelty optimoinnin keskeisia kasitteitda. Taman jal-
keen kasitellddn eri tyyppisten optimointitehtdvien ratkaisemista. Oppaan
lopussa liitteessd E on CSC:n yhteystietojen ja www-pohjaisten verkkopalve-
lujen esittely. Liitteessd B on katsaus ohjelmistoihin, joita voi kayttaa opti-
mointitehtdvien ratkaisemiseen

1.2 Optimointitehtavdan muodostaminen ja
ratkaiseminen

Kuvassa 1.2 on esitetty kaaviona optimointitehtdavan muodostamisen ja rat-
kaisemisen eri vaiheita. Kaaviossa ldhdetdan tieteellisesta tai teknillisesta
ongelmasta, jonka pohjalta muodostetaan matemaattinen malli. Tama voi
olla sellaisenaan optimointitehtdva tai siind voi olla osana optimointitehta-
van ratkaiseminen. Lisdksi joissain tapauksissa toisen tyyppinen matemaat-
tinen malli voidaan muuttaa optimointitehtdvan muotoon.

Kun optimointitehtava on muodostettu, joudutaan etsimdén sille sopiva rat-
kaisumenetelma. Aluksi kannattaa pyrkid ratkaisemaan mahdollisimman yk-
sinkertainen malli, jolloin voidaan paitsi varmistua ratkaisumenetelmén ja
-ohjelmiston toimivuudesta myos mallin mielekkyydesta. Mallinnusproses-

Alkuperdinen ongelma }7
' A

Matemaattinen malli }—»
i A

(
(
(
(

' A

Ratkaisumenetelmain valinta )4—>
¢ A

Ratkaisu ja tulosten tarkistus )<—>
¢ A

C Herkkyysanalyysi )4—»
¢ A

( Mallin riittdvyyden tarkistus )—»

Kuva 1.2: Optimointitehtdvdn muodostaminen ja ratkaiseminen.
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sissa tarkennetaan ja laajennetaan matemaattisia malleja ja pyritdan lopulta
ratkaisemaan tehtavid, jotka kuvaavat riittdvan tarkasti ja luotettavasti tut-
kittavaa ilmiota.

Kun ratkaisu on saatu, taytyy sen jarkevyys ja tarkkuus tarkistaa, minka jal-
keen voidaan tutkia saadun ratkaisun herkkyyttd annetun mallin syottoda-
tan suhteen (herkkyysanalyysi). Lopuksi on syyta tutkia ratkaisun osuvuutta
alkuperdisen tieteellisen tehtdavan kannalta. Usein mallia joudutaan hiomaan
ja tarkentamaan, jolloin kaavion esittdmaa prosessia kdydadn toistuvasti la-

pi.

Tassd oppaassa kasitellddn lahinnd optimointitehtdavéan ratkaisemiseen liit-
tyvid asioita eli siis ratkaisumenetelmédn ja ohjelmiston valintaa seka ratkai-
suohjelmistojen kayttod. Matemaattista mallintamista kasitellaan eri tietee-
nalojen omassa kirjallisuudessa. Mallien riittavyytta tutkittavan ilmién ku-
vailemiseen késitelladn kullakin tieteenalalla eri tavalla. Joskus riittaa kva-
litatiivinenkin tieto, mutta toisinaan voidaan vaatia tarkkoja numeroarvoja.
Tama vaikuttaa myos ratkaisumenetelmén valintaan, mita on kuvattu luvus-
sa 2 (sivu 32).

Monen muuttujan optimointitehtdvien ratkaisemiseen kdytetddn yleensa nu-
meerisia menetelmid. Taten esiin tulevat tyypilliset numeeristen menetel-
mien ominaisuudet ja ongelmat eli esimerkiksi liukulukulaskennan aarelli-
nen laskutarkkuus seka suppenemisnopeuden merkitys.

1.3 Kirjassa kdytetyt merkinnat

Tassa teoksessa pyritddn kayttamaan vakiintuneita matemaattisia merkin-
tatapoja. Tarkeimmat symbolit on esitelty symboliluettelossa sivulla 11.

Skalaariarvoisia muuttujia (yleensa reaalilukuja) merkitaan kirjaimilla x, y.
Vektoriarvoisia suureita merkitaan lihavoiduilla symboleilla x, y. Matriiseille
on varattu isot kirjaimet tyyliin A. Symboli R tarkoittaa reaalilukujen jouk-
koa ja symboli R™ n-ulotteista reaaliavaruutta.

Iteratiivisissa algoritmeissa merkitdadn iteraatteja symboleilla x; (skalaari
€ R), x' (vektori € R") ja A; (matriisi). Vektorin alkioihin viitataan myo6s
merkinnalla x;, mutta tdma selvidad aina asiayhteydesta.

Nollavektoria merkitdan notaatiolla 0 = (0,0,...,0)7. Vektori e’ on i:s stan-
dardikannan yksikkovektori:

i V1, kunj =i,
J 7] 0, kun j # i.



1 Hyvi lukija! 19

1.3.1 Vektorit ja matriisit

Vektori x € R™ muodostuu alkioistaan x;,i = 1,...,n seuraavasti:
X1
X = : ,
Xn

missd kukin x; kuuluu reaalilukujen joukkoon R. Esimerkiksi vektoriarvoi-
nen funktio f: R" — R™ on auki kirjoitettuna

J1(x) S1(x1,..00,x0)
f(x) = : = : ,
Jm (%) Sm(X1,...,xn)
missa kukin komponenttifunktio fj,i = 1,...,m on kuvaus R" — R.

Matriisin A alkioita merkitddn pikkukirjainnotaatiolla a;; eli

aip a2 --- Adin

azy az --- dzn
A=

aAml Am2 " Amn

Kahden samanmuotoisen matriisin summalla C = A + B tarkoitetaan matrii-
sia, jossa summattavien matriisien alkiot on laskettu yhteen: ¢;; = a;; + b;.
Sama patee vektoreille:

X1+ 21
X+ys=
Xn + Yn

Matriisien A (dimensio I X m) ja B (dimensio m X n) tuloa merkitddn AB ja
se on madritelty seuraavasti:

m m
> aiibin -+ > aiibin
i-1 i-1
AB = : : . 1.1)

m m
> aiby -+ > aibmn
i-1 i-1

Matriisin A ja vektorin x tulo Ax maéritelladn vastaavasti.

Skalaarilla kertomisessa kerrotaan matriisin tai vektorin alkiot yksitellen.
Esimerkiksi kun x € R" ja ¢ € R saadaan

cX = . . (1.2)
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Vektorin tai matriisin transpoosissa vaihdetaan rivi- ja sarakealkioiden pai-
kat. Transpoosia merkitddn yldindeksilla T: AT, xT jne.

all ai
all] a2 ais T
= , Al =

a2 az
az; a2 azs
a3 az3
Vektoreille patee vastaavasti esimerkiksi

X1

X2
x=1| .1, xTz(x1 Xy o xn>_

Xn

Reaaliarvoisten matriisien transpoosille on voimassa (AB)T = BT AT,

Matriiseille patevat osittelulait

(A+B)C
AB+C)

AC + BC,

AB + AC 1.3)

seka liitantalaki
A(BC) = (AB)C, (1.4)
mutta vaihdantalaki ei ole voimassa eli yleensa on AB # BA.

Numeerisilla matriiseilla laskemiseen on kehitetty monia ohjelmistoja kuten
esimerkiksi helppokdyttdinen Matlab-ohjelmisto ja Fortran-kielinen Lapack-
aliohjelmakirjasto (liite B sivulla 206).

1.3.2 Derivaatat

Raja-arvon ja jatkuvuuden kisitteet ovat keskeisid matemaattisessa analyy-
sissd, joten esitimme aluksi muutaman maaritelman.

Maadritelma 1.3.1 (Raja-arvo) Olkoon f reaalilukujoukossa X madritelty
funktio. Funktiolla f on raja”-arvo L pisteessa x eli

Jim f) =L,
jos jokaista reaalilukua € > 0 kohden on olemassa reaaliluku 6 > 0 siten
ettd | f(x) —L| <eainakun x € X ja0 < |x — xp| < 0.

Maaritelma 1.3.2 (Jatkuvuus) Olkoon funktio f madritelty reaalilukujou-
kossa X japiste xo € X.Funktio f on jatkuva pisteessa xo, jos limx_., f(x) =
f(xp). Funktio f on jatkuva joukossa X, jos se on jatkuva kaikissa joukon
pisteissa.

Madritelma 1.3.3 (Derivoituvuus) Olkoon funktio f maaritelty avoimella,
pisteen x( sisdltdavalla valilla. Funktio f on derivoituva pisteessad xg, jos
raja”-arvo

f(x) = f(xo)

S (x0) = thEO X~ xo
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on olemassa. Lukua f”(x¢) kutsutaan funktion f derivaataksi pisteessa xg.
Jos funktiolla on derivaatta kaikissa joukon X pisteissd, on funktio derivoi-
tuva joukossa X.

Lause 1.3.1 (Viliarvolause) Olkoon funktio f(x) jatkuva aarellisella sulje-
tulla valilla [a, b] ja derivoituva avoimella valilld (a, b). Talloin on olemassa
piste ¢ € (a, b), jolle patee

f(a) — f(b) = f'(c)(a - D).
Usean muuttujan skalaariarvoiselle funktiolle f : R — R voidaan muodos-
taa erotusosamdéran raja-arvo

lim f(x +hel) - f(x)
h=0 h

, (1.5)

missd e on i:s yksikkovektori. Jos raja-arvo on olemassa, sitd kutsutaan
funktion f osittaisderivaataksi pisteessa x koordinaatin i suhteen ja merki-
taan

of (%)

axi

(1.6)

Jos funktiolla f(x) on pisteessi x osittaisderivaatat kaikkien koordinaattien
suhteen, f on derivoituva pisteessa X.

[0 Esimerkki 1.3.1 Tarkastellaan kahden muuttujan funktiota f(x1,x2) = x3(1—
x1x2). Funktio f on jatkuvasti differentioituva (selitd miksi!). Lasketaan funk-
tion osittaisderivaatta muuttujan x; suhteen:

of _ 0

" o (xf(l 7x1xz)) =2x1(1 — x1x2) + X} (=x2) = 2x1 — 3x7x>.

Derivoimisoperaattori V eli nabla on aukikirjoitettuna
0

ox1
V= : . (1.7)
0

0xXn

Funktion f osittaisderivaatoista muodostettua vektoria eli gradienttia pis-
teessd x merkitddn notaatiolla

of(x)

ax1

Vf(X) = : (18)
of (%)

0Xn

Jos Vf(x) on jatkuva ja olemassa kaikissa pisteissd x € R, sanotaan
funktion f olevan jatkuvasti differentioituva. Muussa tapauksessa f on ei-
differentioituva eli epdisiled (non-smooth).
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[ Esimerkki 1.3.2 Tarkastellaan esimerkin 1.3.1 funktiota f(x) = x3(1 — x1x2).
Lasketaan gradienttivektori V f(x):

Vf(x) = (2x1 - 3x5x2, —x3)7.

Skalaariarvoisen funktion f : R" — R toisen kertaluvun derivaatoista muo-
dostetusta Hessen matriisista (engl. Hessian; Ludwig Otto Hesse, 1811-74)
kaytetddan merkintoja

2 £ (x) 9% f (%)
2x,  0x10xn
H(x) = VV! f(x) = : .. :
92 f(x) 9% f (x)
0x10x,  02xp

Kuten méaaritelméastd ndhdaian, on Hessen matriisi symmetrinen.

Vektoriarvoiselle funktiolle f : R" — R™ kaytetddn osittaisderivaattojen
matriisista eli Jacobin matriisista merkintaa

oh(x)  0fix)
VT f1(x) 0x1 0Xn
Jx) = : = : :
VT fin (%) 0.fm (%) o 0.fm (%)
00X 0Xn

Funktioiden derivaattoja voi yrittaa laskea symbolinkasittelyjarjestelmilla
kuten Mathematica tai Maple. Tulosten jarkevyys on tietenkin syyta tarkis-
taa. Asiaa on kasitelty laajemmin luvussa 12 (sivu 184).

1.3.3 Muita merkintdja

Tassa oppaassa kaytetadn desimaali- ja bindariluvuissa erottimena pistetta,
esimerkiksi 3.14159... ja (0.1011),. Tama mahdollistaa numerolistojen sel-
kedn kdyton. Esimerkiksi vektorien alkiot esitetddn muodossa (1.2, —-1.2)7T.

Merkinnélla ”y on suuruusluokkaa O(g(n))” eli y € O(g(n)) tarkoitetaan
seuraavaa:

Maaritelma 1.3.4 (Suuruusluokka O(g(n))) Olkoon funktio g(n) annet-
tu. Merkintd O(g(n)) tarkoittaa funktioiden f(n) joukkoa
O(g(n)) = {f(n)]|on olemassa positiiviset vakiot ¢ ja N s.e.

0 < f(n) <cg(n) kaikillan > N}

Vektorille x esitetyt epdyhtdlot (niin sanotut laatikkorajoitteet)

l

X <x<x"
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tarkoittavat, ettd vektorien x!, x ja x alkioille patee xf = x < xi=
1,...,n. Vastaavasti voidaan kayttaa yhtalomerkintaa, esimerkiksi Ax = b,
missd A on m X n -matriisi. Yhtdlo tulkitaan siis alkioittain:

n
Z ajixi=aj1x1+ajx2+---+ajnxy =bj, missa j=1,...,m.
i=1

Joukkoja merkitadn tavanomaisella notaatiolla: F = {x € R"|Ax = b}.
Joukkoon ¥ siis kuuluvat ne avaruuden R" pisteet, jotka toteuttavat yhtalon
Ax =h.

Optimointitehtdvat esitetddn useimmiten muodossa
f* = minimi f(x).
X
Funktion f(x) optimipisteestd (yleensa minimistd) kaytetaan merkintaa x*.
Jos halutaan selville minimipiste x* minimiarvon sijaan, kaytetaan merkin-
taa
x* = arg minimi f(x).
X
Siis on voimassa
f* = f(x*) = minimi f(x) = f(arg minimi f(x)).
X X

Algoritmien kuvaamisessa kdytetddn mm. Fortran 90 -kielisten esimerkkien
lisdksi vapaasti mukailtua Matlab-tyyppistd pseudokoodia:

Algoritmi 1.3.1 (Esimerkki algoritmien esittimisesta)

aseta f; = f(ai) ja fp = f(by) seki k=1
repeat

if fo < fp

end
asetak =k +1
until |ay — byl <€

1.4 Lineaariavaruudet ja matriisit

Tarkeimmat kirjassa kaytetyt merkintatavat on esitelty edelld sivulta 18 al-
kaen. Taten skalaarit x ja vektorit x erotetaan lihavoinnilla ja matriiseja
merkitddn isoilla kirjaimilla A.

Liitteessa C (sivu 217) esitellddn vektoriavaruuden ja normin kasitteet. Liit-
teessa D (sivu 222) esitellaan liukulukuaritmetiikan ominaisuuksia.
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Madadritelma 1.4.1 (Aliavaruus) Joukko § ¢ R" on avaruuden R" aliava-
ruus, jos patee c; x+c» y € S kaikilla X,y € Sjakaikillacy, cz € R. Adrellinen
joukko vektoreita X = {x!,...,x™}, x' € R", virittdd aliavaruuden

SX)={yeR" | y=>"¢;x}, c; €R, xt €R" }. (1.9)

Siis aliavaruus S (X) muodostuu niistd avaruuden R" pisteistd, jotka voidaan
esittda joukon X vektorien lineaarikombinaatioina.

Maaritelma 1.4.2 (Vektorien lineaarinen riippumattomuus) Joukkoon
{x!, i = 1,...,n} kuuluvien vektorien sanotaan olevan lineaarisesti riippu-
mattomia, mikali

n
dexi=0 = ¢=0, i=1,...,n (1.10)
i=1

Taten vektorijoukko {x'} on lineaarisesti riippuva, mikéli nollavektori 0 voi-
daan esittda vektorien x* lineaarikombinaationa siten, etta ainakin yksi ska-
laarikerroin c¢; # 0.

[ Esimerkki 1.4.1 Tarkastellaan matriisia A, joka muodostuu kolmesta sarake-
vektorista x':

1 4 2
A:(x1 x2 XS): -1 3 5
2 2 2

Nyt esimerkiksi —2x! + x2 — x> = 0 eli vektorijoukko {x'} on lineaarisesti
riippuva.

Maadritelma 1.4.3 (Kuva-avaruus, maaliavaruus ja ydin) Lineaarikuvauk-
sen A : R"™ — R™ kuva-avaruus eli kuva (range) R(A) on maaliavaruuden
R™ osajoukko:

R(A) = {ye R™ | onolemassax e R" siten ettd y = Ax }.
Ytimeksi (kernel, null space) kutsutaan joukkoa

ker(A) ={xeR" | Ax=0}.

[ Esimerkki 1.4.2 Esimerkissa 1.4.1 esitetyn matriisin A ydin koostuu vektoreis-
ta, jotka ovat muotoa

ker(A) ={c(2,-1,1)T, ceR }.

Kuva-avaruus voidaan puolestaan muodostaa matriisin A kahden pystyvekto-
rin avulla, esimerkiksi seuraavasti:

R(A) = { C1(1,—1,2)T +C2(4,3,2)T, C1,Cr € R }
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Aliavaruuden kasitettd ja kuva-avaruutta seka ydintd kdytetadan esimerkiksi
aktiivijoukkomenetelmiin perustuvia optimointialgoritmeja kehitettdessa ja
analysoitaessa.

Maadritelma 1.4.4 (Ominaisarvot ja ominaisvektorit) Neliomatriisin A omi-
naisarvoksi (eigenvalue) kutsutaan sellaista lukua A, jolle patee

Az = Az (1.11)

jollekin vektorille z # 0. Tallaista vektoria z kutsutaan ominaisvektoriksi
(eigenvector). Jatkossa kdytetdadn ominaisarvojen A; joukosta merkintaa

eig(A) = { A1,...,Am }.

[ Esimerkki 1.4.3 Esimerkin 1.4.1 matriisin A ominaisarvoiksi A; ja ominaisvek-
toreiksi z! saadaan

eig(A) = { -3, 0, 51},

4 2 4

(zl 72 z3) - | -11 -1 3
14 1 2

Ominaisarvoa nolla vastaavat matriisin A ytimen virittamat vektorit, silla talloin
patee Az = 0.

Madritelma 1.4.5 (Matriisin sadannollisyys ja singulaarisuus) Matriisin
A sanotaan olevan sdcdnndéllinen, jos lineaarisella yhtdloryhmalla Ax = b on
yksikasitteinen ratkaisu. Jos ndin ei ole, matriisi A on singulaarinen.

Saannollisyys on yhtapitavaa mm. seuraavien asioiden kanssa:

e Matriisilla A on kdénteismatriisi A~

e Yhtdloryhmédn Ax = 0 ainoa ratkaisu on x = 0.

e Matriisin A vaaka- ja pystyrivit ovat lineaarisesti riippumattomia.

o Matriisin A determinantti ei ole 0.
Maaritelma 1.4.6 (Matriisin definiittisyys) Symmetrinen matriisi A on
positiivisesti semidefiniitti, jos ja vain jos

(y,Ay) > 0 kaikillay € R". (1.12)

Yhtéapitdva ehto on

eig(A) = 0, (1.13)

eli symmetrisen positiivisesti semidefiniitin matriisin ominaisarvojen tulee
olla positiivisia tai nollia. Vastaavasti positiivisesti definiitille matriisille patee

(y,Ay) > 0 kaikillay € R", y # 0. (1.14)
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Negatiivisesti definiitille matriisille pdtee puolestaan

(y,Ay) < 0 kaikillay € R", y # 0. (1.15)
Indefiniitti matriisi ei ole positiivisesti tai negatiivisesti (semi)definiitti. Inde-
finiitilla symmetriselld matriisilla on vahintaan yksi positiivinen ja vahintaan

yksi negatiivinen ominaisarvo.

Matriisin definiittisyyden kéasitettd tarvitaan kvadraattisten funktioiden ka-
sittelyssa. Asiaa on kasitelty esimerkissa 3.5.3 sivulla 71.

[ Esimerkki 1.4.4 Tutkitaan erdiden matriisien definiittisyytti. Seuraavassa on
annettu matriisit ja niiden ominaisarvot.

Q1=(‘2* 3) €ig(Q1) = (35, 345}~ {0.764, 5.24 },

Qz:(;‘ f) eig(Q2) = {0, 5},

Qs = (‘3‘ f) cig(Qs) = { 3=3¥5 5435 15 {-0.854, 5.85 },
-4 0 .
Q4:( 0 -1 ) eig(Qq) =1{ -4, -1}
Edellisen méaaritelman nojalla on siis matriisi Q; positiivisesti definiitti ja mat-

riisi Q2 on positiivisesti semidefiniitti. Matriisi Q3 on puolestaan indefiniitti ja
matriisi Q4 on negatiivisesti definiitti.

1.5 Lineaaristen yhtdloryhmien ratkaiseminen

Seuraavassa annetaan yksinkertainen esimerkki lineaarisesta yhtaloryhmas-
ta.

[ Esimerkki 1.5.1 Tarkastellaan lineaarista yhtaloryhmééa

Il
|
—

—-X1 + 3x2 + 5X3

X1 +4x0 +2x3 = 2,
2X1+2X2*2X3 = 4.

Yhtéaléryhma on matriisimuodossa
Ax = Db, (1.16)

missa
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Yhtdloryhmaa voi yrittda ratkaista Gaussin eliminoinnilla. Tdssd tapaukses-
sa yhtdloryhma on kuitenkin singulaarinen, silld matriisin A sadnnoéllisyysas-
te (riippumattomien rivien tai sarakkeiden lukumaéaara) on 2 (vertaa esimerk-
kiin 1.4.1).

Singulaarisella yhtdloryhmallda on joko ddreton maard ratkaisuja tai ei yhtaan
ratkaisua. Tassa tapauksessa yhtaloryhmalla ei ole ratkaisua.

Vaikka algoritmeissa joskus kirjoitetaan yhtdléryhmén ratkaisuksix = A~ b,
ei kddnteismatriisia A~ suinkaan kannata laskea, vaan sen sijaan yhtéloryh-
ma Ax = b ratkaistaan kayttden hyvdksi matriisin A hajotelmia tai sopivaa
iteratiivista menetelmaa.

Menetelmait voidaan jakaa suoriin menetelmiin ja iteratiivisiin menetelmiin.
Esimerkiksi Gaussin eliminoinnissa (suora menetelma) lopputuloksena on
matriisin A hajotelma. Jos matriisi A on harva (suurin osa alkioista nollia),
ei kidnteismatriisi A~! ole yleensi harva. Harvojen matriisien suorien me-
netelmien perusprobleema onkin mahdollisimman hyvén eli vdhédn nollasta
poikkeavia alkioita sisdltdavdan hajotelman loytaminen.

Iteratiivisia menetelmid kdytetddn erityisesti suurten ja harvojen lineaaris-
ten yhtdléoryhmien ratkaisemiseen. Erityisesti jos yhtdlolle Ax = b tarvitaan
vain likimaaridinen ratkaisuvektori X = x, ovat iteratiiviset yhtaloryhmaén rat-
kaisijat paras vaihtoehto. Tunnetuin iteratiivinen menetelma lienee liittogra-
dienttimenetelmd, joka soveltuu symmetrisille positiivisesti definiiteille mat-
riiseille. Esimerkiksi ns. katkaistussa Newtonin menetelmassa ratkaistaan li-
neaarinen yhtaléoryhma likimdardisesti kdyttden liittogradienttimenetelmaa
(kappale 6.5).

1.6 Matriisien hajotelmien kayttomahdollisuuksia

Yleinen matriisi A on tihed, jos suurin osa sen alkioista on nollasta poikkea-
via. Vastaavasti harva matriisi koostuu padosin nollista, ja nollasta poikkea-
via alkioita on ehkd vain muutama prosentti. Matriisin harvuutta voidaan
hyodyntaa sen tallentamisessa keskusmuistiin seka esimerkiksi lineaarista
yhtdléoryhmaa ratkaistaessa.

Lévistdjdmatriisissa (diagonaalimatriisissa) on nollasta poikkeavia alkioita
vain lavistdjalla eli matriisi D on muotoa

dy
do
D = diag(di,d2,...,dn) =

dn

Yksikkomatriisin I (identiteettimatriisin) lavistdjalla on ykkosia ja kaikkialla
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muualla nollia:

Téalloin patee AI = IA = A, missa A ja I ovat n X n -matriiseja. Permu-
taatiomatriisi saadaan yksikkématriisista vaihtamalla riveja (tai sarakkeita)
keskenaan.

Yldkolmiomatriisi on muotoa

X X

X X X

X X X X
X X X X X

Alakolmiomatriisi maaritelldadn vastaavasti. Symmetriselle reaalikomponent-
tiselle matriisille A patee a;j = aj; eli A = AT. Ortogonaalimatriisille Q
patee

Q'Q=0Q"=1
eli kddnteismatriisinaon Q! = Q7.

Symmetrinen positiivisesti definiitti matriisi B voidaan kirjoittaa muotoon
B = LDLT, missé L on alakolmiomatriisi (lavistdjdelementit ykkosid) ja D on
lavistdjamatriisi, jonka alkiot ovat positiivisia. Matriisille B voidaan tehda
esimerkiksi Matlabilla Choleskyn hajotelma B = LLT, missé L on alakolmio-
matriisi.

[ Esimerkki 1.6.1 Olkoon matriisi B mééritelty seuraavasti:
2 31
B=]361
116

Matriisille B saadaan Choleskyn hajotelma B = LLT, missi

1.414 O 0
L~| 2121 1.225 0
0.707 -0.408 2.309

Choleskyn hajotelman olemassaolosta voidaan pdatelld, ettd matriisi B on po-
sitiivisesti definiitti.

Yleiselle matriisille A kdyttokelpoinen hajotelma on QR-hajotelma

QA = (g), (1.17)
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missd Q on ortogonaalinen matriisi ja R on yladkolmiomatriisi. LU-hajotelma
maadritelladn kaavalla

A=1U, (1.18)

missd L on alakolmiomatriisi (lavistajaelementit ykkosia) ja U ylakolmiomat-
riisi. Singulaariarvohajotelma puolestaan maaritelladn kaavalla

A=UsvVT, (1.19)

missd U ja V ovat ortogonaalisia matriiseja ja lavistdjamatriisi = sisédltaa
matriisin A singulaariarvot.

I Esimerkki 1.6.2 Olkoon

1 4 2
A=| -1 3 5 |.
2 2 =2

Seuraavassa esitetddn Matlabin avulla lasketut eri tyyppiset hajotelmat matrii-

sille A:
001 1.000 O 0 2 2 =2
A=PLU=|1 010 -0.500 1.000 O 04 4
100 0.500 0.750 1.000 00 O
-0.408 —0.636 —0.655 —-2.450 —-2.041 2.858
A=QR = 0.408 -0.769 0.492 0 —-4.983 —4.983
-0.817 —-0.067 0.574 0 0 0.000

-0.5786 —-0.4855 -0.6554
A=U3VT =~ | -0.8148 0.3075 0.4915 | x
0.0371 -0.8184 0.5735
7.0842 0 0 0.0438 —0.5757 0.8165 \
0 4.2206 0 -0.6613 -0.6293 -0.4082
0 0 0.0000 -0.7489 0.5220 0.4082

Edelld lasketussa LU-hajotelmassa on P permutaatiomatriisi, jonka avulla LU-
matriisin rivit tulevat oikeaan jarjestykseen. Lisdksi Q R-hajotelma on laskettu
yhtalon (1.17) maaritelmasta poikkeavalla tavalla, mutta koska matriisi Q on
ortogonaalinen eli Q! = QT, on esitysmuotoon (1.17) helppo siirtyé.

Singulaarihajotelmasta USVT nédhdéén, ettd kolmas singulaariarvo on nolla
(matriisi %), joten matriisi A on singulaarinen. Singulaarisuus nékyy myos QR-
hajotelman R-matriisista sekd LU-hajotelman matriisista U.

Matriisien hajotelmien laskemiseen voi kayttdd esimerkiksi Matlabia, Mat-
hematica-ohjelmistoa tai Lapack-aliohjelmakirjastoa (liite B). Kasiteltdessa
isoja tiheitd matriiseja on aliohjelmakirjasto Lapack yleensa tehokkain vaih-
toehto. Harvoille matriiseille on kehitetty erikoisohjelmistoja kuten Sparse
ja Y12M.
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1.7 Lineaarisen yhtaloryhman hairioalttius

Lineaarisen yhtdloryhmaén ratkaiseminen on keskeinen osa monia optimoin-
titehtavien ratkaisualgoritmeja. Seuraavassa kasitellddn yhtaloryhmén hdi-
rioalttiutta, joka vaikuttaa keskeisesti ratkaisemisen tarkkuuteen.

[ Esimerkki 1.7.1 Tarkastellaan yhtdloryhmén Ax = b ratkaisemista, kun
1.0 0.8 0.5
A= (0.6+e 0.48)’ b= (0.6)'
Tarkaksi ratkaisuksi saadaan

T
X = ( 03" 0625 - 2372 ) .
€ €

Jos luku € on hyvin pieni, aiheuttaa pienikin muutos liukulukujen arvoissa
(esimerkiksi katkaisu- tai pyoristysvirhe) suuren muutoksen tulokseen. Olkoon
€ = 107%. Tarkastellaan matriisin A singulaariarvohajotelmaa:

A USYT ~ ( 0.85752  0.51446 )

0.51446 -0.85752

1.49341 O 0.78086 —0.62471 \'
0 0.00005 0.62471  0.78086

Matriisin A hdirioalttius k(A) kertoo, miten paljon muutokset yhtdloryhmén
Ax = b kerroinmatriisissa A ja vektorissa b vaikuttavat tulokseen. Hairioalttius
K (A) madritelladn suurimman ja pienimmadn singulaariarvon ¢; osamaarana.

Koska esimerkissa on X = diag(o, 02), saadaan

K(A) = % ~ 1.49349/0.00005 ~ 3 - 10%,
2

joten matriisin A hairidalttius on hyvin suuri.

Tarkastellaan kahta ratkaisuvaihtoehtoa yhtdléoryhmaélle Ax = b:
. { 3000 » [ 2375
X =\ 3749 )» * 7\ -2068 |-
Lasketaan residuaalit r¥ = Ax¥ — b:

0.3000 0.1000
1 _ 1_H~ 2 _ 2 _h
r = AX b~(0.1800)’ r° = AX b~<70.0025>'

Yhtaloryhmén tarkka ratkaisu on neljilld desimaalilla x!. Kuitenkin vektorin
x! antama residuaali on suurempi kuin ratkaisuehdokkaan x?.

Vektori x? onkin laskettu lisddmalld tarkkaan ratkaisuun x matriisin V pieninta
singulaariarvoa vastaava sarake (toinen sarake) kerrottuna isolla kertoimella,
jolloin tulo Ax muuttuu suhteessa vain vahan.
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1.8 Lisadtietoja

Hyvid johdatuksia numeeriseen laskentaan ovat teokset Numerical Linear
Algebra and Optimization [GMW91] ja Numerical Analysis: An Introduction
[EWK90]. Suomenkielisida oppikirjoja ovat Numeerinen matematiikka [MNV82]
ja Numeeriset menetelmdt [MS89]. Matemaattista mallintamista késitelladan
esimerkiksi teoksessa Mathematical Modelling [Kap88]. Oppaassa Matemaat-
tiset ohjelmistot [HHL"03] on puolestaan Kerrottu yleisesti kaytetyistda ma-
temaattisista ohjelmistoista. Optimoinnin sovelluksista kerrotaan CSC:n jul-
kaisemissa yleistajuisissa kirjoissa [Haa02, HJKRO02].

Lineaarialgebran perusteita ja matriisilaskentaa kasitellidn oppikirjassa
Matriisilasku ja lineaarialgebra [Kiv84] ja kasikirjassa Matrix Computa-
tions [GvL89] sekda CSCin oppaassa Numeeriset menetelmdt Kkdytdnnos-
sd [HHL*02].

Lineaaristen yhtaloryhmien iteratiivisten ratkaisumenetelmien yleiskuvaus
1oytyy teoksesta [HHL*02]. Menetelmid on kuvattu myos Acta Numerica
1992 -sarjajulkaisun artikkelissa [FGN92] seké teoksessa [Vos93]. Matriisin
héirioalttiutta on kasitelty lineaarialgebran oppikirjoissa. Matriisien hajo-
telmia on kuvattu teoksissa [GVL89, GMW91, GMWS81]. Harvoja matriiseja
kasitelladn teoksessa Sparse Matrix Technology [Pis84].

Numeerisia optimointimenetelmia kasittelevia oppikirjoja ovat Practical Met-
hods of Optimization [Fle87], Practical Optimization [GMW81], Nonlinear Pro-
gramming [BSS93], Epdlineaarinen optimointi [Mie98], Nonlinear Multiobjec-
tive Optimization [Mie99] sekd The Mathematics of Nonlinear Programming
[PSUSBS].

Optimointitehtdvien ratkaisumenetelmia kéasittelevia artikkeleita loytyy esi-
merkiksi sarjajulkaisuista SIAM Review, Operations Research, Mathematical
Programming ja ACM Transactions on Mathematical Software (ACM TOMS).
TOMS-algoritmeja on lisdksi saatavissa Netlibista.

Numerical Recipes -teoksista [PTVF92a, PTVF92b] 16ytyy optimointitehtavien
ratkaisualgoritmeja lahdekoodina. Kannattaa kuitenkin aina tarkistaa koo-
din soveltuvuus ratkaistavaan tehtavaan. Vaativiin tehtdviin on syyta kayt-
tdd monipuolisesti testattuja rutiineja, joita 1oytyy esimerkiksi Netlibista tai
kaupallisista ohjelmistoista (liite B).

Rinnakkaislaskentaa on esitelty teoksessa Parallel and Distributed Computa-
tion [BT88] ja Parallel Computing -julkaisun artikkeleissa (esimerkiksi [LR88]).
CSC on julkaissut oppaan Rinnakkaisohjelmointi MPILIld [HMO1].

Taman oppaan liitteessd E on kerrottu CSC:n palveluihin ja www-palvelujen
kayttoon liittyvistd asioista. Liitteessa B on esitelty optimointitehtavien rat-
kaisuohjelmistoja. Www-osoitteesta http://gams.nist.gov/ loytyy kiteva
ohjelmisto-opas Guide to Available Mathematical Software.
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2 Ratkaisumenetelman ja
-ohjelmiston valinta

Optimointitehtdvien ratkaisemiseen ei ole olemassa yleismenetelméaa. Eri
tyyppisille tehtaville on syyta kayttaa eri algoritmeja ja ohjelmistoja. Seu-
raavassa kerrotaan ratkaisualgoritmien ominaisuuksista, optimointitehta-
van muodostamisesta sekd ratkaisumenetelman ja -ohjelmiston valinnasta.
Lisdksi kuvaillaan suurten tehtdvien erityispiirteitd, esimerkiksi ratkaisume-
netelmien muistinkayttoa.

2.1 Mita tarkoitetaan optimoinnilla?

Optimointitehtavid ratkaistaan kaikilla tieteen ja tekniikan alueilla: Mikd on
materiaalikustannuksiltaan edullisin rakenne, joka kestda annetun kuor-
man? Missa pisteessd systeemi saavuttaa minimienergiansa? Miten teolli-
suusprosessia ohjataan parhaalla tavalla? Miten metsien uudistushakkuut
hoidetaan tuottavimmin? Miten maksimoidaan osakesalkun tuotto?

Jokapdivdinen elamékin on optimointia: Mikd on nopein reitti lomakohtee-
seen? Miten minimoidaan polttoaineen kulutus tydomatkalla? Kuinka kylma-
laukun saa pakattua niin, ettd kylmyys sdilyy mahdollisimman pitkaan?

Useat kdaytannon optimointitehtavista ovat varsin valjasti esitettyjd, ja rat-
kaiseminen vaatii runsaasti yksinkertaistuksia. Joskus kohtuullisen hyva rat-
kaisu riittdd, mutta toisaalta voidaan olla kiinnostuneita nimenomaan tar-
kasta globaalista optimista, esimerkiksi tutkittavan systeemin minimiener-
giatilasta.

Tassa luvussa tarkastellaan ratkaisumenetelmén valintaan liittyvia tekijoi-
ta erityisesti suurten tehtavien ratkaisemisen kannalta. Esimerkiksi tietoko-
neen keskusmuistin suuruus tai ratkaisuun tarvittava laskenta-aika vaikut-
tavat ratkaisemiseen kdytetyn menetelméan valintaan. Ratkaisun tehokkuut-
ta voidaan lisdksi parantaa kayttamalld hyvaksi kunkin tehtdvédn erikois-
ominaisuuksia.

Optimointitehtdvan muodostaminen on oma tehtdvansa ja liittyy yleiseen
matemaattiseen mallintamiseen. Seuraavassa on yksinkertainen esimerkki
optimointimallin muodostamisesta.
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[ Esimerkki 2.1.1 Olkoon valmistettavana 3 desilitran (300 cm?®) metallitolkki,
johon tulisi kulua mahdollisimman vdhdn materiaalia. Jos tolkin sdde on 7 ja
korkeus on h, on sen tilavuus 1r7?h ja pinta-ala 272 + 217 h.

Merkitddn x; = v ja x2 = h ja jatetdaan vakiokerroin 21 pois kohdefunktiosta.
Nédin saadaan muodostettua kahden reaaliarvoisen muuttujan x; ja x, opti-
mointitehtava

minimi f(x) = x3 + x1x2, 1)
kun g(x) = —x?x, + 300/ <0jax > 0. '

Optimointitehtdvan geometriaa on havainnollistettu kuvassa 2.1. Kuvasta nédh-
ddan, ettd rajoite g on vahvempi kuin positiivisuusehto x > 0, joten posi-
tiivisuusehtoa ei valttamatta tarvita. Toisaalta monet ratkaisumenetelmat hyo-
dyntiavat muuttujien positiivisuutta ratkaisuavaruuden késittelyssa. Kuvaan on
myos merkitty minimipisteen x* ~ (3.6, 7.3)7 sijainti. Funktion minimiarvo on
f(x*) = 39. Tolkin pinta-alaksi saadaan 277 f (x*) ~ 250 cm?.

Tehtdavan numeerinen ratkaisu esitetdan kappaleessa 8.1.2 sivulla 135.

5 15 25 35 45 55 65 75 85

14! [ T U e S R Y
I U\ W W O ¢
12\ \ \\\\\\\\\\\
ol Vo Vo . x*
| \ Voo S N
81 \ \\\ \\\\
\ \
ol ) Vo NN MV
\ \ \ \\ \\\\
Vo A NI
4 \ N\ AN o NN
2 A N NN g =0
\ N AN o NN =
0 N N N .
2 4 6 8

Kuva 2.1: Esimerkissd 2.1.1 kdsitellyn epdélineaarisen minimointitehtdvidn geo-
metrinen havainnollistus. Kohdefunktio on f(x) = x + x1x» ja rajoite g(x) =
ﬁ(%xz + 300/ < 0. Muuttujat x, ja x» ovat positiivisia.

Tarkasteltavan systeemin optimointia varten pyritdidn muodostamaan vali-
tuista muuttujista x; riippuva kohdefunktio f(x) seka epdyhtdlo- ja yhtdlo-
rajoitteet g(x) < 0 ja h(x) = 0. Lisdksi voidaan tarvita tehtdavan muokkaus-
ta, jotta padstaan normaalimenetelmilld ratkeaviin optimointitehtaviin. Nain
muodostettu avaruuden R” optimointitehtdva pyritdan sitten ratkaisemaan
mahdollisimman luotettavasti ja tehokkaasti.
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2.2 Optimointitehtavien eri tyyppeja

Tassd oppaassa kasitelladn optimointitehtavien numeerista ratkaisemista.
Matemaattisilla tarkasteluilla on tietenkin tarked osa ratkaisemisessa. Toi-
sinaan tehtdvan taustan perusteella voi padtelld jotain optimikohdan sijain-
nista ja ominaisuuksista.

Optimoinnilla tarkoitetaan seuraavassa vektoriavaruuden R™ reaaliarvoisen
kohdefunktion f : R" — R minimointia (tai maksimointia) eli tehtdvdna on
hakea minimiarvo

mir;{imi f(x), kuinx € F Cc R"™. (2.2)

Yleensa tehtéaville haetaan lokaalia eli paikallista minimipistettd x* € F C
R", jossa pdtee

f(x*) < f(x) kaikillax € F ¢ R" siten ettd ||x* - x| <€, € >0. (2.3)

Jos halutaan loytaa optimointitehtavan globaali minimi (pienin lokaaleista
minimeistd), taytyy optimointitehtavan joko olla konveksi (jolloin lokaali mi-
nimi on globaali) tai joudutaan kayttdméaan globaaliin optimointiin kehitet-
tyja menetelmid. Globaalien optimointitehtdvien ratkaiseminen on yleensa
erittdain vaikeaa (luku 9).

Huomautus 2.2.1 Optimointitehtdvan ratkaisumenetelma tulisi valita pait-
si tehtavan tyypin myoskin ratkaisulta vaadittavien ominaisuuksien perus-
teella. Lisdksi numeerinen ratkaisu on parhaimmillaankin vain likiarvo, eika
globaalin optimin saavuttamisesta useinkaan ole takeita.

Optimointitehtédvélla voi olla myos rajoitteita. Tassa teoksessa tarkastellaan
mm. lineaarisia rajoitteita Ax = b, x > 0. Toisaalta epdlineaarisia rajoitteita
sisdltavien optimointitehtdavien ratkaisussa muodostetaan usein lineaarisia
rajoitteita sisdltavia osatehtavia.

Optimointitehtdavdn kidyvdn alueen F maardaavat rajoitteet (maaritelma 3.3.1
sivulla 57) jaetaan epdyhtdld- ja yhtdlorajoitteiksi, joita vastaavat funktiot
g:R" - R? jah:R" — R4, Yhtdlo- ja epayhtdlorajoitteita sisdltava yleinen
epalineaarinen optimointitehtdva on siis muotoa

mil}(imi f(x), kun g(x) < 0 jah(x) = 0. (2.4)

Monissa rajoitteita sisdltavien tehtdvien ratkaisumenetelmissa luodaan jono
rajoitteettomia tehtdvid, joiden ratkaisu ldhestyy rajoitteellisen tehtdavan rat-
kaisua. Rajoitteettomien tehtdvien ratkaisua on kasitelty luvussa 6 (sivu 99)
ja rajoitteita sisaltdavia tehtavia luvussa 8 (sivu 134).

Tarked optimointitehtavien erikoistyyppi on lineaarinen optimointi (linear
programming, LP):

mir;imi (¢, x), kun Ax =b, x >0, (2.5)
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missd vektorit ¢ ja x kuuluvat avaruuteen R™ ja vektori b kuuluu avaruuteen
R™. Matriisi A on kooltaan m x n,m < n. Kvadraattinen optimointitehtdvd
(quadratic programming, QP) on puolestaan muotoa

mir;{imi %(x, Qx) + (c,x), kun Ax =b, x > 0. (2.6)

Tassd Q on symmetrinen n X n -matriisi. Lineaarista ja kvadraattista opti-
mointia tarkastellaan luvussa 4.

Kombinatorisissa optimointitehtdvissd ratkaisuavaruus on diskreetti ja rat-
kaisuvaihtoehtoja on adarellinen maara. Tyypillisesti kuitenkin ratkaisujen
maara kasvaa kuten 2" tai n! muuttujien lukuméaaran n suhteen. Esimerkik-
si sivulla 94 kuvatun sijoittelutehtavén ratkaisujen maara kasvaa kuten n!.
Vahdnkdan isommissa tehtavissa ei kaikkia mahdollisia ratkaisuja voi kdyda
lapi. Kaytdnnon tehtdvissa sovelletaankin usein heuristisia tai likimaaraisia
menetelmid, joilla pyritddan l6ytamaéan jokin riittdvan hyva ratkaisuehdokas.

Tassd oppaassa kuvataan optimointitehtdvid taulukossa 2.1 annetun luku-
jaottelun mukaisesti. Esimerkkeja optimointitehtdvista ja niiden ratkaisemi-
sesta loytyy eri tehtavatyyppeja kasittelevistd luvuista. Optimointitehtavien
matemaattiseen ja numeeriseen taustaan voi tutustua kunkin luvun lopussa
annettujen kirjallisuusviitteiden avulla.

Taulukko 2.1: Optimointitehtévié ja niiden ratkaisumenetelmid kéasittelevét oppaan
luvut.

Luku Aihepiiri

4 Lineaarinen ja kvadraattinen optimointi

5 Kokonaisluku- ja sekalukutehtavat

6 Rajoitteeton epdlineaarinen optimointi

7 Pienimman nelidsumman tehtavat

8 Rajoitteellinen epdlineaarinen optimointi

9 Erikoismenetelmia: globaali ja epdsiled optimointi

10 Geneettiset algoritmit

11 Jadhdytysmenetelmat

12 Derivaattojen laskeminen

13 Yksiulotteinen optimointi, viivahaku ja luottamusalue

2.3 Optimointitehtavien ratkaisumenetelmat

Ei ole olemassa algoritmia, joka soveltuisi kaikkien optimointitehtdvien rat-
kaisemiseen. Seuraavassa kuvaillaan muutamia ratkaisumenetelméan valin-
taan vaikuttavia tekijoita.

Ratkaisualgoritmi ja -ohjelmisto tdytyy valita optimointitehtdvan tyypin pe-
rustella. Parhaimmassa tapauksessa voi kdyttda valmiiksi kehitettyd teho-
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kasta ja luotettavaa ohjelmistoa. Usein tehtdvdn voi muuntaa muotoon, jo-
ka ratkeaa olemassaolevalla ratkaisumenetelmalla. Huonoimmassa tapauk-
sessa on yritettdva ratkaisemista jollakin mahdollisesti tehottomalla yleis-
menetelmalld tai koetettava 10ytda tai kehittda kyseisen optimointitehtdvan
ratkaiseva erikoisalgoritmi.

2.3.1 Analyyttiset ratkaisumenetelmat

Yksinkertaiset optimointitehtavat on joskus mahdollista ratkaista analyyt-
tisesti tutkimalla derivaattojen nollakohtia. Esimerkiksi sileiden (jatkuvasti
differentioituvien) skalaarifunktioiden optimoinnissa kaytetaan hyvaksi seu-
raavaa matemaattisen analyysin perusteisiin kuuluvaa lausetta.

Lause 2.3.1 Olkoon f : R — R jatkuvasti differentioituva funktio vélilla
F = [x1,xyu]. Jos x* on funktion f paikallinen minimi tai maksimi, on joko
x* =xptal x* = xy tai f'(x*) =0.

[ Esimerkki 2.3.1 Olkoon tehtivini 1oytdd suurin kolmio, joka mahtuu paraa-
belin y = —ax? + bx ja suoran y = kx viliin (kuva 2.2). Oletetaan, ettd a > 0
jab=>=0sekd k <b.

Kolmion kulmapisteet x; valitaan siten, ettda kaksi pistettd ovat suoran ja pa-
raabelin leikkauspisteet ja kolmas piste on paraabelilla suoran yldpuolella (se-
litd miksi!). Olkoon x paraabelilta valitun pisteen x-koordinaatti. Talloin y-
koordinaatiksi saadaan —ax? + bx. Lisdksi pisteen x tdytyy olla valilld F =
[0, (b — k)/a]. Alueen pinta-alaksi f(x) saadaan tédlloin

feo = %X(_“XZ +bx — kx) + %(—tzx2 +bx — kx)(—b;k - x)

= u<7ax2 +(b-k)x).
2a

Kuva 2.2: Paraabelin ja suoran véliin jdavdn kolmion pinta-alan maksimointi.
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Pinta-alafunktion f &ariarvot (minimit ja maksimit) l0ydetaan lauseen 2.3.1
perusteella pisteestd, jossa patee f'(x) = 0, tai vaihtoehtoisesti vélin F paate-
pisteista. Lasketaan siis derivaatta f’(x):

ey bk _
Fx) = = (=2ax + (b= k).

Asettamalla f'(x) = 0 saadaan x = (b — k)/2a. Taméan pisteen erikoisomi-
naisuus on se, ettd paraabelin tangentti on saman suuntainen annetun suoran
kanssa. Tarkastelemalla kuvassa 2.2 esitettya tilannetta nahdaan, etta pinta-ala
on maksimissaan tdssa pisteessa.

Esimerkki 2.3.1 on varsin yksinkertainen, ja analyysia helpottaa se, etta ra-
joitefunktiot voidaan siséllyttaa kohdefunktioon, jolloin tehtdavaan jaa vain
yksi tuntematon muuttuja. Monimutkaisemmissa tapauksissa ei ratkaisemi-
nen tietenkddn ole ndin suoraviivaista, ja tdlloin tarvitaan tdssa oppaassa
esiteltdvida numeerisia menetelmia.

Moniulotteisissa tehtdvissd (muuttujia enemman kuin yksi) voidaan kayt-
taad esimerkiksi Lagrangen kerrointen menetelmaa (kappale 3.3.2). Kuitenkin
kaytdannossa vastaan tulevat optimointitehtdvat ovat yleensa suuria ja lisdk-
si mahdollisesti epélineaarisia, jolloin analyyttisten ratkaisujen hakeminen
on vaikeaa tai mahdotonta.

2.3.2 Ratkaisumenetelmien tyyppeja

Jos optimointitehtdvd on jotain erikoistyyppid, kannattaa aina kayttaa ky-
seiseen tehtdavaan kehitettyja algoritmeja ja ohjelmistoja. Téllaisia tehtavien
tyyppejad ovat muun muassa lineaarinen tai sekalukuoptimointi, kvadraatti-
nen optimointi, pienimman neliésumman tehtava ja verkko- tai kuljetusteh-
tava.

Optimointitehtdvien ratkaisualgoritmit voidaan jakaa iteratiivisiin algorit-
meihin ja luettelointimenetelmiin. Iteratiiviset menetelmat hakevat likimaa-
raista optimikohtaa, kunnes sopiva suppenemiskriteeri toteutuu eli ollaan
kyllin 1dhelld paikallista optimikohtaa. Luettelointimenetelmissa puolestaan
kdydéaan ainakin periaatteessa ldpi kaikki mahdolliset ratkaisuehdokkaat ja
saatu optimi (jos sellainen loydetddan) on myos tehtdvan globaali ratkaisu.

Tunnetuin esimerkki luettelointimenetelméasta on lineaaristen kokonaislu-
kutehtavien ratkaisemiseen kéytetty branch and bound -algoritmi (algorit-
mia 5.2.1 sivulla 95). Monet iteratiiviset optimointitehtdvien ratkaisumene-
telméat perustuvat puolestaan Newtonin menetelmddn (kappale 6.5 sivulla
106).

Numeeristen algoritmien kehittelyyn vaikuttaa tietenkin myos tietokoneark-
kitehtuurien kehitys. Viime aikoina erityisesti rinnakkaiskoneiden vaikutus
algoritmien ja ohjelmistojen kehittdmiseen on ollut merkittava.
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2.3.3 Algoritmien ominaisuuksia

Kukin optimointitehtdavan ratkaisualgoritmi on tarkoitettu tietyn tyyppisiin
optimointitehtdviin, esimerkiksirajoitteettomiin tai rajoitteita sisaltdviin teh-
taviin ja yhtdlo- tai epayhtalorajoitteille. Osa algoritmeista vaatii, ettd opti-
mointitehtdvan kohdefunktio ja rajoitteet ovat jatkuvasti differentioituvia,
osalle riittdd funktioiden jatkuvuus. Eraat algoritmit soveltuvat vain lineaa-
risten rajoitteiden tapauksiin (Ax = b tai Ax < b), toiset menetelmat kyke-
nevat kasittelemddn myos epéalineaarisia rajoitteita.

Kaytetyn algoritmin tehokkuuteen ja luotettavuuteen kannattaa kiinnittaa
huomiota. Mille tahansa optimointialgoritmille voidaan kehittdaa esimerkki-
tehtdva, jota se ei osaa ratkaista tehokkaasti. Toisaalta tehtdva voi olla sen
tyyppinen, ettei ratkaisumenetelma esimerkiksi numeerisista vaikeuksista
johtuen 16ydd minimipistettd. Esimerkiksi rajoitteiden epélineaarisuus voi
olla ratkaiseva tekija. Usein on tarkedmpéa saada likimaardinen ratkaisu, jo-
ka toteuttaa rajoitteet eli on kdyvalla alueella, kuin tarkka ratkaisu, joka on
kaypa vasta iteraatioiden lopussa.

I Esimerkki 2.3.2 Olkoon minimoitavana funktio

f1(x) = x3 + x3.

Funktio f) on maédritelty reaalilukualueessa vain, kun nelijuurilausekkeen ar-
gumentti on positiivinen tai nolla. Taten rajoitteettomien optimointitehtdavien
ratkaisualgoritmit eivat sovellu sellaisenaan tehtdavaan. Kohdefunktion voisi
madritelld erikseen arvoille x} + x3 < 0, mutta tilléin taytyisi pitaa huolta
muodostuvan funktion jatkuvuudesta ja sileydestd. Toinen mahdollisuus on
muuntaa tehtdva rajoitteelliseksi optimointitehtavaksi:

minimi f(x) = Jx3, kun x3 = x3 + x3 jax3 = 0.
xeR?

Ratkaisumenetelmadltd vaaditaan, ettd se generoi rajoitteet toteuttavia pisteita,
jotta nelijuurilauseke on maaritelty.

Esimerkiksi simplex-algoritmi lineaarisille optimointitehtéville soveltuu vai-
heittaiseen ongelman ratkaisemiseen, jossa ratkaistaan useita tehtavia lah-
tokohtana edellinen ratkaisu. Toiset menetelmaét joutuvat aloittamaan joka
kerta alusta (mm. useat lineaaristen optimointitehtavien sisapistemenetel-
mat). Usein sopivalla alkuarvojen valinnalla tai iteraatiomatriisien pohjus-
tuksella voi olla suuri merkitys ratkaisunopeudelle.

Gradienttimenetelmissd tarvitaan kohdefunktion derivaatat (gradienttivek-
tori ja mahdollisesti Hessen matriisi), suorat menetelmdit puolestaan kaytta-
vat pelkastdaan funktion arvoja. Yleensa derivaattoja kayttavat menetelmat
suppenevat nopeammin, mutta esimerkiksi Hessen matriisin laskemiseen
kuluu runsaasti aikaa ja muistitilaa. Derivaattoja kannattaa yleensa kayt-
tad, jos ne voidaan laskea analyyttisesti. Luvussa 12 (sivu 184) on kasitelty
derivaattojen laskemista.
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Jos ratkaistava optimointitehtdava on epdsiled tai jopa epdjatkuva, valmis-
ohjelmistojen menetelmat eivat valttamatta toimi luotettavasti. Naissa ta-
pauksissa tehokkaan menetelmén valintaan ei voi antaa yleisohjetta. Taméan
teoksen luvuissa 9, 10 ja 11 on kuvattu muutamia perinteisilla menetelmilla
vaikeasti ratkaistavien optimointitehtavien ratkaisumahdollisuuksia.

Erikoisalgoritmeja 16ytyy lahdekoodina Netlib-verkkoarkistosta (liite B, tau-
lukko B.6 sivulla 214). TOMS-algoritmien kuvauksia 16ytyy sarjajulkaisusta
ACM Transactions on Mathematical Software.

2.3.4 Iteratiivisten algoritmien suppenemisnopeus

Monien algoritmien suppenemisnopeuteen voidaan vaikuttaa muuttamalla
menetelman parametreja, esimerkkina viivahaun tarkkuus ja sakkofunktion
kerroin. Hyva menetelma kykenee ratkaisemaan ison joukon tehtavia kiin-
teilla parametrien arvoilla, toiset taas vaativat runsaasti kokeiluja toimiak-
seen.

Maddritelma 2.3.1 (Suppeneminen) Jono xx € R, k = 1,2,... suppenee
kohti arvoa x* € R, jos

llim |xx —x*| =0. (2.7)

Iteratiivisen menetelman ominaisuuksiin kuuluu suppenemisen kertaluku
(order of convergence).

Maaritelma 2.3.2 (Lineaarinen ja neliéllinen suppeneminen) Jos on ole-
massa vakio 0 < ¢ < 1 ja kokonaisluku N > 1 siten, ettd kaikilla k > N
patee

[xke1 —x*| <c|xx—x*], (2.8)

sanotaan jonon X suppenevan lineaarisesti. Siten lineaarinen suppeneminen
tarkoittaa, ettd virhe |[xy — x*| vdhenee likimain vakiotekijalla jokaisella
iteraatiolla. Jos puolestaan jollakin nollaan suppenevalla jonolla ci patee

[xki1 —x*| <cp |xx —x*|, (2.9)

sanotaan suppenemisen olevan superlineaarista. Lisdaksi jos on olemassa va-
kiot p > 1,c > 0 ja N > 1 siten, ettd jono x} suppenee kohti pistetta x* ja
kaikilla k > N patee

|xpe1 —x*| <c|xp—x*1|7, (2.10)

sanotaan jonon x suppenemisen olevan kertalukua p, esimerkiksi neliéllistd
suppenemista, kun p = 2.

[ Esimerkki 2.3.3 Jatkuvan skalaarifunktion f : R — R nollakohtaa x* voidaan
hakea puolitushaun avulla. Oletetaan, ettd funktio f on erimerkkinen pisteissa
ay ja by. Hakuvili [ag,byx] C R puolitetaan jokaisella iteraatioaskeleella. Jat-
koon valitaan se vili, jonka padtepisteissa funktio on erimerkkinen. Ratkaisun
likiarvoksi voidaan asettaa hakuvalin keskipiste x, = (ax + by) /2.
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Ratkaisun virhearvioksi saadaan |x; — x*| < |ax — by|/2. Koska hakuvili puo-
litetaan jokaisella iteraatioaskeleella, patee jonolle xy:

1 1
IXke1 —x*] < E\xkfX*\ < Zlarbk\.

Yhtédlossd (2.8) annetun madritelméan perusteella puolitushaku suppenee li-
neaarisesti.

2.4 Optimointitehtavdan muodostaminen

Optimointitehtdvdn muodostaminen on tdrkea vaihe tehtdvédn ratkaisemi-
sessa. Huonosti asetetun optimointitehtdvén ratkaiseminen voi epdonnistua
esimerkiksi hdiridalttiuden tai rajoitteiden ristiriitaisuuden vuoksi. Stabiilil-
lakin ratkaisumenetelmalld voi olla ongelmia huonosti asetettujen tehtdavien
kasittelyssa. Toisaalta hyvissd valmisohjelmistoissa on monipuolisia tarkis-
tuksia, jotka pyrkivat eliminoimaan virhetilanteita.

Seuraavassa muutamia kayttokelpoisia ohjeita optimointitehtdavien muodos-
tamiseen ja ratkaisemiseen:

1. Kehitéd ensin yksinkertainen malli ja ratkaise se. Lisad malliin ominai-
suuksia vahitellen, ja ratkaise malli kussakin vaiheessa.

2. Pyri kayttamaan sileita kohdefunktioita ja rajoitteita (muussa tapauk-
sessa ratkaisemiseen on kaytettdva erikoismenetelmid, katso kappalet-
ta 9.3).

3. Selvita tarkkaan rajoitteiden merkitys ja tyyppi. Maarittele erikseen li-
neaariset ja epalineaariset rajoitteet seka laatikkorajoitteet. Monet me-
netelmat késitteleviat erikseen myos yhtdlo- ja epdyhtalorajoitteita.

4. Pyrivahentamdaan optimointitehtdavan hairioalttiutta. Valta hyvin lahella
toisiaan olevia yhtalorajoitteita (pienet virheet rajoitteiden parametreis-
sa voivat vaikuttaa minimin 16ytymiseen ratkaisevasti). Skaalaa muuttu-
jat ja rajoitteet jarkevasti, mieluiten lahelle ykkosta.

5. Tarkista, ettd kohdefunktion jarajoitteiden arvot ja derivaatat lasketaan
oikein (Juku 12).

Rajoitteiden linearisointi voi huomattavasti tehostaa epélineaarisen opti-
mointitehtdvan ratkaisemista. Esimerkiksi muotoa

—+t—=+--<b

olevan rajoitteen (kohdemuuttujat x;) voi linearisoida maarittelemalla uudet
muuttujat

L

X7 = Xh = 1
1= _ar X2 = g
X1 xg
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Vaikka kohdefunktio tulisikin epdlineaarisemmaksi, on lineaarisia rajoitteita
sisdltdvan tehtdavén ratkaiseminen yleensa helpompaa.

Varsinkin jos kasiteltdavani on epdlineaarinen optimointitehtdva, on syyta
skaalata muuttujien ja vakioiden arvot ldahelle ykkosta. Rajoitteiden skaa-
laus on usein tarkedmpdd kuin kohdefunktion. Jotkin ratkaisuohjelmistot
(esimerkiksi Minos) kykenevét skaalaamaan tehtdavian automaattisesti. Skaa-
laus varmistaa ja usein myos nopeuttaa algoritmin suppenemista.

[ Esimerkki 2.4.1 Optimointitehtdvi
minimi f (x) = x2 + x3 + 1000
tarjoaa esimerkin skaalauksen tarkeydesta, silld vakion 1000 poistaminen koh-
defunktiosta lisda saadun tuloksen numeerista tarkkuutta huomattavasti.

Tarkka minimipiste on x* = 0 ja minimiarvo f(0) = 1000, mutta jos lasketaan
kéyttden 32 bitin liukulukuaritmetiikkaa, saadaan vektorillax = (0.003,0.003)"
funktion arvoksi

f(x) =0.003% + 0.003% + 1000 = 1.8 - 107> + 1000 = 1000.000018,

jolloin pydristys- tai katkaisuvirheiden ansiosta tulokseksi saadaan luku 1000.
Tama johtuu siitd, ettd konevakio €y on luokkaa 107 (sivu 225).

Jos tdmaén tyyppiselle tehtavalle yritetddn l0ytda tarkempi optimiarvo, joudu-
taan joko kayttamdan kaksoistarkkuutta tai parantamaan skaalausta, mika tie-
tenkin on paras vaihtoehto.

Hyva alkuarvaus tehostaa tehtdavan ratkaisemista merkittavasti. Jos alkuar-
vaus on muuten hankalaa tuottaa, voi koettaa aluksi yksinkertaistetun tehta-
van ratkaisemista ja tdméan jalkeen varsinaisen tehtdvan ratkaisua saadulla
datalla. Alkuarvauksen olisi hyva olla kdyvalla alueella, varsinkin jos teh-
tavan kohdefunktiossa on singulariteetteja tai se ei ole madritelty kdayvan
alueen ulkopuolella.

Mikéli on mahdollista madritelld muuttujien arvoille x; yla- ja alarajat xf <
x; < x}‘ (laatikkorajoitteet), kannattaa se yleensd tehda. Nailld rajoitteilla
voi paitsi valttda singulariteetteja kuten nollalla jakamisen myos pienentaa
hakualueen kokoa.

Jos ratkaistavana on kombinatorinen optimointitehtdava (esimerkiksi koko-
naislukutehtava, luku 5), on syyta saattaa tehtdvan koko mahdollisimman
pieneksi. Tiukat rajat muuttujien arvoille auttavat, samoin kaikki tehtavaa
pienentédvat yksinkertaistukset.

Optimointitehtdvissd on usein paljon enemman rajoitteita ja monimutkai-
sempi kohdefunktio kuin vaikkapa sivun 33 esimerkissa 2.1.1. Yksinkertai-
set tehtdvat voidaan ratkaista hakemalla kohdefunktion derivaattojen nolla-
kohdat ja tutkimalla niiden optimaalisuutta. Kuitenkin dimension kasvaessa
on esimerkiksi yhtaloryhméan

Vf(x)=0
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ratkaiseminen yleensd huomattavasti hankalampaa kuin varsinaisen opti-
mointitehtdvan ratkaiseminen, erityisesti jos kohdefunktion derivaatat ovat
epdlineaarisia.

2.5 Suurten tehtavien ratkaiseminen

Suuren optimointitehtdavan madritelma tietysti muuttuu ajan myota. Kak-
sikymmentd vuotta sitten voitiin pitdd suurina tehtdvid, joita tdndan rat-
kaistaan rutiininomaisesti tydvasemilla. Maarittely riippuu tietysti myds teh-
tavatyypista: lineaarisessa optimoinnissa ratkaistaan minuuteissa tehtavia,
joissa on tuhansia riveja ja kymmenidtuhansia nollasta poikkeavia alkioi-
ta. Toisaalta epalineaarisessa optimoinnissa tai kokonaislukutehtavissa voi
muutama kymmenen muuttujaa ja rajoitetta asettaa suuria haasteita ratkai-
sualgoritmille.

Erds tapa madadritelld tehtdvan suuruus on pitdad laskenta-aikaa kriteerina:
esimerkiksi kymmenen tuntia Cray-supertietokoneen laskenta-aikaa vaati-
va tehtdava on ”suuri”. Toisaalta tarvittava tietokoneen keskusmuisti voi ol-
la usein kriittisempi resurssi: laskuissa voidaan tarvita esimerkiksi 10 000 x
10000 -kokoisia matriiseja. Kuitenkin esimerkiksi harvoille matriiseille kehi-
tetyt talletustavat ja hajotelmat voivat merkittavasti vahentaa muistin kulu-
tusta, ja sopivasti valitut algoritmit (esimerkiksi pohjustettu liittogradient-
timenetelma lineaaristen yhtdloryhmien ratkaisemisessa) voivat pienentda
laskentatyon maaraa.

Numeerinen stabiilisuus kdy yha tirkeammaéksi tehtdvian koon kasvaessa.
Tdama ei johdu pelkdstdadn kasvavasta laskentatydn maarastd, vaan myos esi-
merkiksi matriisien héirioalttius ja optimointialgoritmin stabiilisuus voivat
mennd huonompaan suuntaan tehtavan koon kasvaessa.

[ Esimerkki 2.5.1 Yksinkertainen havainnollistus laskentatyon midran vaiku-
tukselle syntyvien virheiden madrdan on seuraava: Oletetaan ettd tehdaan pe-
rdakkdin N laskutoimitusta, joissa kussakin syntyy virhettd vakion € verran.
Jos kussakin laskutoimituksessa virhe (pyoristys- tai katkaisuvirhe) voi syntya
yhtd suurella todenndkoisyydella ylos- tai alaspdin, on N laskutoimituksen jal-
keen keskiméiriinen virhe suuruusluokkaa +/Ne. Jos virhe syntyy joka kerralla
samaan suuntaan, on lopullinen virhe luokkaa Ne.

Tama paattely on darimmadisen yksinkertaistettu, eivatka virheet yleensa sum-
maudu edelld esitellylld tavalla. Hyvdssd algoritmissa laskutoimitusten virheet
eivdat kasaudu, vaan algoritmi pystyy korjaamaan tai ainakin havaitsemaan &a-
rellisen laskutarkkuuden aiheuttamia virheita.

Mielenkiintoinen havainto on, ettd erdit suuret tehtavat ovat melko helppoja
ratkaista verrattuna eraisiin pienidimensioisiin tehtaviin: esimerkiksi kaksi-
dimensioisen Rosenbrockin funktion minimin loytdmiseen tarvitaan usein
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parikymmenta iteraatiota (luku 6). Toisaalta monet jopa tuhansia muut-
tujia ja rajoitteita sisdltavat tehtdvat ratkeavat samalla maaralla Newton-
tyyppisen menetelmaén iteraatioita.

Isojen tehtdvien ratkaisemisessa ongelmana ei usein olekaan toimivan rat-
kaisumenetelman loytdminen vaan ratkaisemisen ja muistinkdytén tehok-
kuus. Lineaarialgebran tarjoamat mahdollisuudet — erilaisten hajotelmien
kaytto, harvojen matriisien talletustavat seka iteratiiviset ratkaisumenetel-
mat — ovat keskeisia ratkaisumenetelmien komponentteja. Ndita on havain-
nollistettu kappaleessa 1.6 sivulla 27.

2.5.1 Ratkaisumenetelmien muistinkdytto

Osa ratkaisumenetelmisti vaatii tietokoneen keskusmuistia luokkaa n? liu-
kulukua (n on muuttujien lukumaard), kun taas toiset menetelmat selviavat
noin n liukuluvun muistitilalla. Esimerkiksi sekanttimenetelmat yllapitavat
n X n -kokoista Hessen matriisin arviota, mutta liittogradienttimenetelmét
selviavat muutamalla n-vektorilla. Jos Hessen matriisin arvioon ei voi sovel-
taa harvojen matriisien tekniikkoja, ovat liittogradienttimenetelméat usein
ylivoimaisia, kun muuttujien lukumaara n on suuri.

Isoissa tehtdvissa muistinkdyttd on tiarkea kriteeri menetelman valinnalle.
Jos tehtdvan Hessen matriisi on harva, voi olla mahdollista kayttaa harvoil-
le matriiseille kehitettyja algoritmeja (liite B) ja vaikkapa lineaaristen yhta-
l6ryhmien iteratiivisia ratkaisumenetelmia ja -ohjelmistoja. Harvaa arviota
voi kokeilla my6s tihedlle Hessen matriisille: asetetaan ldhelld nollaa olevat
matriisin alkiot nolliksi. Ongelmaksi voi kuitenkin tulla ndin muodostetun
matriisin singulaarisuus.

Separoituviksi kutsutaan tehtévid, joissa kohdefunktio on muotoa

fx) => fix). (2.11)

i=1

Tassd f; riippuu 7;:sta vektorin x alkiosta, 7; < n. Separoituville tehtaville
on kehitetty tehokkaita algoritmeja, esimerkiksi ositettu sekanttimenetelma
(siva 121).

Separoituvuutta yleisempi mutta hankalampi ominaisuus on monien suur-
ten tehtdvien rakenteellisuus. Esimerkiksi Hessen matriisi voi koostua jou-
kosta pienempia tiheitd matriiseja, jotka voivat muistuttaa ldheisesti toi-
siaan. Mikali tatd ominaisuutta voidaan hyodyntaa, saavutetaan huomattava
tehokkuuden lisdys.

Harvoja Hessen matriiseja syntyy mm. diskretoitaessa jatkuvia (ddretondi-
mensioisia) tehtavid palafunktioiden avulla (esimerkkinéd elementtimenetel-
md, FEM eli finite element method). Tall6in jonkin tietyn muuttujan opti-
miarvoon vaikuttaa yleensa vain pieni osa muuttujista. Tallainen paikallinen
vuorovaikutus tuottaa usein harvoja tai separoituvia Hessen ja Jacobin mat-
riiseja. Lisdksi funktioiden derivaatat voi olla mahdollista laskea symbolises-
sa muodossa (luku 12), riippuen valitusta kantafunktiojoukosta. Ongelmana
voi puolestaan olla palafunktioiden epésileys esimerkiksi reunapisteissa.
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Lahes kaikki matemaattisen fysiikan tehtdvat voidaan esittda optimointiteh-
tdavan muodossa eli variaatiolaskennan avulla. Seuraavassa esitetddn yksin-
kertainen fysiikan optimointitehtava.

[ Esimerkki 2.5.2 Kuvassa 2.3 on esimerkki ddrellisestd katenoidista, joka koos-
tuu k:sta kitkattomasti toisiinsa liitetysta jaykasta tangosta. Olkoot tankojen
pituudet dq,...,dx > 0 ja massat mq,...,m; > 0. Tankojen kiinnityspis-
teet olkoot Py, Py,..., P, joita vastaa kolmiulotteinen koordinaattiesitys P; =
(i, Bi, Ci). Kuvassa 2.3 tankoja on nelja kappaletta eli k = 4. Reunojen kiinni-
tyspisteille asetetaan ehdot

Py = (&0, Bo, Co) = (0,0,0), Py = (cxx, Bk, Ck) = (0,D,0),

missd D on katenoidin reunapisteiden etdisyys toisistaan. Katenoidin poten-
tiaalienergialle E saadaan lauseke

k
o + K-
E(Py,....P) = 3 gmi————,
i=1

(2.12)

missda g > 0 on maan vetovoiman kiihtyvyys. Kiinnityspisteita koskeviksi ra-
joitteiksi saadaan

hi = (i — o 1)+ (Bi—Bi1)? + (Ci—Ci1)>—di =0 (2.13)
i=1,...,k.
Stabiilissa tasapainotilassa potentiaalienergia E minimoituu.

Koska Py ja Py on kiinnitetty, tuntemattomia kohdemuuttujia ovat koordinaa-
tit &4, Bi,Ci, 1 = 1,...,k — 1, joita on siis n = 3(k — 1) kappaletta. Kootaan
tuntemattomat muuttujat vektoriksi

X = (X1,X2, .., X30=1)) T = (&1, v ey Kk=1, By, Br=1,C1y oo i) T

Potentiaalienergian E minimointitehtavan kohdefunktioksi saadaan

NS

k-1
> (mi +mi)xi,
i-1

k-1
f(x) = % (mvﬁ + > milxi+xi-1) +mkxk1) =

i=2

> painovoima

Kuva 2.3: Neljéstd tangosta muodostuvan katenoidin kuvaaja. Tankojen liitoskoh-
dat P; on merkitty kuvaan, samoin koordinaattiakselit «,  ja C.
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ja vakio g/2 voidaan jattaa pois kohdefunktiosta. Yhtalorajoitteiksi h(x) saa-
daan

hy(x) = x} + x +x5,_, —d; =0,

hi(x) = (x; = Xi-1)? + (Xitk-1 — Xick-2)* +
(Xis2k—2 — Xizok—3)? —d3 =0, i=2,...,k—1,

hi (%) = x;_; + (D = X20-1))? + X3y, — di = 0.

Taman optimointitehtdvan kohdefunktio ja rajoitteet riippuvat muutamasta
vektorin x komponentista. Lisdksi tehtdva on rakenteellinen eli esimerkiksi
kohdefunktioiden lausekkeet ovat esitettdvissa tiiviissa yleispatevdssd muo-
dossa riippumatta tehtavan dimensiosta.

Ylld kuvattu optimointitehtdvéd ratkaistaan GAMS-ohjelmiston avulla sivulla 46.
Toisaalta jos tankojen lukumaéaérd k on suuri, tehtdva ei ratkea muuten kuin
erikoismenetelmilla. Hyva alkuarvaus tietysti auttaa aina. Yksinkertaisissa ta-
pauksissa (esimerkiksi kun tangot ovat identtisid) tehtaville voidaan loytda
tarkka analyyttinen ratkaisu [Ves95].

Modernit tietokonearkkitehtuurit perustuvat usein hierarkkiseen muistiin,
jolloin muistinkdytté voi olla pullonkaula, vaikka koneen keskusmuisti riit-
tdisikin. Niin sanotut lohkoalgoritmit pyrkivat optimoimaan lineaarialgebran
operaatioiden muistinkayttdd. Esimerkiksi Lapack-ohjelmisto tarjoaa tehok-
kaita rutiineja useimpiin lineaarialgebran operaatioihin, mutta vain tiheille
ja nauhamatriiseille.

Mikali ratkaistavana on tehtdva, joka ei kerta kaikkiaan mahdu koneen kes-
kusmuistiin, voi tehtdvan matriiseille yrittaa 1oytada hajotelmia (tai arvioi-
ta), jotka mahtuvat pienempadn tilaan. Harvoille matriiseille kannattaa kayt-
tad mahdollisimman tehokasta talletustapaa (kappale 1.4). Rajoitetun muis-
tin sekanttimenetelmissa talletetaan iteraatiomatriisien sijaan pieni jouk-
ko vektoreita, joiden avulla voidaan muodostaa uusi hakusuunta. Toisaalta
hakusuunnan antava lineaarinen yhtdloryhma voidaan ratkaista epatarkas-
ti esimerkiksi kdayttamalla pohjustettua liittogradienttimenetelmaa, jolloin
sdastetdadn laskentatyota.

2.5.2 Rajoitteelliset optimointitehtavat

Varsinkin epdlineaarisia rajoitteita sisdltavien suurten optimointitehtdavien
kasittely on hankalaa: vaikka kohdefunktio olisikin harva tai separoituva,
voivat rajoitteet tehdd hankalaksi harvoille matriiseille kehitettyjen talle-
tusmuotojen kayton. Esimerkiksi Minos-ohjelmisto kasittelee tyypillisesti ti-
heitd matriiseja, joiden dimensio on luokkaa muuttujien lukuméaara miinus
aktiivisten rajoitteiden lukumaééra. Siten Minosta voi kdyttda varsin suurten-
kin lineaarisia rajoitteita sisdltdvien tehtdvien ratkaisemiseen, jos suuri osa
rajoitteista on aktiivisia.

Lineaarisessa ja kvadraattisessa optimoinnissa ovat sisdpistemenetelmdit ke-
hittyneet nopeasti viime aikoina. Nama menetelméat soveltuvat erityisesti
suurten tehtavien ratkaisemiseen ja mahdollistavat kenties tulevaisuudessa
myos yleisten epélineaaristen tehtdvien entistd tehokkaamman ratkaisemi-
sen.
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2.6 Ratkaisuohjelmiston valinta

Optimointitehtdvien ratkaisemiseen on tarjolla suuri joukko ohjelmistoja.
Helpointa on kayttdda matemaattisia mallinnuskielia (esimerkiksi GAMS). Toi-
saalta erikoistarkoituksiin kehitetyt vaikkapa Fortran-aliohjelmakirjastona
kaytettdavat rutiinit tarjoavat tehokkuutta ja ratkaisemisen kaikkien vaihei-
den hallintaa.

Seuraavassa on henkilokohtaisiin kokemuksiin perustuva, suuntaa antava
resepti optimointitehtavan ratkaisuohjelmiston valintaan. Luonnollisesti kan-
nattaa aina pyrkida mahdollisimman luotettavan menetelmén (ja sen toteu-
tuksen!) kayttoon.

Suuriin tehtéviin kehitettyja koodeja loytyy jonkin verran esimerkiksi TOMS-
algoritmeista (liite B). Erditd ndistda koodeista on kaytetty esimerkkind tas-
sd oppaassa. Monet suuret tehtavat sisaltavat erikoispiirteita (esimerkiksi
tehtavan rakenteellisuus), joita hyodyntamalla padstaan parhaaseen tulok-
seen. Taten mikdan valmisohjelmisto ei valttamatta sovellu sellaisenaan tie-
tyn optimointitehtdavan ratkaisemiseen. Paras tulos saavutetaankin yleensa
kayttamalla hyvaksi tehtdvan rakennetta, esimerkiksi kohdefunktion sepa-
roituvuutta.

Suositeltavia ohjelmistoja on esitelty liitteessd B. Katso esimerkiksi tauluk-
koa B.2 sivulla 207.

Matlabin Optimization Toolbox (taulukko B.3 sivulla 209) sekd Mathema-
tica- ja Maple-ohjelmistot tarjoavat interaktiivisen ympariston algoritmien
kehittelyyn, mutta ndima ohjelmistot eivat valttamatta ole tehokkaita isojen
tehtdvien ratkaisemisessa.

Jos kyseessd on ennen kaikkea mallinnustehtdva, GAMSin tai muun vastaa-
van mallinnuskielen kdytt6 on vaivattomin tapa pdasta liikkeelle. GAMSia voi
myos kayttda erikoisalgoritmeista saatujen tulosten varmistamiseen. GAM-
Sia on kaytetty hyvinkin suurten esimerkiksi kansantaloustieteeseen liitty-
vien optimointitehtdvien ratkaisemiseen.

Seuraavassa on esimerkki GAMSin kaytosta optimointitehtdavan ratkaisemi-
seen.

[ Esimerkki 2.6.1 Listauksen 2.1 GAMS-mallissa minimoidaan esimerkissi 2.5.2
esitellyn aarellisen katenoidin potentiaalienergiaa. Jos oletetaan, ettd kaikki
tangot ovat samanlaista materiaalia, saadaan kunkin tangon massaksi my =
pAdy, missd p on materiaalin tiheys, A poikkileikkauksen pinta-ala ja dy tan-
gon pituus.

Sivulla 44 esitetyssd kuvassa 2.3 tankoja on nelja ja patee d; = d4 = 0.25
metrid ja d» = d3 = 0.4 metrid. Optimointitehtdavdksi saadaan talloin:

3
minimi pA (Z (di + disa )xk> , (2.14)

9
xeR: k=1

jolloin tehtdavdn minimipiste ei enda riipu materiaalin tiheydesta p tai poikki-
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leikkauksen pinta-alasta A. Rajoitefunktioita h;(x) on nelja:

hi(x) =x? +x3+x2-d? =0,

ha(x) = (x2 — x1)° + (x5 — X4)% + (x5 — x7)? —d3 = 0,
h3(x) = (x3 — x2)? + (x6 — X5)% + (X9 — x3)? —d3 =0,
hi(x) = x5+ (D - x6)% + x5 —d3 = 0.

(2.15)

Tehtdvaa kuvaava GAMS-malli on hyvé esimerkki mallinnuskielen eduista: mini-
mointitehtdava voidaan esittdd muodossa, joka muistuttaa tehtdvan matemaat-
tista mallia. Toisaalta tehtavan dimension kasvaessa mallinnuskielen kaytto
voi johtaa tehottomuuteen tehtdvan ratkaisemisessa. Talloin saattaa tehtdavaan
sopivan ratkaisurutiinin kaytto olla suositeltavampaa.

Minimointitehtdavan ratkaisu on tdssa esitetyssa tapauksessa (koordinaatit on
ilmoitettu metreissa):

Py = (-0.203,0.146,0), P> = (-0.390,0.5,0),
P; = (-0.203,0.854,0).

Kuvassa 2.3 on katenoidi esitetty energian minimoivassa tilassa. Koska kaik-
ki kiinnityspisteet ovat samassa tasossa, voitaisiin z-koordinaatit eliminoida
optimointitehtaviastd, jolloin ratkaiseminen tapahtuisi tehokkaammin.

Jos kyseessd on standardimuotoon saatettu optimointitehtdva, voi useim-
miten kdyttdd valmiita ratkaisuohjelmistoja. Oppaassa on kaytetty Lamps-

Listaus 2.1: Adrellisen katenoidin potentiaalienergiaa minimoiva GAMS-malli. Katso
esimerkkeja 2.5.2 ja 2.6.1 sekéd kuvaa 2.3. GAMSin notaatio / 1*3 / tarkoittaa in-
deksijoukkoa {1, 2, 3}. Yhtasuuruudesta kdytetddn merkintdd =E=. Merkinnalla x . fx
asetetaan muuttujajoukon x arvoja vakioiksi.

SETS i Koordinaatit / 1*3 /, k Rajoitteet / 1*4 /;

FREE VARIABLES x(i,k) Koordinaattipisteet
Energia Minimoitava potentiaalienergia;

SCALAR Leveys Katenoidin kokonaisleveys / 1 /;
PARAMETER d(k) Pituudet / 1 0.25, 2 0.4, 3 0.4, 4 0.25 /;

EQUATIONS Obj Potentiaalienergian Tlauseke, h(k) Rajoitteet;

Obj.. Energia =E= SUM(k, (d(k) + d(k+1))*x("1",k));

h(k) .. x("1",k)-x("1",k-1))**2 + (x("2",k)-x("2",k-1))**2 +
(x("3",k)-x("3",k-1))**2 - d(k)**2 =E= 0;

x.fx("1","4™) 0.0; x.fx("2","4") = Leveys;

x.fx("3","4") = 0.0;

MODEL Kateno / ALL /;
SOLVE Kateno MINIMIZING Energia USING NLP;
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ohjelmistoa lineaaristen optimointitehtdvien ja sekalukutehtdvien ratkaise-
miseen. Minos-ohjelmistoa kdytetddn lineaaristen optimointitehtdvien ja ra-
joitteita sisdltavien epédlineaaristen optimointitehtdvien ratkaisemiseen.

Jos tarvitaan oman koodin yhteyteen optimointitehtdvdn ratkaisurutiineja,
voi kayttda esimerkiksi aliohjelmakirjastoja IMSL tai NAG (taulukot B.4 ja
B.5). Nama ohjelmistot sisdltavat korkeatasoiset kasikirjat ja avustusjarjes-
telmat, joiden avulla on melko helppo 10ytda oikea menetelma ja rutiini. Toi-
saalta useimmat ndiden aliohjelmakirjastojen rutiinit on tarkoitettu pieniin
ja keskisuuriin tehtéaviin. Erittdin suurissa optimointitehtavissa tehokkuus
voi olla melko huono.

Jos valmisohjelmistojen menetelmat eivat sovellu ratkaistavalle tehtédvalle
tai ei haluta kayttaa tai ostaa kaupallista ohjelmistoa, voi kokeilla esimerkik-
si verkkoarkistoista 10ytyvia algoritmien lahdekoodeja. Erityisesti Netlibista
16ytyvia TOMS-algoritmeja voi suositella (taulukko B.6 sivulla 214). Netlibis-
ta 1oytyy lisdksi Minpack- ja Lapack-ohjelmistot. Verkkoarkistojen kayttoa
helpottavat erilaiset hakumekanismit, joita on esitelty CSC:n oppaassa Ma-
temaattiset ohjelmistot [HHL" 03] ja timéan oppaan liitteessa E.

Jos sopivaa algoritmia ei vieldkdan 16ydy, kannattaa etsid sarjajulkaisuista
tai kokoelmateoksista sopivaa katsaustyyppista artikkelia ja kirjallisuusviit-
teiden avulla jaljittaa algoritmien kuvauksia. Joskus voi jopa 1oytaa teoksen,
jossa on listattuna algoritmien ldhdekoodeja (esimerkkind Numerical Reci-
pes -teokset [PTVF92a, PTVF92b]). Tarkista huolella koodien toimivuus ja
luotettavuus!

Eri ohjelmistojen helppo- tai vaikeakdyttoisyys vaihtelee suuresti. Kaupallis-
ten yritysten tarjoamat ohjelmistot ovat yleensd melko helppokayttoisia ka-
sikirjojen, avustusjarjestelmien ja malliesimerkkien ansiosta. Monet vapaas-
ti saatavat koodit puolestaan saattavat olla kokonaan ilman dokumentaatio-
ta, lukuunottamatta ohjelmakoodin yhteyteen kirjoitettua joskus hankalas-
ti ymmarrettavada kommentointia. Valitettavasti ohjelmakoodien kirjoittajat
usein pitavat kaytettyd optimointitehtdavan esitysmuotoa (esimerkiksi Hes-
sen matriisin talletustapaa) ja muita vastaavia asioita itsestddn selving, joten
alkuun péaaseminen voi olla hankalaa. Netlibin sisdltamat TOMS-algoritmit
ovat yleensa varsin hyvin dokumentoituja ja niiden kaytosta loytyy melko
hyvatasoisia esimerkkeja.

2.7 Lisatietoja

Optimoinnin matemaattinen teoria on varsin vakiintunutta, joten asiasta
kiinnostunut voi perehtya aihepiiriin lukuisien oppikirjojen ja katsausartik-
kelien avulla (katso lukujen 1 ja 3 kirjallisuusluetteloita sivuilla 31 ja 73).

Numeerisia ratkaisumenetelmia esitellaan teoksissa Practical Methods of Op-
timization [Fle87], Numerical Linear Algebra and Optimization [GMW91],
Practical Optimization [GMW81] ja Epdlineaarinen optimointi [Mie98]. Nu-
meeristen menetelmien puolella tapahtuu jatkuvaa kehitystd, ja aikaisem-
min epérealistisina hylatyt menetelmat saattavat myohemmin osoittautua
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kayttokelpoisiksi. Hyva esimerkki on Karmarkarin lineaaristen optimointi-
tehtavien ratkaisuun kehittdman menetelman [Kar84]| vaikutus sisdpisteme-
netelmien kehitykseen.

Optimointitehtdvien ratkaisumenetelméan valintaa on kasitelty esimerkiksi
teoksissa Nonlinear Programming: Theory and Algorithms [BSS93] ja Intro-
duction to Non-linear Optimization [Sca85]. Laskentatyén mdadraa on analy-
soitu teoksissa [Col84, GMW91, SF92].

Ohjelmistoihin ja algoritmeihin liittyvissa ongelmissa kannattaa kysella tie-
toja kyseisen alueen asiantuntijoilta (esimerkiksi CSC:sta, liite E). Ohjel-
mistojen kuvauksia 10ytyy eri tietokonevalmistajien ohjelmaluetteloista ja
CSC:n oppaasta Matemaattiset ohjelmistot [HHL"03]. Numeeristen mene-
telmien kayttoon johdattaa CSC:n opas Numeeriset menetelmcdit kéytdnnos-
sd [HHL*02].
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3 Optimoinnin perusteita

Tassa luvussa esitetdan lyhyesti optimointitehtavien matemaattista taustaa
ja havainnollistetaan optimoinnin keskeisid kasitteitd. Useimmista lauseista
on joko annettu todistukset tai hahmoteltu niiden taustaa. Lisdtietoja saa
taman luvun lopussa mainituista teoksista.

3.1 Optimointitehtavat

Avaruuden R™ optimointitehtdvissa haetaan minimi- tai maksimiarvoa (jat-
kuvalle) funktiolle f, joka riippuu yhdestd tai useammasta muuttujasta
Xi, i = 1,...,n. Minimointi- ja maksimointitehtavien minimi- ja maksimiar-
voille patee tietysti

mil}(imi fx) = —makxsimi (-f(x)). 3.1)

Minimoinnin ja maksimoinnin yhteytta on havainnollistettu kuvassa 3.1.

f(x)

\

-f(x)

Kuva 3.1: Funktion f(x) minimi ja funktion —f(x) maksimi I6ytyvdt samasta
pisteestd x*.

Optimointavalla kohdevektorille x voidaan asettaa my0s rajoitteita. Oman
alueensa muodostavat luvussa 5 esiteltdavat kokonaislukutehtavat.
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Tdaman kirjan esimerkeissd on yleensa ratkaistavana minimointitehtava. Rat-
kaisu pitdd luonnollisesti 1oytad mahdollisimman tehokkaasti. Lisdksi var-
sinkin isoissa tehtdvissd tietokoneen keskusmuistin koko vaikuttaa ratkai-
sualgoritmin valintaan.

Seuraavassa esitelladn lyhyesti optimoinnissa kdytettavaa terminologiaa ja
optimoinnin matemaattista taustaa. Useimpien lauseiden todistukset on esi-
tetty tiiviissd muodossa, ja ne voi halutessaan sivuuttaa ensimmaisella lu-
kukerralla. Luvun lopussa on annettu kirjallisuusviitteitd, jotka helpottavat
optimointioppiin perehtymista.

3.2 Optimaalisuustarkasteluja

Aluksi kasitelladn optimoinnin yleisid kasitteita ja erityisesti yhden muuttu-
jan funktioiden optimointia.

Maaritelma 3.2.1 (Lokaali ja globaali minimi) Funktiolla f on lokaali mi-
nimi pisteessd x* € R™, jos on olemassa e-sidteinen ymparisto, jossa funktio
saavuttaa pienimmaéan arvonsa keskipisteessa x*. Maaritellaan e-pallo Ue:

Us(x®) = {xeR"|lx-x*|| <€}, € >0.
Lokaalissa minimissa x* on siis olemassa skalaari € > 0 siten, etta
f(x*) < f(x) kaikilla x € Uc(x*). 3.2)

Globaali minimix* on pienin lokaaleista minimeisté eli f(x*) < f(x) kaikilla
x € R".
Yhden muuttujan funktiolle f(x), x € R pétee seuraava lause:

Lause 3.2.1 Olkoon f(x) jatkuvasti differentioituva alhaalta rajoitettu funk-
tio valilla [xy, xy ]. Jos x* on funktion f lokaali minimi tai maksimi, on joko
x* =xptai x* = xy tai f'(x*) =0.

Todistus: Olkoon x* € (xj,xy) lokaali minimipiste. Talloin on

X—x* X —X

fl(x*) =

Koska x* on lokaali minimi, on f(x) — f(x*) > 0, kun x on kyllin ldhella
pistettd x*. Télloin saadaan

fx) = f(x*)
x —x*

Kun x — x*, saadaan f'(x*) > 0ja f'(x*) <0Oeli f'(x*)=0. |

fx) = f(x*)

~ ot =0 kun x* > x. (3.3)

>0, kun x* < x,

Kuvassa 3.2 on esimerkki yhden muuttujan funktion f(x) kayttaytymises-
ta. Funktio on maaritelty valilla [x;, x, ], ja funktiolla on useita dariarvokoh-
tia. Kohdassa x5 saavutetaan kaikkein pienin arvo eli globaali minimi va-
lilla [xj, x4 ]. Globaali maksimi saavutetaan reunapisteessa x,. Reunapiste
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v
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Kuva 3.2: Erddn skalaarifunktion f(x) kdyttdytyminen valilla [ x|, x,].

x; on funktion lokaali minimi. Pistettd x» kutsutaan kdcnnepisteeksi (point
of inflection), silld funktion toinen derivaatta vaihtaa merkkidan kyseises-
sa pisteessa. Kohdassa x» on myo0s funktion derivaatan nollakohta, muttei
minimia tai maksimia.

Maadritelma 3.2.2 (Vahva ja heikko minimi) Funktion f(x) minimi x* on
vahva, jos funktion arvot kasvavat lahdettdessa minimipisteestd mita tahan-
sa kayraa x(t) pitkin. Heikossa minimissd funktion arvot pysyvat samoina
ainakin yhdelld minimipisteen kautta kulkevalla kayralla.

Kuvassa 3.2 on piste x3 heikko lokaali minimi. Kohdasta x5 16ytyy funktion
f(x) vahva minimi.

Lause 3.2.2 (Taylorin lause) Kahdesti jatkuvasti differentioituvalle funk-
tiolle f : R — R on olemassa kaikilla x; ja x> € R vilin (x;,x») piste x
siten, etta

f/l(x)

5 (x2 — x1)°. (3.4)

f(x2) = f(x1) + f/(x1)(x2 — x1) +

Soveltamalla Taylorin lausetta differentioituvaan yhden muuttujan funk-
tioon f : R — R saadaan optimipisteessd x*

f/l(z)

FO) = FOF) + 1 (X" (x = x™) + 7 (x — x*)?, (3.5)

missd piste z on pisteiden x ja x* vilissa. Merkitsemalla d = x —x* saadaan
rr *

Fct+d) ~ Fx*) + facyd + 100 g2, (3.6)

2

Skalaarifunktion optimaalisuustarkastelussa voidaan siis kiayttaa myos tois-
ta derivaattaa "' (x).

Lause 3.2.3 Olkoon yhden muuttujan funktio f(x) kahdesti jatkuvasti dif-
ferentioituva. Jos ensimmadisen derivaatan nollakohdassa f’(x*) = 0 pétee
epayhtdlo f”' (x*) > 0, on kyseessa funktion vahva lokaali minimi. Toisaalta
jos

f"(x) = 0 kaikilla x € [x],x,] CR,
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on piste x* funktion f globaali minimi.

Todistus: Jos x € [x1,xy] ja x # x*, saadaan Taylorin kaavasta (3.5) oletuk-
sella f'(x*) = 0 yhtalo

fx) = f(x*) + (x —x%)?2

f// (Z)
2 b

missd z on pisteiden x ja x* valissa. Jos f"'(x) = 0 kaikilla x € [x7,xy ], on

f(x) = f(x*) jasiten x* on globaali minimi. Jos taas f”(x*) > 0, saadaan

jatkuvuuden perusteella

f(x) > f(x*) kaikilla x € (x* —¢,x* +€), x # x*, € > 0.

Taten x* on vahva lokaali minimi. |

Funktion maksimikohtaa etsittdessd kddnnetdaan lauseen 3.2.3 epayhtaldiden
suunta.

Differentioituvan yhden muuttujan funktion optimaalisuus voidaan siis (pe-
riaatteessa) selvittdd hakemalla funktion derivaatan nollakohdat ja toisen
derivaatan merkki. Useammassa ulottuvuudessa tdma ei ole enaa yhta yk-
sinkertaista, silla funktion arvot voivat kasvaa joihinkin suuntiin mentdessa
ja toisissa suunnissa arvot voivat puolestaan pienentya tai pysyda samoina.
Taten tarvitaan monipuolisempia valineitd optimaalisuuden havaitsemisek-
si.

Maaritelma 3.2.3 (Kriittinen piste)  Funktion f(x) kriittisiksi pisteiksi x¢
sanotaan yhtalon

of (%)
ax1
Vf(x) = : -0 (3.7)
of (%)

0xXn

ratkaisuja.

Usean muuttujan funktion kriittinen piste vastaa yhden muuttujan funktion
derivaatannollakohtaa f'(x) = 0. Kriittisen pisteen optimaalisuutta voidaan
tutkia funktion toisista derivaatoista muodostetun Hessen matriisin H (x)
avulla:

02 f(x) 0°f (%)
2x;  0x10xn
Hx) = VVIf(x) = VVFf(x) = : : (3.8)
0°f (%) 0°f (%)
0x10xn  02xp

Yhden muuttujan funktion tapauksessa tutkittiin toisen derivaatan merk-
kid minimi- tai maksimikohdan loytamiseksi. Funktion f(x) toisista deri-
vaatoista muodostetun matriisin H(x) positiivisuutta tai negatiivisuutta ei
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voi tutkia samalla tavalla, koska kyseessd on matriisi. Sen sijaan kdytetdan
matriisin definiittisyyttd, joka on madritelty kappaleessa 1.4 (sivu 23).

Usean muuttujan differentioituvaa funktiota f(x) : R"™ — R voidaan arvioi-
da Taylorin sarjalla (vertaa lauseseen 3.2.2)

Sx*) +{d, Vf(x*F)) +
Sx*) +{d, Vf(x*F)) +

* 1 H
fx* +d) f (d,H(z)d) (3.9)
L Hx*)d),

14

missad pisteet x* ja d kuuluvat avaruuteen R" ja piste z on pisteiden x* ja
x* + d valissa.

Lause 3.2.4 Olkoon funktio f(x) jatkuvasti differentioituva. Tarkastellaan
minimointitehtavaa

minimi f(x),
X
missd vektori x kuuluu avaruuteen R™. Tallaista tehtdavaa kutsutaan rajoit-

teettomaksi minimointitehtdvdksi. Jos piste x* on minimointitehtavan rat-
kaisu, on voimassa yhtélo

Vfx*) =0. (3.10)
Siis vain kriittinen piste voi olla funktion dariarvokohta.
Todistus: Osoitetaan, ettd 0 f(x*)/ox; = 0,1 = 1,2,...,n. Valitaan i = 1.
Olkoon

gx) = flx,x2%,...,xn™%).
Funktio g(x) on differentioituva ja lisdksi jatkuvuuden perusteella
g(x1™) < g(x) kaikilla x € (x1* —¢,x1* +¢€), € > 0.

Siis x1* on funktion g(x) lokaali minimi ja on oltava g’ (x1*) = 0. Tdten

’ af(XI,XZ*,---,Xn*) af(X)
x1%) = = =0.
g7 0x1 X1=x1% 0X1 |x=—xx

Sama padttely voidaan tehda kaikille i = 1,...,n. O

Lause 3.2.5 Olkoon piste x° kaksi kertaa jatkuvasti differentioituvan funk-
tion f(x) kriittinen piste. Mikéli funktion f Hessen matriisi H (x¢) on posi-
tiivisesti definiitti eli

(d, H(x°)d) > 0 kaikillad € R",d # 0, (3.11)

on piste x¢ funktion f vahva lokaali minimi. Mikdli H(x) on positiivisesti
semidefiniitti kaikilla x € R", on kriittinen piste x¢ funktion f(x) globaali
minimi.

Todistus: Lause voidaan johtaa yhtalon (3.9) perusteella. Koska kriittisessa
pisteessd patee V f(x¢) = 0, saadaan

FOE ) = F) + (A H D d),
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missa piste z maaritellddan z = x¢ + Ad, A € (0, 1). Taten esimerkiksi
FOE )~ f&) = S H@)d) >0

ja siten epayhtdlo f(x¢ +d) > f(x¢) patee kaikilla d # 0. |

Funktion f(x) Hessen matriisin H(x) = VVT f(x) taytyy siis olla positiivi-
sesti definiitti (riittdva ehto) tai positiivisesti semidefiniitti (valttaméaton eh-
to), jotta kriittinen piste x¢ olisi lokaali minimi. Funktion maksimille patee
vastaava ehto kuin lause 3.2.5, mutta Hessen matriisin tulee olla negatiivi-
sesti definiitti.

[0 Esimerkki 3.2.1 Funktion f(x) = x} + x5 kriittinen piste on x° = 0, jolloin
saadaan Hessen matriisiksi
00
C —
H(x) = ( 0 2 ) .

Hessen matriisi on positiivisesti semidefiniitti, ja tdssd tapauksessa piste x¢ = 0
on myos globaali minimi, silld f(x) > 0 = f(0).

[ Esimerkki 3.2.2 Kvadraattiselle funktiolle f(x) = %(x, Ax) + (b,x) + ¢, missa
x € R", A on symmetrinen n X n -matriisi ja ¢ on skalaarivakio, saadaan
gradienttivektoriksi V f(x) ja Hessen matriisiksi H(x):

Vf(x) = Ax+Db,
H(x) = A.

Téten vaikkapa vain paikallisesti kvadraattisesti kdyttaytyvien funktioiden ka-
sittely on melko vaivatonta, silld tarvitaan vain lineaarialgebraa. Epédlineaaris-
ten funktioiden kvadraattinen approksimointi onkin tarkea viline kehiteltdessa
optimointialgoritmeja.

Maaritelma 3.2.4 (Satulapiste) Funktion satulapisteestd 16ytyy funktion
lokaali minimi kuljettaessa tiettyyn suuntaan, mutta johonkin toiseen suun-
taan kuljettaessa kyseessa onkin lokaali maksimi.

Kriittinen piste ei ole valttamattd minimi- tai maksimikohta. Esimerkiksi
satulapiste tayttaa ehdon (kuva 3.3).

Lause 3.2.6 Olkoon funktio f kahdesti jatkuvasti differentioituva kuvaus
R™ ~ R. Jos piste x on funktion f(x) kriittinen piste ja lisiksi Hessen
matriisi H(x) = VVT f(x) on indefiniitti, on piste x satulapiste funktiolle f.

Todistus: Hessin matriisin indefiniittisyys pisteessd x tarkoittaa, ettd on
olemassa vektorit d! ja d®> € R", joille pétee

(d'L,Hx)d') <0 ja (d% H(x)d?)>0.
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Kuva 3.3: Vasemmalla esitetylld funktiolla x} + x3 on vahva (globaali) minimi
pisteessi (0,0)”. Funktiolla x} — x4 on puolestaan satulapiste kohdassa (0,0)7.

Koska f(x) on kahdesti differentioituva, on olemassa luku € > 0 siten, etta

(@ Hx+tdhd') <0 ja (d2, H(x+td?) d?) >0,

kun parametri t on kyllin pieni eli |t| < €. Mdaritelladan funktiot

di(t) = fx+td') ja do(t) = f(x+td?).

Nyt d7(0) = d5(0) = 0 ja dy(0) = (d',H(x)d') < 0 seka d5(0) > 0. Siis
kohta t = 0 on funktion d; lokaali maksimi ja funktion d» lokaali minimi.
Siten piste x on funktion f satulapiste. O

Hessen matriisin indefiniittisyys kriittisessa pisteessa on riittdva ehto sa-
tulapisteelle. Toisaalta satulapiste voi loytyda myos pisteestd, jossa Hessen
matriisi on semidefiniitti.

Esimerkki 3.2.3 Kuvassa 3.3 on esitetty funktion x} — x3 kayttdytyminen. Ky-
seisen funktion kriittinen piste x¢ saadaan yhtalosta

3
o (1) -0

eli x¢ = 0. Kyseisessa pisteessd saadaan Hessen matriisiksi

12x7?
e =wv o= (5 0g)- (00)

eli H(x°) on positiivisesti semidefiniitti. Kyseessd on funktion x} — x3 satula-
piste. Toisaalta esimerkiksi funktiolle x} + x3 piste x° = 0 on globaali minimi

ja tdssa pisteessa on
00
C) —
H(x‘) = (0 0).

Hessen matriisin semidefiniittisyys annetussa pisteessa ei siis ole riittava ehto
minimille tai satulapisteelle.
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Yksinkertaiset optimointitehtdvien ratkaisualgoritmit eivat valttamatta ky-
kene hakeutumaan pois satulapisteestd. Toisaalta satulapisteessad x voi esiin-
tyd johonkin suuntaan p negatiivista kaarevuutta eli on olemassa p € R",
jolle patee

(p,Hx)p) <0ja f(x+p) < f(x), (3.12)

missd H(x) = VV f(x) on kohdefunktion Hessen matriisi pisteessa x.

Maaritelma 3.2.5 (Globaali ja lokaali suppeneminen) Minimointialgorit-
min globaalilla suppenemisella tarkoitetaan sitd, ettd lahdettdessa liikkeelle
mistd tahansa pisteestd 1oydetdan (lokaali) minimi. Lokaalilla suppenemisel-
la tarkoitetaan sitd, ettd lahdettdessa liikkeelle kyllin 1dheltd minimikohtaa
algoritmi suppenee kohti kyseistd minimia.

Optimointitehtdvien yhteydessa ratkaisumenetelman stabiilisuudella tarkoi-
tetaan algoritmin globaalia suppenemista. Joillekin algoritmeille voidaan to-
distaa globaali suppeneminen, kun funktioiden epélineaarisuus ei ole kovin
suurta.

Huomautus 3.2.1 Optimointitehtdvdn globaalin minimin 16ytymista ei voi-
da taata kuin korkeintaan tilastollisessa mielessa (haetaan suuri maara rat-
kaisuehdokkaita eri alkuarvauksilla) tai riittdvan vahvoilla oletuksilla funk-
tion ja rajoitteiden kayttaytymisesta (kappale 9.1 sivulla 154).

Siis vaikka algoritmi olisikin stabiili (suppenisi kaikilla alkuarvauksilla), voi
16ydetty optimikohta olla vain lokaali minimi, ellei tehtdvélle voida osoittaa
esimerkiksi konveksisuutta, jota kasitelladn kappaleessa 3.4 (sivu 65).

3.3 Rajoitteelliset optimointitehtavat

Usein optimointitehtdva sisdltaa rajoitteita parametrivektorille x. Kyseessa
voi olla esimerkiksi maksimikustannus tai optimoitavaa systeemid koskeva
fysikaalinen rajoitus.

Rajoitteellisen (constrained) jatkuvasti differentioituvan optimointitehtavan
perustyyppi on

mil}(imi f(x), kun g(x) <0jah(x) =0, (3.13)

missa f : R” — R on minimoitava kohdefunktio. Vektoriarvoinen funktio
g : R" —~ RP muodostaa epdyhtdlorajoitteet g(x) < 0 ja funktioh: R" — R4
yhtdlorajoitteet h(x) = 0.

Maadritelma 3.3.1 (Kayvat pisteet ja kdypa alue) Rajoitteet g(x) < 0 ja
h(x) = 0 toteuttavia pisteitd x € R™ kutsutaan kdyviksi pisteiksi ja niiden
muodostamaa joukkoa F kutsutaan kdyvdksi alueeksi (feasible region).

Osa tehtavan rajoitteista voi olla erikoistyyppid, esimerkkina laatikkorajoit-
teet

<X < x4, (3.14)
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f(x) = 100
f(x) =90
f(x) =80
f(x) =70
f(x) = 60
f(x) =50

f(x) = 40

Kuva 3.4: Optimointitehtédvan epélineaariset rajoitteet. Merkinnélld X* on osoitettu
tehtédvan paikalliset minimikohdat. Funktion f(x) tasa-arvokdyrid on merkitty kat-
koviivoilla. Epdyhtédlémuotoisten rajoitteiden g(x) < 0 kdypid suuntia on merkitty
paksulla katkoviivoituksella.

missd vektorit x!, x ja x* kuuluvat joukkoon R™. Osa rajoitevektoreiden
x! ja x* komponenteista voi olla +co. Laatikkorajoitteet ovat erikoistapaus
lineaarisista rajoitteista, jotka ovat muotoa

61j1X1+61j2X2+---+ajnanbj, j=1,...,m, (3.15)
eli matriisimuodossa
Ax < b. (3.16)

Jos epayhtdlorajoite on annettu muodossa g(x) > 0, voidaan se muuntaa
kertomalla luvulla —1 muotoon —g(x) < 0. Epdyhtédlorajoitteesta g(x) < 0
voidaan tehda yhtdlorajoite positiivisten apumuuttujien eli ns. slack-muut-
tujien z avulla:

gx)+z=0, z=>0. (3.17)
Rajoitteellisen tehtdvan lokaali ja globaali minimi maaritellddn kuten rajoit-

teettomille tehtaville, mutta lisdksi optimipisteen tulee olla kdypa. Talloin
globaalille optimipisteelle x* € F patee f(x*) < f(x) kaikillax € F.

[ Esimerkki 3.3.1 Kuvassa 3.4 on esitetty kahden muuttujan funktio f(x) ja
optimointitehtavan epalineaariset epayhtalorajoitteet g;(x) < 0, i = 1,2,3.
Kuvan optimointitehtavéalla on kaksi paikallista minimia x*, jotka kumpikin
saavutetaan kdyvan alueen reunalla eli kun g3(x) = 0.
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Kuva 3.5: Sdédnnollisyysehto ei ole voimassa kuvassa harmaalla virilld merkityn
alueen kulmapisteessa.

Maadritelma 3.3.2 (Kayvat suunnat) Pisteesta x ldhtevilla kdyvilld suunnil-
la D (x) tarkoitetaan joukkoa

D(x) ={deR" | onolemassa o >0 siten,ettd c 2T=20=>x+71d e F }.
(3.18)

Siis suunta d kuuluu kaypien suuntien joukkoon D(x), jos pisteestd x voi-
daan kulkea vdahdn matkaa Kyseiseen suuntaan ja pysytddan yha kayvalla
alueella (kuva 3.4).

Maaritelma 3.3.3 (Aktiivinen epdyhtalorajoite) Optimointitehtdvan epéa-
yhtélorajoitteen g;(x) < 0 sanotaan olevan aktiivinen pisteessa x, jos pdtee
gi(x) = 0. Aktiivijoukkomenetelmissd kaytetdan hyvdksi aktiivisia epayhta-
lorajoitteita ratkaistaessa optimointitehtavia.

Madritelma 3.3.4 (Saanndllinen piste ja sadnnollisyysehto) Kayvan pis-
teen x € F sanotaan olevan sddnndllinen piste (regular point), jos aktiivisten
rajoitteiden gradienttivektoreista koostuva joukko

{Vgi(x) | i€{l,...,p} sitenetti g;(x) =0} U (3.19)
{Vhjx) | j=1,...,9}

on lineaarisesti riippumaton. Tatd ehtoa kutsutaan usein sddnndéllisyyseh-
doksi.

Saannollisyysehto on tirked kasite tutkittaessa optimointitehtdavan ratkai-
supisteen optimaalisuutta. Monet menetelméat perustuvat oletukseen, etta
iteraatiopisteet toteuttavat saannoéllisyysehdon. Kuvassa 3.5 on esitetty ta-
paus, jossa sdadnnollisyysehto ei kuitenkaan ole voimassa.

3.3.1 Rajoitteellisten tehtdavien minimipisteet

Tutkitaan aluksi epayhtdalomuotoisia rajoitteita g(x) < 0 sisaltdvid mini-
mointitehtdvid. Oletetaan, ettd rajoitteiden gradienttivektorit ovat lineaari-
sesti riippumattomia (maaritelmén 3.3.4 sdannollisyysehto).

Oletetaan, ettd epdyhtdlorajoitteet g;, i € A C {1,..., p} ovat aktiivisia pis-
teessd x*: gi(x*) = 0, i € A. Joukko A sisdltaa siis aktiivisten rajoitteiden
indeksit.
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\\\f(x) =f(x"

~ ~

Kuva 3.6: Rajoitteellisen minimointitehtdvdn optimipisteen geomeitria.

Mikéli patee V f(x*) # 0, taytyy kohdefunktion gradienttivektori optimipis-
teessd pystya esittdmadn aktiivisten rajoitteiden negatiivisena lineaarikom-
binaationa: —V f(x*) = > ;c 4 u;*Vgi(x*), u;* > 0.

Lisaksi pisteen x* taytyy olla kaypa. Talloin joko ollaan kdyvéan alueen reu-
nalla eli g;(x*) = 0 tai skalaarikerroin u;* = 0. Tasta saadaan komplemen-
taarisuusehto u;* g;(x*) = 0.

Minimipisteen x* optimaalisuusehdot ovat siten

gi(x*) < 0,
u*gi(x*) = 0, (3.20)
-Vf(x*) = Yieaui*Vgi(x*), u* =0.

Kuvassa 3.6 on havainnollistettu rajoitteellisen optimointitehtavan geomet-
riaa. Optimointitehtavalla on epdyhtalorajoite g(x) < 0. Kuvaan on piirretty
kohdefunktiolle f(x) ja rajoitteelle g(x) tasa-arvokayrit. Pisteet x* ja x?
eivat ole minimikohtia (kaksi ylintd kuvaa). Piste x* on tehtdvan lokaali mi-
nimi. Jos minimi 16ytyy alueen sisdpisteestd, on V f(x*) = 0, muussa ta-
pauksessa on oltava —V f(x*) = > ;cq u;*Vgi(x*), u;* = 0 eli gradientti
voidaan esittda aktiivisten rajoitteiden (tdssd tapauksessa vain yksi rajoite
g (x) < 0) negatiivisena lineaarikombinaationa.
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f(x) = f(xa)l/

" Vh(s)

el =),

Kuva 3.7: Yhtdldrajoitteen h(x) = 0 sisdltavdd minimointitehtdvidd havainnollistava
kuva.

-Vf(x)

Vh(x)

‘ () =0

h(x) =0

Kuva 3.8: Kuvassa on esitetty yhtéalorajoitteet hy(x) = 0 ja ho(x) = 0 sisdltdva
avaruuden R3 optimointitehtédva.

Jos optimointitehtdvalla on yhtdlomuotoisia rajoitteita, optimipisteelle saa-
daan valttamattomiksi ehdoiksi

hix*) =0, i=1,...,q, (301
~Vf(x*) = 31, vi*Vhix*). 2D

Tassa skalaarikertoimet v;* voivat olla negatiivisia, positiivisia tai nolla.

Kuvan 3.7 tehtavalld on yhtdloérajoite h(x) = 0. Kuvaan on piirretty kohde-
funktiolle f(x) kaksi tasa-arvokayraa. Piste x4 ei ole minimikohta. Piste x*
on tehtavan lokaali minimi.

Kuvassa 3.8 on piirretty kohdefunktiolle f(x) pinnat, joilla rajoitefunktioi-
den h; ja hp arvot ovat nollia, sekd pisteestd x ldahtevdt kohdefunktion
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ja rajoitefunktioiden gradienttivektorit. Paikallisessa optimissa gradientti-
vektori V f(x) on rajoitefunktioiden gradienttien Vh;(x) ja Vhy(x) lineaa-
rikombinaatio.

Seuraavassa kappaleessa laajennetaan tdssa esitettya rajoitteita sisdltavien
optimointitehtdvien analyysid ottamalla kdyttéon Lagrangen kertoimet.

3.3.2 Lagrangen funktio rajoitteellisille tehtaville

Rajoitteelliselle optimointitehtdvalle (3.13) madritellidn Lagrangen funktio
(Lagrangian) L(x,u,Vv) seuraavasti:

Lx,u,v) = f(x)+ u,gx)) + (v,h(x))

= f(X) + (Z;;l ’bLJgJ(X)) + (Z?=1 thJ(X)> ) (3.22)

Kerroinvektoreita u ja v kutsutaan tehtavan Lagrangen kertoimiksi.

Edellisessd kappaleessa esitettyd paattelyd soveltamalla (kuvat 3.6, 3.7 ja 3.8)
voidaan esittdd seuraavat ehdot pisteen x* optimaalisuudelle.

Lause 3.3.1 Olkoot minimoitava kohdefunktio f(x) ja rajoitefunktiot g(x)
jah(x) kahdesti differentioituvia. Jos sdannollinen piste x* on rajoitteellisen
optimointitehtavan lokaali minimi, on olemassa Lagrangen kertoimet u* e
R? jav* € R4 siten, ettd seuraavat ensimmaisen kertaluvun valttamattomat
ehdot (Karush-Kuhn-Tucker -ehdot) toteutuvat:

Piste x* € R" on kdypa: g(x*) < 0 jah(x*) = 0.

Kertoimille u* patee u* > 0.

Komplementaarisuusehto on voimassa: u;*gi(x*) =0, i = 1,...,p.

Patee

VL(x* u*,v*) = Vf(x*) + (Vgx*),u) + (Vh(x*),v) =0. (3.23)

Tassa derivaattaoperaattori V tarkoittaa derivoimista vektorin x kom-
ponenttien suhteen.

Todistus: Lauseen johtamisen taustaa on esitelty edellisessa kappaleessa.
Lisatietoja loytyy teoksista [FM68, PSU8S]. |

Yhtélo (3.23) on komponenttimuodossa
=0, i=1,...,n. (3.24)

Of (X") | <, #095(X) iv,*ahj(X*)
j=1

dx; = 7 dx; T dx

Karush-Kuhn-Tucker -ehtoja on havainnollistettu kuvassa 3.9. Kuvaan on
piirretty katkoviivoilla kohdefunktion f(x) tasa-arvokayrii. Piste x! on teh-
tédvén lokaali minimikohta. Piste x? ei ole minimikohta.
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ng(x2) ) /’ /, ,
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_ ’ ’ i
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.

Kuva 3.9: Epdyhtdldrajoitteita sisédltdvdn minimointitehtdvdn Karush-Kuhn-Tucker
-ehtoja havainnollistava kuva.

Lause 3.3.2 Olkoon voimassa lauseessa 3.3.1 esitetyt Karush-Kuhn-Tucker
-ehdot, eli voidaan 16ytaa Lagrangen Kertoimet u* ja v*. Piste x* on funktion
f(x) minimipiste, jos kaikilla suunnilla d € R", d # 0, joille patee

(d, Vgi(x*)) =0, kaikilla i =1,...,p joilla u;* > 0,
(d,Vgi(x*)) =0, kaikilla i =1,...,p joilla u;* =0 ja g;(x*) =0,
(d,Vh;(x*)) =0, kaikilla j=1,...,q,

(3.25)

on voimassa toisen kertaluvun ehto
(d, (VVTL(x*,u*,v*)d) > 0, (3.26)

missd VVTL(x*,u*, v*) on Lagrangen funktion L Hessen matriisi vektorin
x komponenttien suhteen.

Todistus: Lauseen johtamisen taustaa on esitelty kappaleessa 3.3.1. Lisétie-
toja loytyy teoksista [FM68, PSU8S]. O

Lauseita 3.3.1 ja 3.3.2 on yleensa vaikea kayttda kiytannon tehtavissa. Toi-
saalta ne muodostavat perustan monille optimointitehtdvien ratkaisualgo-
ritmeille.

[ Esimerkki 3.3.2 Olkoon ratkaistavana optimointitehtiavi

minimi f(x) = x7 + x5 — x3.
X
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Lineaariset rajoitteet ovat

g1(X) =2x1+x2—-5<0,
go(X) =x1 +x3-2<0,
g3(x) = —x1+1=<0,
ga(X) = —x2+2=<0,
gs(x) = —x3 < 0.

Karush-Kuhn-Tucker -ehdoiksi saadaan (vektorissa u on Lagrangen kertoimet
u,i=1,...,5):

u > 0,
2x1 21 -1 0 0
2X7 +| 1 O 0 -1 0 |u =0,
—2X3 01 0 0 -1
uigi(x) = 0, i=1, ,5,
gx) < 0.

Minimipiste on x* = (1,2,1)7. Piste x* on kidypd eli se toteuttaa rajoitteet:
g(x*) = (-1,0,0,0,-1)" < 0. Ratkaisemalla Karush-Kuhn-Tucker -ehdot saa-
daan u* = (0,2,4,4,0)7 > 0. Koska g;(x*) = -1 # 0, on oltava u;* = 0.
Samoin us* = 0. Loput Lagrangen kertoimet saadaan lineaarisesta yhtaléryh-
masta sijoittamalla x* sekd u,* ja us*.

Konvekseja joukkoja Ei-konvekseja joukkoja

Kuva 3.10: Konvekseja ja ei-konvekseja tason joukkoja.
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3.4 Konveksisuus

Maaritelma 3.4.1 (Konveksi joukko) Joukko C ¢ R"™ on konveksi (convex),
jos kaikilla x, y € C patee

ax+(l—-a)y e C, kuin0O<a < 1. (3.27)

Konveksisuus merkitsee, ettd joukon kaikkien pisteiden vdliset janat sisdl-
tyvét joukkooon.

Esimerkiksi lineaaristen rajoitteiden maardaama alue Ax < b,x € R™ on kon-
veksi. Konveksisuutta eli "kuperuutta” on tutkittu kuvassa 3.10 pisteitd x ja
y yhdistavan janan {x + a(y — x), 0 < a < 1} avulla.

Maaritelma 3.4.2 (Konveksi ja konkaavi funktio) Funktion f(x) sanotaan
olevan konveksi funktio, jos kahdelle toisistaan eroavalle pisteelle x! ja x? €
R" patee

fax'+(1-a)x®) <afx") + (1 -a)fx>), (3.28)

missd 0 < a < 1. Jos yhtdsuuruus on toisin pain (=), on kyseessa konkaa-
vi funktio. Funktio on aidosti konveksi, jos epayhtdlossa (3.28) pdtee aito
erisuuruus < (aidosti konkaavissa tapauksessa >).

Seuraavia lauseita kiytetdan usein hyodyksi konveksisuustarkasteluissa.

Lause 3.4.1 Olkoon funktio f : R" — R jatkuvasti differentioituva konvek-
sissa joukossa F.

1. Funktio f on konveksi tasmalleen silloin, kun

fx) +(Vf(x),y —x) < f(y) kaikillax,y € T. (3.29)

2. Funktio f on aidosti konveksi tasmalleen silloin, kun

fX) +(Vf(x),y —x) < f(y) kaikillax,y € F,x #y. (3.30)

Todistus: Valitaan pisteet X, y € F. Konveksisuuden nojalla patee yhtalo
z=y+ax-y) e F,0<a < 1. Tarkastellaan suuntaderivaattaa

lim fx+aly-x) - f(x)
a—0 a

=(Vf(x),y —x).
Koska f on konveksi, pitee epayhtalo

fx+aly—-x) <af(y)+(1-a)fx), 0<a<l.

Tastd saadaan yhtalo (3.29).

Pyritddn seuraavaksi todistamaan konveksisuus. Yhtédlosta (3.29) seuraa

fx) = f(z2) +(Vf(x),x—-2z) ja f(y)=f(z)+(Vf(x),y~-2z).
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Konkaavi funktio

Konveksi funktio

|
‘ 1 > ‘ 1 1
X1 X2 X1 X2
Kuva 3.11: Aidosti konveksi ja konkaavi funktio.

\/

Kerrotaan ensimmainen epayhtalo vakiolla a ja toinen vakiolla 1 —a ja sum-
mataan:

%

afx)+ (1 -a)fly) = f(z)+(Vf(z),ax+(1-a)y-z)

= f(z) = flax+(1-a)y).
Siten f on konveksi.

Yhtalo (3.30) todistetaan samaan tapaan. O

Lause 3.4.2 Olkoon funktio f(x) kahdesti differentioituva avoimessa kon-
veksissa joukossa F C R™. Funktio f on konveksi, jos Hessen matriisi H (x)
on positiivisesti semidefiniitti kaikilla x € ‘F, ja aidosti konveksi, jos H (x)
on positiivisesti definiitti kaikilla x € F.

Todistus: Valitaan pisteet X, y € F. Olkoon z = (1 — a)x + ay, missa
0 < a < 1. Koska F on konveksi, kuuluu piste z joukkoon F. Kdytetddan
Taylorin sarjakehitelmaa:

1
fy) =f(x) +(Vf(x),y -x) + SV =xH(z)(y =%).
Jos Hessen matriisi H(z) on positiivisesti semidefiniitti, péatee

f¥) = f(X) +(Vf(x),y -x).

Jos H(z) on positiivisesti definiitti, saadaan aito epayhtilo kun x # y. Tulos
seuraa lauseesta 3.4.1. |

Kuvassa 3.11 on esimerkit aidosti konvekseista ja konkaaveista skalaari-
funktioista. Konveksin funktion ylapuolelle jaavien pisteiden joukko on kon-
veksi. Aidosti konveksille funktiolle f patee f(ax; + (1 —a)x2) < af(x1) +
(1 -—a)f(x2), a € (0,1). Aidosti konkaaville funktiolle f patee puolestaan
flax1+ (1 —a)x2) > af(x1) + (1 —a)f(x2), a € (0,1). Jos funktio f(x)
on konveksi, funktio — f(x) on tietenkin konkaavi.

Seuraavat lauseet yhdistavat konveksit funktiot ja joukot.
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Lause 3.4.3 Konveksien joukkojen F; leikkaus F = nf; on konveksi jouk-
ko.

Todistus: Valitaan kaksi pistettd x' ja x> € F = nF;. Madritellddn piste
x? = (1-a)x'+ax? 0 < a < 1. Koska joukot F; ovat konvekseja, pitee
x4 € F; kaikilla i eli x* € ‘F. Siis joukko F = nF; on konveksi. O

Lause 3.4.4 Olkoon madariteltynd joukko konvekseja funktioita {g;(x)}, mis-
sai=1,...,p.Joukko F = {x e R"| g;(x) < bj,i=1,...,p} on konveksi.

Todistus: Olkoon F; = {x € R"|gi(x) < b;,}. Valitaan x! ja x> € F; ja
asetetaanx® = (1 —a)x' + ax?, 0 < a < 1. Funktioiden g; konveksisuuden
perusteella patee

gix*) = gi(1-a)x' +ax®) = (1-a) gi(x") + agi(x*).
Koska x! jax? € F;, patee gi(x') < b; ja gi(x?) < b;. Siis
(1-a)gix") +agi(x®) < (1-a)b;+ab; =b;.

Siis g; (x?) < by, joten x4 € F;. Taten joukko ‘F; on konveksi.

Lauseen 3.4.3 perusteella joukko F = nF; on konveksi. O

Maaritelma 3.4.3 (Konveksi optimointitehtivda) Olkoon ratkaistavanami-
nimointitehtava

mir}(imi f(x), kun g(x) <0 jah(x) =0. (3.31)

Jos kohdefunktio f(x) on konveksi, epayhtalorajoitteet g;(x) < 0 ovat kon-
vekseja ja yhtdlorajoitteet h;(x) = 0 ovat lineaarisia, on kyseessa konveksi
optimointitehtdvai.

Esimerkki konveksista optimointitehtdvastd (convex programming) on li-
neaarinen optimointitehtava (luku 4).

Konveksisuus on vahva ominaisuus optimointitehtdvan ratkaisemisessa. Kon-
veksin optimointitehtdavan globaalille minimille pédtee seuraava lause.

Lause 3.4.5 Jos piste x* on konveksin optimointitehtavan kaypdan aluee-
seen F sisdltyva lokaali minimi, on se myo6s globaali kdypad minimi. Lisaksi
konveksin optimointitehtdvan minimien joukko F* on konveksi.

Todistus: Oletetaan, ettd x* € F on lokaali mutta ei globaali minimipiste.
Siis on olemassa piste x! siten ettd f(x!) < f(x*). Madritelldan piste x* =
(1-a)x* +ax!,0 < a < 1.Koska joukko F on konveksi, on x* € F. Koska
funktio f on konveksi, on voimassa

f&) < -a)fx*) +af&x!) = fx*) +a (f&) - f(x9) < fx).

Jos parametri a on kyllin pieni, saadaan f(x*) < f(x*) eli ristiriita. Siis
piste x* on globaali minimikohta.
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Valitaan kaksi minimipistettd x! ja x2 € F*. Olkoon x* = (1 — a)x! + ax?,
missid 0 < a < 1.Koskax! jax? ovat globaaleja minimipisteitd, pitee f(x%) =
f(x!) = f(x?). Funktion f konveksisuudesta johtuen saadaan

fxH <(1-a)fxh) +afx®) = fx') = f(x°).
Siis f(x%) < f(x') = f(x?). Siten x* € F* ja joukko F* on konveksi. O

Seuraaviin kahteen lauseeseen on koottu joitakin konveksisuuden 1oytami-
seen soveltuvia tuloksia.

Lause 3.4.6 Konvekseille joukoille patee:

1. Konveksien joukkojen leikkaus nF; on konveksi.

2. Joukko {x € R" | g(x) < b} on konveksi, jos funktio g : R"™ - R on
konveksi.

Vv

3. Joukko {x € R"|g(x) = b} on konveksi, jos funktio g : R" ~ R on
konkaavi.

4. Joukko {x € R"|g(x) = b} on konveksi, jos funktio g : R" ~ R on

lineaarinen.

Todistus: Lauseet 3.4.3 ja 3.4.4 sekd konveksisuuden madritelma. O

Lause 3.4.7 Konveksin funktion voi tunnistaa seuraavista ominaisuuksista:

1. Jos funktio —f(x) on konkaavi, on funktio f(x) konveksi, ja kddntaen.
2. Lineaarinen funktio f(x) = AX, x € R" on seka konveksi ettd konkaavi.

3. Jos funktiot fj(x) ovat konvekseja, on funktio f(x) = max;{f;(x)} kon-
veksi.

4. Vektorinormi || - || on konveksi.

5. Jos funktiot f;(x) ovat konvekseja, on funktio > ; a;f;(x), a; > 0 kon-
veksi.

6. Jos funktio f : R" —~ R on konveksi ja A : R"™ — R™ on lineaarikuvaus,
on yhdistetty funktio f(Ax) konveksi.

7. Jos funktio f] : R — R on konveksi ja kasvava seka funktio f> : R" — R
on konveksi, on yhdistetty kuvaus fi (f2(x)) konveksi.

8. Jos funktio f1 : R — R on konveksi ja vdheneva sekd funktio f> : R"
R on konkaavi, on yhdistetty kuvaus f (f>(x)) konveksi.

9. Kahdesti differentioituva funktio f : R — R on konveksi tdismalleen
silloin, kun patee

a’f(x)
dx?

> 0 kaikilla x € R.
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10. Kahdesti differentioituva funktio f : R" —~ R on konveksi tasmaélleen
silloin, kun Hessen matriisi VV f(x) on positiivisesti semidefiniitti kai-
killa x.

Todistus: Tulokset saadaan maddritelmda 3.4.2 kayttamallda. Katso myos
lausetta 3.4.2.

Esimerkiksi funktion max; { fi(x) } konveksisuus voidaan todistaa seuraavas-
ti. Maaritellaan funktion f epigraafi:

epi(f) = { x,b) eR™! | xeR", beR, b> f(x)}. (3.32)

Konveksin funktion epigraafi on konveksi eli joukot F; = epi(f;) ovat kon-
vekseja. Maksimifunktion f = max;{f;(x)} epigraafi on F = epi(f) = nFi.
Koska konveksien joukkojen leikkaus on konveksi, on F konveksi eli funktio
f on konveksi.

Vektorinormin konveksisuus johdetaan seuraavasti (tdssa 0 < a < 1):
lax+ (1 -a)yl < llaxll + (1 —a)yll = alx|l + (1 —a)llyll.

Tassé kaytettiin normin ominaisuuksia eli epayhtdlod ||x + y|| < [1x]| + |yl
jayhtdloa llax| = |alllx]| (sivu 218). O

[ Esimerkki 3.4.1 Olkoon ratkaistavana optimointitehtivi
minimi f (x) = 4x} —4x?xy + x3 + x3,
kun rajoitteina on

gi1(xX) =x3=1, g2(X) = X2 — x3 = 2,
g3(x) = x1 =2, ga(X) =x2 <7,
gs(X) = |x1 + x2 + 2x3| < 10,

ge(X) = 2x1 — x§ + 2x1x3 — 3x5 > 2.

Seuraavassa kaytetddn lauseita 3.4.6 ja 3.4.7 tehtdvan konveksisuuden osoitta-
miseen.

Lausutaan kohdefunktio muodossa
fx) = (2x% — x2)? + x3.

Funktio 2x? — x» on konveksi, koska 2x? on konveksi ja —x» on konveksi ja
koska funktio >’; a; fi(x), a; > 0, on konveksi, kun funktiot f; ovat konvekseja.
Funktio t*> on konveksi ja kasvava kun t > 0. Nyt x; > 2 ja x» < 7, joten
2x2 — x» > 0 ja siten (2x? — x2)? on konveksi.

Lasketaan

42 (x3)
dx3

=6x3 >0,

kun x3 > 0. Rajoitteista ndhdaén, ettd x3 > 1 > 0, joten x§ on konveksi.

Koska kohdefunktio on kahden konveksin funktion positiivinen summa, on
kohdefunktio konveksi.
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Lineaariset rajoitefunktiot g;,i = 1,...,4 ovat luonnollisesti konvekse-
ja, jolloin riittda tarkastella rajoitteita gs ja gg. Koska patee |f(x)| =
max{f(x),—f(x)}, ja koska lineaarinen funktio on seka konveksi ettd kon-
kaavi, on rajoitefunktio gs(x) konveksi.

Muutetaan rajoitefunktio g¢ muotoon g;(x) = (x; — 1)2 — 2x1x3 + 3x% < 3
kertomalla luvulla —1 ja sieventamaélld. Funktio (x; — 1) on konveksi, koska
x1 = 2elix; —1> 0 jakoska t2 on konveksi ja kasvava, kun t > 0.

Funktion —2x;x3 + 3x§ Hessen matriisiksi saadaan

n-(22)

Matriisin H ominaisarvot eig(H) = {A;} saadaan yhtdlosta
0O-A)®6-A)-4=0

eli eig(H) = {3 +./5} = {5.2,0.8} > 0. Siis Hessen matriisi on positiivisesti
definiitti. Koska funktio gz on kahden konveksin funktion positiivinen summa,
on rajoitefunktio konveksi. Taten myos rajoitefunktio gg maarittelee konveksin
joukon.

Koska kaikki rajoitteet olivat konvekseja, on myos kdypé alue konveksi, silla
konveksien joukkojen leikkaus on konveksi. Taten kyseessa on konveksi opti-
mointitehtdva ja tehtdvan kdypa minimipiste on globaali minimi.

3.5 Kvadraattiset funktiot

Funktio
n n
(x,Qx) = > > qijxixX},
i=1j=1

missd matriisi Q on symmetrinen n X n -matriisi ja vektori x kuuluu jouk-
koon R™, maarittelee kvadraattisen funktion R” — R. Yleinen kvadraattinen
funktio R™ ~ R voidaan kirjoittaa muotoon (niin sanottu neliémuoto)

fx) = %(x, 0x) + (¢, x) + d. (3.33)

[ Esimerkki 3.5.1 Haetaan funktion
fx)

(x1 —x2)% + (x1 +2x2 + 1)% — 8x1x2
= 2x% —6x1X2 + 5X5 +2x7 +4x2 + 1 (3.34)

esitys muodossa (3.33). Nyt

1 o« BY(x1\ _1_ ., 1 2
5 (31 X2)<B y) <X2> = o} + Bx1x2 + 5y,

joten vertaamalla yhtdloon (3.34) saadaan

Q=<_g ;g), c=(24), d=1.
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Kvadraattiset funktiot ovat tarkeitd optimoinnissa mm. siksi, ettd differen-
tioituva epdlineaarinen funktio voidaan esittdd Taylorin lauseen mukaisesti
Taylorin sarjana, jonka ensimmaisista termeistd muodostuu kvadraattinen
funktio. Siten yleisempid funktioita voidaan arvioida paikallisesti kvadraat-
tisella mallilla.

Seuraava lause kytkee yhteen matriisin Q definiittisyyden ja funktion (x, Q x)
konveksisuuden.

Lause 3.5.1 Funktio f(x) = (x,Q x) on aidosti konveksi ainoastaan silloin,
kun matriisi Q on positiivisesti definiitti. Vastaavasti funktio f(x) = (x, Q x)
on konveksi ainoastaan silloin, kun matriisi Q on positiivisesti semidefiniitti.

Todistus: Olkoot x! ja x? pisteitd avaruudessa R". Koska matriisi Q on
symmetrinen, funktion (x, Q x) gradienttivektori on 2Qx ja Hessen matriisi
on 2Q. Taylorin sarjakehitelmédn perusteella patee

FO) = F) +(20x % - %) + (¢ - x1,2Q0¢ ~ X)),
Jos matriisi Q on positiivisesti semidefiniitti, saadaan epayhtdlo

fx?) = f(x!) +(20x",x* —x').

Kyseessa on aito epayhtalod, mikali Q on positiivisesti definiitti. Lauseen 3.4.1
perusteella saadaan haluttu tulos. O

[ Esimerkki 3.5.2 Tutkitaan esimerkissa 3.5.1 kasitellyn kvadraattisen funktion
f:R? — R konveksisuutta. Funktio voidaan esittid muodossa

fx) = %(X, Qx) + (c,x) + d.

Lineaarinen termi (c,x) + d on luonnollisesti konveksi. Matriisin Q ominaisar-
voiksi saadaan

4 -6
i —(14-645 14465
e1g< 6 10 ) { A > }~ {0292, 13.7 } > 0.

Taten termi % (x, Qx) on konveksi. Koska kahden konveksin funktion positiivi-
nen summa on konveksi, on esimerkin 3.5.1 funktio f konveksi.

[ Esimerkki 3.5.3 Havainnollistetaan eri tyyppisten kvadraattisten funktioiden
kéayttaytymistd. Esitetddn funktiot muodossa fi(x) = (x,Q;x), missd Q; on
jokin seuraavista matriiseista:

Q1=<421 3), Q2=<;1 i),

o (31) (2 10)

Kuvaan 3.12 on piirretty ndiden funktioiden kuvaajat pintakaavioina ja tasa-
arvokédyrien avulla. Funktiolla f; on yksikdsitteinen minimi ja funktiolla fi
yksikédsitteinen maksimi. Matriisien Q; definiittisyytta on kasitelty esimerkissa
1.4.4 sivulla 26.
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Kuva 3.12: Pintakaavioina ja tasa-arvokdyrind esitettyjd kvadraattisia funktioita
filx) = (x,Q;x), i = 1,...,4, missd matriisi Q; on positiivisesti definiitti, positii-
visesti semidefiniitti, indefiniitti tai negatiivisesti definiitti matriisi (jarjestyksessé
ylhaalta alas). Ylimpédnd esitetty funktio fi on aidosti konveksi ja funktio f> on kon-
veksi. Alimpana esitetty funktio fy on aidosti konkaavi. Funktio f3 ei ole konveksi

eikd konkaavi.
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3.6 Lisdtietoja

Optimoinnin perusteita on kasitelty teoksissa The Mathematics of Nonli-
near Programming [PSU88], Nonlinear Programming: Theory and Algorithms
[BSS93] sekd Optimization: Theory and Applications [Rao79]. Optimointiteh-
tavien numeerista ratkaisemista on kasitelty teoksissa Practical Optimiza-
tion [GMW81], Practical Methods of Optimization [Fle87] ja Introduction to
Non-linear Optimization [Sca85].

Katsausartikkeli Lagrange Multipliers and Optimality [Roc93] on perusteel-
linen johdatus optimoinnin teoriaan. Kaytannonldheisempia esityksia 10y-
tyy Acta Numerica -julkaisusta [Wri92a, Noc92]. Optimointitehtavien teoriaa
ja erikoismenetelmia kasitelldan esimerkiksi teoksissa Optimization by Vec-
tor Space Methods [Lue69], Optimal Control: An Introduction to the Theory
with Applications [Hoc91], Stochastic Models in Operations Research, Volume
II: Stochastic Optimization [HS84] ja Multiple Criteria Optimization [Ste86].
Monitavoiteoptimointiin johdattaa teos Nonlinear Multiobjective Optimiza-
tion [Mie99].
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4 Lineaarinen ja
kvadraattinen optimointi

Tdssa luvussa esitelldadn suppeasti lineaarista ja kvadraattista optimointia.
Luvussa kerrotaan ldhinna mallien muodostamisesta ja erdiden ratkaisuoh-
jelmistojen kayttamisestad ja esitelladn tyypillisia LP-tehtadvia. Lineaaristen
optimointimallien kuvaamiseen kdytetdan MPS-formaattia sekd GAMS-ohjel-
mistoa.

Ratkaisualgoritmeista kdsitelladn mm. lineaaristen optimointitehtavien sim-
plex-menetelmdid sekd sisapistealgoritmien taustaa. Tarkempia tietoja 10ytyy
luvun kirjallisuusluettelossa mainituista teoksista.

4.1 Lineaariset optimointitehtavat

Lineaarista optimointia késittelevassa kirjallisuudessa kaytetaan toisinaan
esimerkiksi epélineaarisen optimoinnin terminologiasta eroavia termeja (oh-
jelmointi eikd optimointi jne.). Kuitenkin uudemmissa oppikirjoissa alueet
ovat lahentyneet toisiaan.

Tdssd oppaassa pyritddn kdyttdmdadadn yhtendista terminologiaa, joten Ii-
neaarisen ohjelmoinnin (linear programming eli LP) sijaan puhutaan lineaa-
risesta optimoinnista.

Lineaariset optimointitehtavat eli LP-tehtavat maaritellaan kaytannossa useim-
miten kayttden epdyhtidlomuotoisia rajoitteita. Talloin on kyseessd mini-
mointitehtava

mil}(imi (¢,x), kun Ax <bjax=>0, 4.1)

missa vektorit x ja ¢ kuuluvat joukkoon R" ja vektori b kuuluu joukkoon R™.
Matriisin A vaakarivien lukumédaraa merkitdan m:11a ja sarakkeiden maaraa
n:la.
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Kuva 4.1: Kahden muuttujan lineaarinen optimointitehtava.
[ Esimerkki 4.1.1 Kuvassa 4.1 on esitetty seuraavan LP-tehtdvin kidypa alue:
—6Xx1 + 5x2 < 30,
—7x1 + 12x7 < 84,
. 19x; + 14x7 < 266,
II])l(?%gll —-3x1 — x2, kun dx1 — 7x» < 28, 4.2)
0<x; <10,
0<x,<09.

Kuvassa 4.1 on kahden muuttujan lineaariselle kohdefunktiolle f(x) = —3x7 —
x> piirretty katkoviivoilla suorat f(x) = vakio. Epdyhtdloehtojen rajaama kay-
pa alue Ax < b on merkitty paksulla yhtendisella viivalla. Tehtdva on matriisi-

muodossa
miI}(imj (¢,x), kun Ax <bjax >0, (4.3)

missa vektorit ja matriisit madritelladn seuraavasti:

6 5 30
-7 12 84

C(x) L (-3) |19 14| 266

X_(Xz)' C_<—1)’ A=ly 7| P=l2s |
10 10
0 1 9

Standardimuotoisella lineaarisella optimointitehtdviilld tarkoitetaan tehtavaa
mil}(imi (¢,x), kun Ax =bjax > 0, 4.4)

missd vektorit ¢ ja x kuuluvat avaruuteen R", vektori b kuuluu avaruuteen
R™ ja matriisi A on m X n -matriisi, m < n.
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[ Esimerkki 4.1.2 Kuvassa 4.2 on esitetty standardimuotoinen lineaarinen opti-
mointitehtava

minxjmi f(x) =4x; —2x2 +5x3, kun x1 + 2x2 + 2x3 =2 ja x> 0.

Kolmen muuttujan lineaariselle kohdefunktiolle f on piirretty tasojen f(x) =
vakio sijainti. Yhtdlorajoitteen x; + 2x» + 2x3 = 2 ja positiivisuusehtojen
X > 0 madrittelema kdypa alue on merkitty harmaalla pohjavarilla. Minimiarvo
f(x*) = =2 saavutetaan kuvaan merkityssa kdyvan alueen kulmapisteessa x*.

U
D
& s

Kuva 4.2: Kolmen muuttujan standardimuotoinen optimointitehtava.

LP-tehtdvéssa voi olla erikseen maaritelty muuttujien ylé- ja alarajat (laatik-
korajoitteet):

xl <x <xt, x!x*eR" 4.5)

Eraat algoritmit késittelevat erikseen timan tyyppisia rajoitteita, toiset taas
samalla tavalla kuin muitakin rajoitteita. Epayhtaloehto

aAj1X1 +Aj2X2 + -+ AjnXn = l’)j,

voidaan muuntaa yhtédlossa (4.4) esitettyyn standardimuotoon positiivisen
slack-muuttujan x;+; lisdyksella:

Aj1X1 +Aj2X2 + -+ AjnXn + Xn+i = bj.

Epédyhtalomuotoisesta tehtavasta saadaan seuraava standardimuotoinen teh-
tava:
10 ---0

A . . | =A% =b. (4.6)
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Matriisin A" dimensio on m X (n + k), missd k on epayhtdlorajoitteiden
lukumaara. Jos slack-muuttujat x4+ sijoitetaan vektoriin z, saadaan tehtava
standardimuotoon:

mil}(imi (¢,x), kinAx+z=h,z>0jax=>0. 4.7)

Yhtalomuotoinen tehtdva voitaisiin vastaavasti muuntaa epayhtalomuotoon,
mutta tdhdn suuntaan tehtdvaa muunnosta tarvitaan harvemmin.

Kuvassa 4.3 on esitetty erditd mahdollisia lineaaristen rajoitteiden kombi-
naatioita. Tapauksessa (a) ovat rajoitteet ristiriitaiset eli kdypa alue on tyh-
ja, ja tapauksessa (b) on toinen rajoitteista tarpeeton. Tapauksessa (c) on
kaypa alue rajoittamaton ja tapauksessa (d) rajoitettu.

Vapaat muuttujat eli myos negatiivisia arvoja saavat muuttujat voi esittaa
kahden positiivisen muuttujan erotuksena xx = xx — X. Tdma voi kuiten-
kin tuottaa numeerisia stabiilisuusongelmia joillekin ratkaisualgoritmeille.

Standardimuotoiselle LP-tehtédvélle voidaan muodostaa duaalitehtdvd

makysimi (b,y), kun ATy < c. (4.8)

LP-tehtdvan duaali on siten myos lineaarinen optimointitehtdava. Alkuperais-
ta LP-tehtavaa (4.4) kutsutaan primaaliksi. Primaalilla ja duaalilla on seuraa-
va yhteys keskendan:

(@) (b)
(c) (d)

TTTTTTTTTITT

=

[LLLLLELLLE (LR

Kuva 4.3: Esimerkkejé lineaarisista rajoitteista. Rajoitteiden kdyvéin alueen puoli
on merkitty katkoviivoituksella.
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Lause 4.1.1 Tarkastellaan standardimuotoista lineaarista optimointitehta-
vaa (4.4) eli primaalitehtdvaa sekd duaalitehtdvaa (4.8). Yksi seuraavista vaih-
toehdoista toteutuu:

1. Primaalin kdypa alue ei ole tyhjd, ja ratkaisupisteessd x* on kohdefunk-
tion arvo rajoittamaton. Talloin duaalitehtdavan kdaypa alue on tyhja.

2. Duaalin kaypa alue ei ole tyhja, ja ratkaisupisteessa y* on kohdefunk-
tion arvo rajoittamaton. Talloin primaalitehtdavan kaypa alue on tyhja.

3. Kummallakin tehtavalla on kayvat ratkaisut x* ja y*, jolloin patee

(¢,x*) = (b,y*) ja (c-ATy* x*)=0. (4.9)
4. Kummallakaan tehtavalla ei ole kdypéa ratkaisua.

Todistus: Lauseen todistus 1oytyy lineaarista optimointia kasittelevista op-
pikirjoista (katso kirjallisuusviitteita sivulla 90). ]

4.2 Yleisohjeita LP-tehtavien ratkaisemiseen

Lineaarinen optimointitehtava ratkaistaan useimmiten kahdessa vaiheessa:
ensiksi etsitadn kdypa piste ja tamén jalkeen kaypa optimiratkaisu. Jos teh-
tavalle ei loydy kaypaa pistettd, voi apua loytda rajoitteiden muokkaamisesta
siten, ettd yla- tai alarajan rikkomisesta seuraa suurella kertoimella painotet-
tu sakko, sen sijaan ettd kdytettdisiin alkuperdisia tiukkoja ylarajoja. Talloin
on helpompi 16ytda kdypa piste, ja tarvittaessa voi tiukentaa rajoitusehtoja
kayttamalla suurempia sakkokertoimia.

Jos jarkevaa ratkaisua ei tahdo 16ytyé, voi olla hyotya LP-tehtavan skaalaami-
sesta sopivasti, eli yleensa kannattaa pyrkia lahelld ykkosta oleviin muuttu-
jien ja kertoimien arvoihin. Toisinaan LP-mallia muodostettaessa kdytetddn
edelld mainittuja sakkokertoimia, joilla taataan kdyvalla alueella pysyminen.
Naitd vakioita ei tulisi valita liian suuriksi, jolloin ne voivat aiheuttaa numee-
risia ongelmia.

Mikali LP-tehtdva on jotain erikoistyyppid, tulisi aina kayttaa tehtavaan ke-
hitettya erikoisalgoritmia. Esimerkiksi verkkotehtdvien (network flow) rat-
kaiseminen tavallisina LP-tehtdvind voi olla hyvin tehotonta. Muita tallai-
sia tehtdvia ovat kuljetusten optimointi, tuotantolaitosten sijoittelu ja ly-
himmaéan polun ongelma. Ndille tehtdville on kehitetty tavalliseen simplex-
menetelmddn verrattuna huomattavasti tehokkaampia algoritmeja.

4.3 Simplex-algoritmi LP-tehtaville

Yha eniten kaytetty LP-tehtdvien ratkaisualgoritmi on klassinen 40 vuotta
vanha simplex-menetelmd. Seuraavassa algoritmin yleiskuvaus:
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Algoritmi 4.3.1 (Simplex-menetelman yleiskuvaus)

1: Hae kdypa kulmapiste x* € {x € R" | Ax = b, x > 0}.

2: Tarkista nykyisen pisteen x* optimaalisuus. Mikéli optimi on
16ytynyt, voi iteroinnin lopettaa.

3: Hae suunta, johon kohdefunktion arvoa voidaan pienentdd, ja
kulje kyseiseen suuntaan kunnes tullaan kdyvdn alueen reu-
nalle. Jatka vaiheesta 2.

Simplex-menetelmin tuottama ratkaisupiste on lineaarisia rajoitteita sisal-
tavan tehtavan nurkkapiste.

Seuraavassa esitetadn Lagrangen kertoimiin (kappale 3.3.2) perustuva esi-
tys simplex-algoritmia laheisesti muistuttavasta aktiivijoukkomenetelmdistd.
Ratkaistavana on tehtdva

mir;{imi (¢,x), kun Ax <bjax=>0. (4.10)

Esitystd kannattaa verrata epédlineaarisen optimoinnin menetelmiin (luvut 6
ja13).

Algoritmi 4.3.2 (LP-tehtavien aktiivijoukkomenetelma)

I: Aseta k = 1. Hae kdypd kulmapiste x¥ ja aktiiviset rajoitteet
sisaltava matriisi Ag.

2: Laske Lagrangen kertoimet u* yhtalosta A{uf = c. Josuk < 0,
piste x¥ on haettu optimi.

3: Valitse jokin Lagrangen kertoimien u* komponentti u¥ > 0.

Laske suunta p* : AxpX = e, missi e* on s:s koordinaattivek-
tori.

4: Hae maksimiaskel «x suuntaan p¥ (kunnes tormataan rajoit-
teisiin). Siis xk*1 = x* + o pk.

5: Jos maksimiaskel «y vie darettomyyteen, kohdefunktio on ra-
joittamaton ja iteroinnin voi lopettaa.

6: Aseta x**1 = xk + oqpk ja péivitd matriisiin A1 uudet aktii-
viset rajoitteet (poista rivi s ja lisda uusi rajoite t).

7: Palaa vaiheeseen 2.

Tehokkaissa simplex-toteutuksissa kédytetdan harvoille matriiseille kehitet-
tyjd hajotelmia ja esimerkiksi muuttujien yld- ja alarajat otetaan huomioon
erikseen. Edelld voisi aktiiviset rajoitteet sisdltdvdan matriisin Ay tallettaa
esimerkiksi LU-hajotelmana. Pienisséa ja keskisuurissa tehtdvissa (n + m <
1000...10000) simplex on tehokkaasti koodattuna kaytidnnossa paras ja
luotettavin menetelma. Suurissa tehtavissa (tuhansia muuttujia) ovat sisd-
pistemenetelmdit usein tehokkaampia.

Simplex-menetelmdn ongelmana on erittdin huono tehokkuus erdisséa tehta-
vissd. On esimerkiksi mahdollista luoda ongelma, jota ratkaistessa simplex
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kay lapi kaikki n:n muuttujan tehtdvan 2™ kulmapistetta [HH91, Wri92al.
Toisaalta reaalimaailman tehtdvissa simplex-menetelmén vaatima aika kas-
vaa useimmiten polynomisesti verrannollisena muuttujien lukuméaaraan n
jarajoitusehtojen lukumaaraan m. Itse asiassa monissa tehtavissa kasvu on
lineaarista!

4.4 Sisdpistemenetelmat

Jo vuonna 1968 esiteltiin sisdpistemenetelmien periaatteet ja keskeisid teo-
reettisia tarkasteluja. Kuitenkin sisdpistemenetelmat olivat suhteellisen va-
héan kaytettyjd ja tutkittuja menetelmid, kunnes Karmarkar julkisti vuonna
1984 sisdpistealgoritminsa (interior-point method) LP-tehtaville. Karmarka-
rin menetelma on simplex-menetelméaéa tehokkaampi erityisesti suurissa teh-
tavissd. Algoritmi generoi kdyvan alueen sisdpisteitd ratkaisuehdokkaiksi ja
on taten ldhelld epélineaarisen optimoinnin algoritmeja (luku 6).

Karmarkarin algoritmi on polynominen eli LP-tehtavan ratkaisemiseen kuluu
tydmaard, joka on polynomisesti verrannollinen muuttujien lukumaardan
n. Simplex-algoritmihan on pahimmassa tapauksessa eksponentiaalinen eli
ratkaisuaika voi olla verrannollinen potenssiin 2.

Karmarkarin menetelméan tehokkuus perustuu kdyvan alueen reunan valtta-
miseen eli sisdpisteiden generointiin. Sisdpistemenetelmait kayttavat epali-
neaarisesta optimoinnista tuttuja este- ja sakkofunktioita (kappale 8.6) ra-
joitteiden toteuttamiseen. Naiden menetelmien kehittely jatkuu edelleen ak-
tiivisena.

Useimmat sisdpistemenetelmat perustuvat estefunktioiden kdyttamiseen. Es-
tefunktion etuna on se, ettd se pakottaa etsintdalgoritmin iteraatit kiyvan
alueen sisdlle. Usein kaytetddn logaritmista estefunktiota (sivu 148), jolloin
ratkaistavaksi saadaan jono optimointitehtéavia:

p
miI}(imi P(x,ux) = f(x) — g Z Inxj, kun Ax =b ja ug > 0. (4.11)
i=1

Tdssa on sisdllytetty LP-tehtdvan (4.4) rajoitteet x > 0 estefunktioon. Loga-
ritminen estefunktio ei sovi sellaisenaan yhtdlomuotoisille rajoitteille, sil-
1a sen arvot kasvavat darettomyyteen lahestyttdessa kdyvan alueen reunaa.
Estefunktion toimintaa LP-tehtdvan yhteydessd on havainnollistettu kuvas-
sa 4.4.

Seuraavassa esitetddn Newtonin menetelmdidn perustuva primaali estefunk-
tioalgoritmi, joka on pohjana monille sisdpistemenetelmille:

Algoritmi 4.4.1 (Primaali estefunktiomenetelma)

aseta k = 1 ja valitse estefunktion parametri py > 0
hae x* > 0 siten, ettd AxK =b
while piste x* ei ole tarpeeksi lihelld LP-tehtdvan optimia
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i=1

xk = xk

while piste x’; ei ole tarpeeksi lahelld tehtavan (4.11) optimia
hae estefunktion P (x, uyx) Newton-suunta p; pisteessa x’i‘
tee viivahaku: hae x¥,; = x¥ + A;p;, A > 0 siten, ettd pysytdan

kéyvalld alueella ja P(x¥, |, ux) < P(x¥, ux)

i=1+1

end

xk+1 = Xlic

valitse px+1 < Mk

k=k+1

end

Kuva 4.4: Kuvassa esitetddn LP-tehtdvan kohdefunktio muunnettuna logaritmisen
estefunktion avulla. Uuden kohdefunktion arvot meneviét ddrettoman suuriksi kay-
véin alueen reunalla (kuvassa on esitetty vain arvot jotka ovat < 10).

Raskain osa algoritmia on estefunktion P (x, ux) Newtonin hakusuunnan p;
laskeminen (kappale 6.5 sivulla 106). Viivahakuun voidaan kayttda logarit-
miselle sakkofunktiolle kehitettyja algoritmeja.

Primaalia estefunktioalgoritmia tehokkaampia ovat menetelmat, joissa kasi-
telladn yhta aikaa primaali- ja duaalitehtavia. Standardimuotoisen LP-tehta-
van duaali on

makysimi (b,y), kuns =c— ATy > 0. (4.12)

Duaalista saadaan johdettua LP-tehtdavan optimikohdalle ehdot

Ax=b, ATy+s=¢, §x=0,x>0, s=0, (4.13)
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missa merkitaan

$1
S = diag(s) = ,
Sn
jolloin patee Sx = (s1x1,52X2,...,SnXxn)T. Sisdpistemenetelmén iteraateille
(xk,y*, sk) patee
|AX* —b*|| - 0, |ATY* + s* —c|| - 0, (x¥,s*) - 0, (4.14)

kun k — oo, Uusi iteraatiopiste saadaan asettamalla

xk+1 xk ApAX
vl = | v& | + | ApAy |, (4.15)

missd hakusuunnat Ax, Ay ja As saadaan yhtdloryhmasta

SkAX + XpAs = okl — SixX,
AAX =b — AxK, (4.16)
ATAy + As = ¢ — ATyk — sk,

Tassa kdytettiin merkintaa S, = diag(s®) ja Xx = diag(x¥). Kerroin oy €
[0,1] on menetelmdn vaimennuskerroin ja kerroin py saadaan asettamalla
i = (xk, k) /n.

Riippuen askelpituuksien Ap ja Ap valinnasta saadaan erilaisia sisdpisteme-
netelmid. Suppenemiseen tarvittavien iteraattien lukumaara on tyypillisesti
luokkaa O (n) tai luokkaa @(n3/2).

Sisdpistealgoritmeilla voi olla joissakin tapauksissa numeerisia ongelmia.
Esimerkiksi jos rajoitematriisissa A on ns. tiheitd sarakkeita (suurin osa al-
kioista nollasta eroavia), voi tehokkuus kérsia. Stabiilit sisdpistemenetelmat
késittelevit esimerkiksi iteraatiomatriisien LDLT-hajotelmia pyrkien mah-
dollisimman tehokkaaseen muistinkdyttoon ja tehokkuuteen.

4.5 LP-tehtdvien ratkaisuohjelmistot

Tehokkaat kaupalliset LP-ratkaisijat raporttigeneraattoreineen voivat olla
hyvinkin kalliita. Toisaalta saatavilla on muutamia vapaasti levitettavia LP-
ohjelmistoja. Minos-ohjelmiston (liite B) saa akateemiseen kayttéén nimel-
listd korvausta vastaan.

Useat LP-tehtavien ratkaisuohjelmistot osaavat lukea MPS-formaatissa (kap-
pale 4.6) annettuja LP-tehtdvien madirittelyja. Kappaleessa 4.5.1 esitetdadn
dieettiongelma ja sen ratkaisu GAMS-mallinnuskielelld. Kappaleessa 4.6 esi-
tetddn saman tehtdvén ratkaisu MPS-formaattia kayttavilla ongelmistoilla.
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4.5.1 GAMS-ohjelmiston kaytto

Seuraavassa esitetddn yksinkertaisen LP-mallin muodostaminen sekd mallin
esittdminen ja ratkaiseminen GAMS-ohjelmistolla.

[ Esimerkki 4.5.1 Dieettiongelmassa taytyy valita mahdollisimman halpa ateria,
jotta padivittdinen ravinnontarve tulee tyydytettyd. Olkoon muuttujissa x; >
0,1 = 1,...,n ruokalajien i pdivittdiset maarat. Valitun ruokavalion on sisél-
lettdva ravintoainetta j = 1,..., m maara p; (tdssd ravintoaineella tarkoitetaan
varsinaisten ravintoaineiden lisdksi myos energiasisdltdd). Olkoon 7;; kunkin
ruokalajin i ravintoainepitoisuus. Rajoitteiksi saadaan siis

n

Zrijxi >pj, j=1,...,m.

i=1
Lisdksi voidaan asettaa esimerkiksi yldrajoja tietyn ruokalajin paivittdisille
maadrille.

Listauksessa 4.1 on esitetty erdstd dieettiongelmaa kuvaava GAMS-malli. Indek-
sijoukkoja maéritelladn SETS-lauseella ja parametrien arvot annetaan lauseissa
PARAMETER ja TABLE. Yhtdldoiden madarittelyissd kédytetddn vertailuoperaatioi-
ta =G= eli "suurempi kuin” ja =E= eli "yhtd suuri kuin”. Kaskylla x.up(r) =
a(r, ’MAXANNOS’) ; asetetaan muuttujalle x yldarajat indeksijoukon r arvoilla.
Merkilla * alkava rivi on kommentti. Tama LP-malli on matriisimuodossa

mil}(imj (¢,x), kun Ax >bja0 <x < x". (4.17)

Téssa kohdefunktion painokertoimet ¢ vastaavat ruokalajien hintoja. Listauk-
sessa 4.1 on annettu seuraavat numeroarvot:

110 205 160 160 420 260 2000
A=] 4 32 13 8 4 14|, b=| 55
2 12 54 285 22 80 800

Painokertoimiksi ¢ ja muuttujien ylarajoiksi x* asetetaan
T T
c=(184476), x*=(432825).

Mallin minimoivassa ruokavaliossa kaurapuuroa ja piirakkaa otetaan maksimi-
maadrd eli 4 ja 2 annosta, kun taas kanaa, kananmunia ja hernekeittoa ei ote-
ta yhtddan (muuttujat alarajoillaan). Maitoa otetaan 4.5 annosta. Energiantarve
saadaan tyydytettyd vahimmaismaaralla, ja proteiineja ja kalsiumia saadaan yli
vahimmadistarpeen. Kokonaishinnaksi tulee 31.50 mk mallissa annetuilla hin-
noilla.

4.6 MPS-formaatti

Listauksessa 4.2 on esimerkin 4.5.1 dieettitehtdvan esitys MPS-formaatissa.
MPS-formaatti méadrittelee tarkan sarakejaon. Esimerkiksi matriisin A alkiot
luetaan alkaen sarakkeista 1, 5, 15, 25, 40 ja 50.
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Rivien tunnuksina voi kdyttda mm. kirjaimia L (tarkoittaa <), G (=), E (=) jaN
(rajoittamaton, esimerkiksi kohdefunktion kerroinrivi). Muuttujien tyyppia

kuvaamaan voi kdyttdd seuraavassa esitettyjd tunnuskirjaimia.

Taulukko 4.1: MPS-formaatin BOUNDS-osassa kdytettdvid tunnuksia ja niiden mer-

kityksia.

Tunnus  Merkitys

upP Ylaraja

LO Alaraja

FR Vapaa muuttuja

FX Kiinted arvo

MI Alaraja miinus ddreton

PL Yldraja plus dareton

BV Bindaarimuuttuja

Ul Kokonaislukumuuttujan ylaraja

Listaus 4.1: Dieettiongelman GAMS-malli.

SETS nh Ravintoaineet ja hinta / ENERGIA kCal, PROTEIINIT g,
KALSIUM mg, HINTA mk, MAXANNOS kpl /
n(nh) Ravintoaineet / ENERGIA, PROTEIINIT, KALSIUM /
r Ruokalajit / KAURAPUURO, KANA, KANANMUNAT, MAITO,
PIIRAKKA, HERNEKEITT /;

PARAMETER b(n) Alarajat / ENERGIA 2000, PROTEIINIT 55,
KALSIUM 800 /;
TABLE a(r,nh) Ruokalajien sisaltamat ravintoaineet ja hinta
ENERGIA PROTEIINIT KALSIUM HINTA MAXANNOS

* kcal g mg mk kp1
KAURAPUURO 110.0 4.0 2.0 1.0 4.0
KANA 205.0 32.0 12.0 8.0 3.0
KANANMUNAT 160.0 13.0 54.0 4.0 2.0
MAITO 160.0 8.0 285.0 3.0 8.0
PIIRAKKA 420.0 4.0 22.0 7.0 2.0
HERNEKEITT 260.0 14.0 80.0 6.0 2.0

POSITIVE VARIABLE x(r) Paivittaisen ruoan maara annoksina;
FREE VARIABLE Kustannus Ruoan kokonaishinta;

EQUATIONS nb(n), cb;

nb(n).. SUM(r, a(r,n)*x(r)) =G= b(n);

ch.. Kustannus =E= SUM(r, a(r, ’HINTA’)*x(r));
x.up(r) = a(r,’MAXANNOS’);

MODEL Dieetti / nb, cb /;
SOLVE Dieetti MINIMIZING Kustannus USING LP;
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Listaus 4.2: Dieettiongelman MPS-mallitiedosto. Ylhdélld on esitetty sarakkeiden
numerointi. MPS-formaatti vaatii syottotietojen sijaitsevan tietyissd sarakkeissa ja
lisdksi avainsanat tulee kirjoittaa isoin kirjaimin. Itse mallissa saa kdyttda sekaisin
pienid ja isoja kirjaimia. Tunnuksella N merkitty rivi kustannus sisdltdd kohdefunk-
tion kertoimet. RHS-osuudessa voi tarvittaessa mddritelld useita rajoitevektoreita

antamalla niille eri nimen kunkin rivin ensimmadisessd kentassa.

1 2 3 4 5 6
123456789012345678901234567890123456789012345678901234567890
NAME DIEETTI
ROWS

G energia
G proteiin
G kalsium
N kustann
COLUMNS
kaurapu energia 110.0 proteiin 4.0
kaurapu kaTsium 2.0 kustann 1.0
kana energia 205.0 proteiin 32.0
kana kaTsium 12.0 kustann 8.0
kmunat energia 160.0 proteiin 13.0
kmunat kaTsium 54.0 kustann 4.0
maito energia 160.0 proteiin 8.0
maito kaTsium 285.0 kustann 3.0
piirakka energia 420.0 proteiin 4.0
piirakka kalsium 22.0 kustann 7.0
hernekei energia 260.0 proteiin 14.0
hernekei kalsium 80.0 kustann 6.0
RHS
minimit energia 2000.0 proteiin 55.0
minimit kaTsium 800.0
BOUNDS
UP annokset kaurapu 4.0
UP annokset kana 3.0
UP annokset kmunat 2.0
UP annokset maito 8.0
UP annokset piirakka 2.0
UP annokset hernekei 2.0
ENDATA
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MPS-tiedostossa ei kerrota, onko kyse minimointi- vai maksimointitehtavas-
ta. Kukin ratkaisuohjelmisto toimii omien asetustensa perusteella. MPS-mal-
lista on erilaisia laajennuksia kokonaislukutehtaville ja kvadraattisille teh-
taville.

4.7 Kvadraattiset tehtavat

Epdlineaarisen optimointitehtdavan (luku 6) erikoistyyppi on kvadraattinen
optimointi (quadratic programming eli QP):

mil}(imi (c,x) + %(x, Qx), kun Ax =b jax >0, (4.18)

missd vektori g kuuluu joukkoon R", matriisi Q on symmetrinen n X n -mat-
riisi, vektori b kuuluu joukkoon R™ ja A on m X n -matriisi. Minimoitava
kohdefunktio on siis auki kirjoitettuna

1 n 1 n n
(€X) + 5 (X%,Qx) = 3 cixi+ 5 >, D, dijXiXj.
i=1 i=1j=1

[ Esimerkki 4.7.1 Perinteinen esimerkki kvadraattisesta tehtivasta on tilastolli-
nen osakesalkkumalli:

n n
minimi f (x) = (x,5x) = > sipxixg,
i=1j=1

kun kohdemuuttujille x; asetetaan positiivisuusehto x; > 0 seka lisdksi rajoit-
teet

n n
dDxi=a ja > rixizp.

i=1 i=1

Téassd parametri v; on osakkeille i odotettu vuosittainen tuotto ja s;; on tuo-
ton varianssi, joka kuvastaa sijoituksen riskid. Vastaavasti s;; on osakkeiden i
ja j tuottojen kovarianssi. Tavoitteena on saavuttaa voittoa ainakin maara g,
mutta minimoida samalla osakesalkussa olevien osakkeiden tuoton varianssi.
Kokonaisinvestoinnin maaira on «.

Seuraavassa esimerkissd ratkaistaan edelld esitetty kvadraattinen optimoin-
titehtavd GAMS-ohjelmiston avulla.

[ Esimerkki 4.7.2 Esimerkissa 4.7.1 esitetyssd osakesalkkumallissa pyritddn mi-
nimoimaan riskid. Listauksessa 4.3 on esitetty GAMS-malli, joka maarittelee
erdadn kvadraattisen osakesalkkutehtdvdn. Minimoitava kvadraattinen kohde-
funktio on tdssa tapauksessa

F(X) = 4x3 + 6x1x2 + 6x5 — 2x1Xx3 + 2X2X3 + 10x3,
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missd x; on sijoitus rautaan, x» sijoitus softaan jne.

Varianssit ja kovarianssit sijoitetaan taulukkoon v (i, j), missd i ja j ovat si-
joituskohteiden indeksijoukot. Mallissa pyritddn minimoimaan sijoitusten va-
rianssia. Lauseke SUM(i , lauseke) vastaa matemaattista notaatiota > ; lauseke.

Kun minimointitehtdvan ratkaisemiseen kaytetadan GAMSin Minos-moduulia,
saadaan sijoitusten prosenttiosuuksiksi: 30.3% rauta, 8.7% softa, 50.5% viihde
ja 10.6% kiintedkorkoinen talletus. Minimivarianssiksi saadaan 2.9.

4.7.1 Kvadraattisen tehtavan optimaalisuusehdot

Muodostetaan kvadraattiselle optimointitehtdvalle Lagrangen funktio:
L(x,u,v) = (¢,X) + %(x, Qx) — (u,x) + (v, Ax — b). (4.19)

Minimikohdassa x*,u*, v* saadaan Karush-Kuhn-Tucker -ehdoiksi ( sivu 62)

Ax* —b=0,x* >0, u* >0,
(u*,x*) =0, (4.20)
VL(x*,u*,v*) = c+ Qx* —u* + ATv* = 0.

Listaus 4.3: Kvadraattisen osakesalkkutehtdvian GAMS-malli.

SET i Osakkeet / RAUTA, SOFTA, VIIHDE, KIINTKORKO /;
ALIAS (i,3);

SCALAR Tavoite Keskim. vuosittainen tuotto (%) / 10 /;
PARAMETER Keskim(i) Keskim. vuosittainen tuotto (%)
/ RAUTA 8, SOFTA 9, VIIHDE 12, KIINTKORKO 7 /;

TABLE v(i,j) Varianssit ja kovarianssit
RAUTA SOFTA VIIHDE KIINTKORKO

RAUTA 4 3 -1 0
SOFTA 3 6 1 0
VIIHDE -1 1 10 0
KIINTKORKO 0 0 0 0

POSITIVE VARIABLE x(i) Kohteeseen i sijoitettu osuus;
VARIABLE Varianssi Osakesalkun varianssi;

EQUATIONS Sijsumma, Keskituot, Vareq;

Sijsumma.. SUM(i, x(i)) =E= 1.0;

Keskituot.. SUM(i, Keskim(i)*x(i)) =G= Tavoite;
Vareq.. SUM(i, x(i)*SUM(j, v(i,j)*x(j))) =E= Varianssi;

MODEL Osakkeet / ALL /;
SOLVE Osakkeet USING NLP MINIMIZING Varianssi;
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Tehtavan (4.18) duaali maaritellaan seuraavasti:

maEsvimi du,v), kunu > 0, (4.21)

missd d(u,v) = infxL(x,u,Vv). Yhtdlon (4.19) Lagrangen funktio on konveksi
funktio, kun matriisi Q on positiivisesti definiitti. Tall6in Lagrangen funk-
tion minimipiste x* 160ytyy Lagrangen funktion gradientin nollakohdasta eli
saadaan ehto

VLx,u,v) =c+Qx—-u+A’v=0. (4.22)

Minimikohdassa x* patee (x*, VL(x*,u,v)) = 0. Siten termi infxL(x,u,Vv)
saadaan yksinkertaisempaan muotoon sijoituksella

(¢, x) + (v, AX) = — (X, QX) + (u,X). (4.23)

Eliminoimalla vektoriu > 0 yhtédlosté (4.22) saadaan kvadraattisen optimoin-
titehtavan duaalitehtavaksi

malg/imi dx,v) = —(b,Vv) — %(x, Qx), kunc+ Qx + ATv > 0. (4.24)

Yhtaloita (4.19) - (4.24) hyvidksi kdyttaen voidaan johtaa kvadraattisten teh-
tavien ratkaisualgoritmeja, joita kdytetdan apuna esimerkiksi toistetussa
kvadraattisessa optimoinnissa (kappale 8.5 sivulla 143).

4.7.2 Aktiivijoukkomenetelmat

Konveksit kvadraattiset optimointitehtavét ovat vain hiukan LP-tehtavia vai-
keampia ratkaista. Ratkaisumenetelmia on johdettu kdayttamalla runkona ta-
vallisten LP-tehtdvien algoritmeja tai erilaisia aktiivijoukkostrategioita. Toi-
sinaan kvadraattisten tehtavien ratkaisemiseen kaytetadn myos yleisten epa-
lineaaristen optimointitehtdavien algoritmeja, vaikkakaan niiden tehokkuus
ei ole erikoisalgoritmien luokkaa.

Aktiivijoukkomenetelmia kutsutaan joskus myos projektiomenetelmiksi, sil-
14 niissd haetaan hakuaskel sk projisoiduista Newtonin yhtaloista

zZtozp* = -zl (Oxx +0), (4.25)
sk = Zupk, (4.26)

missd matriisi Zx on kanta aktiivisista rajoitteista muodostetun matriisin A}<
ytimelle (siis A} Zx = 0). Matriisia A;, paivitetdan kullakin iteraatiolla epdyh-
talomuodossa annettujen rajoitteiden suhteen. Uusi iteraatiopiste saadaan
yhtalosta

xk+L = xk 4 A sk, 4.27)

Hakuaskeleen pituudelle Ay on tehtdvan kvadraattisuudesta johtuen kaksi
vaihtoehtoa. Askelpituudella Ay = 1 paastddn funktion minimiin matriisin
A} ytimen virittdmassa aliavaruudessa. Jos tama askel tuottaa kayvdn pis-
teen, on kyseessd kvadraattisen optimointitehtdavan minimipiste. Muuten la-
himpéadn rajoitteeseen padstddan ykkosta lyhyemmalla askeleella, ja seuraa-
valla iteraatiokierroksella lisdatdaan aktiivijoukkoon uusi rajoite.
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4.7.3 Sisdpistemenetelmat

Suuria kvadraattisia tehtdvid varten on viime aikoina kehitetty sisdpisteme-
netelmid aivan kuten LP-tehtavillekin. Kvadraattisten tehtdvien ratkaisualgo-
ritmeja kdytetddn apuna esimerkiksi toistetussa kvadraattisessa optimoin-
nissa, joten tehostamalla QP-tehtdvien ratkaisua voidaan ratkaista tehok-
kaammin yleisempidkin optimointitehtavia.

Kappaleessa 4.7.1 johdettiin kvadraattisen optimointitehtdavan duaali:
1
malg}imi dx,v) = —(b,v) — §<X' Qx), kunc+ Qx + ATv > 0. (4.28)

Kvadraattisten optimointitehtavien sisdpistemenetelmissa hakusuunnat Ax,
Av ja As saadaan ratkaisemalla seuraava lineaarinen yhtdaléryhmad, joka on
johdettu kayttaen hyvaksi duaalia:

DyAs + DsAX = ul — X s,
AAX = 0, (4.29)
As = QAx + ATAv.

Edelld kdytetddn merkintdd s = ¢ + Qx + ATv sekd notaatiota

X1 0
X = diag(x) =
0 Xn

Riippuen matriisien Dy ja D, sekd skalaarin p valinnasta saadaan erilaisia
sisdpistemenetelmid. Tehokkaimpia menetelmid on primaali-duaali poten-
tiaalin vihennysalgoritmi (potential reduction algorithm), jossa asetetaan
. . X, S

Dy = diag(x), D; = diag(s), u= </T>’ (4.30)
missd parametri p > n + /n. Yhtdloiden (4.29) ja (4.30) médrittelema algo-
ritmi suppenee polynomisesti konvekseissa kvadraattisissa optimointiteh-
tavissd. Menetelma suppenee luokkaa @ (nL) iteraatiolla, kun alkuarvaus on
kyllin hyva. Tassa L on kvadraattisen tehtdvan syottddatan kokoon (matrii-
sien alkioiden lukumaara) verrannollinen termi.

Jos kvadraattinen optimointitehtava ei ole konveksi, on tehtdvan ratkaise-
minen erittdin vaikeaa. Yksikin matriisin Q negatiivinen ominaisarvo riittaa
tekemdédn tehtdavasta kombinatorisen optimointitehtdvan ja vieldpd ns. NP-
kovan tehtdvan [PV90, Roh95]. Ratkaisuohjelmiston nimittdin tdytyisi pe-
riaatteessa kdyda lapi kaikki rajoitteiden muodostamat kulmapisteet.

4.8 Ohjelmistoja

Edelld kerrottiin GAMS- ja Minos-ohjelmistojen kaytosta lineaaristen ja kva-
draattisten optimointitehtdvien ratkaisemiseen. Myos IMSL- ja NAG-aliohjel-
makirjastot ja Netlib tarjoavat ratkaisemiseen soveltuvia rutiineja. Varsinai-
sia LP-ratkaisijoita on tarjolla monia (liite B).
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4.8.1 Aliohjelmakirjastot IMSL ja NAG

IMSL-aliohjelmakirjasto sisdltda rutiinin DLPRS tiheiden LP-tehtdvien ratkai-
semiseen ja rutiinin QPROG kvadraattisten tehtdvien ratkaisemiseen. NAG-
aliohjelmakirjasto puolestaan tarjoaa rutiinin EO4MFF tiheiden LP-tehtdvien
ratkaisemiseen ja rutiinit EO4NAF ja EO4NCF tiheiden lineaaristen ja kva-
draattisten optimointitehtavien ratkaisemiseen.

IMSL- ja NAG-aliohjelmakirjastojen kasikirjat [IMS, Num] tarjoavat perus-
teelliset kuvaukset ja esimerkit rutiinien kayttamisesta (viite [HHL*03] ja
liite B).

4.8.2 Muita ohjelmistoja

Mathematica- ja Maple-ohjelmistot osaavat ratkaista pienehkdja LP-tehtavia.
Matlabin Optimization Toolbox sisdltdd myos LP-ratkaisijan. SAS-ohjelmis-
toon kuuluva SAS/OR osaa ratkaista LP-tehtavia ja sisdltda lisdksi monipuo-
liset raportointimahdollisuudet. SAS-ohjelmiston LP-proseduurilla voi myos
suorittaa herkkyysanalyysin eli tutkia LP-tehtdavdan parametrien vaikutusta
ratkaisuun. Lisatietoja loytyy liitteesta B.

Netlib-verkkoarkiston hakemistosta 1p loytyy testiprobleemoja LP-ratkaisi-
joiden vertaamiseen. Netlibin hakemistoista opt ja toms loytyy ohjelma-
koodeja lineaaristen ja kvadraattisten optimointitehtdvien ratkaisemiseen
(taulukko B.6 sivulla 214). Netlibista 1oytyy lisdksi HOPDM-ohjelmisto, joka
kayttaa sisdpistemenetelmid LP-tehtdvien ratkaisemiseen.

Ohjelmistoja on esitelty tamdn oppaan liitteessd B. CSC:n opas Matemaattiset
ohjelmistot [HHL* 03] kertoo kaytettavissa olevista ohjelmistoista.

4.9 Lisadtietoja

Teoksessa Numerical Linear Algebra and Optimization [GMW91] on erit-
tain hyva lineaarialgebraan pohjautuva esitys simplex-menetelmén perus-
teista. Teos Large Sparse Numerical Optimization [Col84] esittelee algorit-
meja harvoille tehtdville. Teoksessa The Mathematics of Nonlinear Program-
ming [PSU88] on esitelty LP-tehtdvien ratkaisemista matemaattisesta nako-
kulmasta. Uusinta tietoa optimointimenetelmistd saa sarjajulkaisuista Ope-
rations Research, SIAM Review ja ACM Transactions on Mathematical Softwa-
re.

Sisdpistemenetelmien periaatteet esiteltiin vuonna 1968 teoksessa Non-
linear Programming: Sequential Unconstrained Minimization Techniques
[FM68]. Lineaaristen optimointitehtavien sisdpistemenetelmien nopea kehi-
tys sai alkunsa Karmarkarin artikkelista [Kar84]. Artikkeli [Fra87] kasitte-
lee Karmarkarin sisdpistemenetelman suppenemista. Artikkelissa [GMS*86]
osoitetaan Karmarkarin menetelméan olevan ekvivalentti sisdpistemenetel-
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mien kanssa. Artikkelissa [BGLT92] kerrotaan erittdin suurten LP-tehtdvien
ratkaisemisesta yhdistamalld simplex- ja sisdpistemenetelmat.

Artikkelit [Gon92, Wri92a] ovat perusteellisia katsaustyyppisid johdatuk-
sia sisdpistemenetelmiin. Teos [Meg89] sisdltda katsauksia sisdpistemene-
telmien kehitykseen. Sisdpistemenetelmien katsaustyyppisid esityksia 10y-
tyy viitteistd [Wri92b, Ost92, Tod95]. Teoksessa [HH91] on esitelty LP-tehté-
vien ratkaisemiseen liittyvid numeerisia seikkoja. Sisdpistemenetelmien so-
velluksia on esitelty artikkeleissa [HPY91, Wrib]. Raportissa [MW] on kasitelty
sisdpistemenetelmissa tarvittavan viivahaun toteuttamista.

Verkkotehtdvien (network flow) ratkaisua on kasitelty viitteissa [AMO91,
Mey84, KHS80].

Kvadraattisten optimointitehtavien aktiivijoukkomenetelmia on esitelty teok-
sessa [GMW81]. Kvadraattisten optimointitehtdvien ratkaisumenetelmien joh-
tamista on kasitelty viitteissa [Ye, PY91, LMS92a, LMS92b, Wria]. Epdkonvek-
sien kvadraattisten tehtdvien tapausta on tarkasteltu viitteessa [PV90].

Yleisten lineaarisia rajoitteita sisdltavien optimointitehtdvien ratkaisumene-
telmia on kuvattu teoksessa [BSS93]. Esimerkiksi Wolfen menetelmd [Wol59,
PSU88] on hyvin ldhellda LP-tehtdvien simplex-algoritmia.
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5 Kokonaisluku- ja
sekalukuoptimointi

Tassd luvussa esitelldadn lyhyesti kokonaislukutehtdvien taustaa seka erdi-
den ratkaisuohjelmistojen kayttoa. Ratkaisualgoritmien toimintaperiaatteita
ei esitelld tarkemmin, mutta joitakin perusohjeita tehtdavien ratkaisemiseen
annetaan.

5.1 Kokonaislukutehtavat

Kokonaislukuoptimoinnissa (integer programming) optimointitehtavian muut-
tujat saavat kokonaislukuarvoja. Osa muuttujista voi olla jatkuvia, jolloin
puhutaan sekalukuoptimoinnista (mixed-integer programming eli MIP). Aéri-
tapauksessa muuttujat saavat arvoja {0, 1}, jolloin tehtdvaa kutsutaan 0/1-
optimoinniksi.

Seuraavassa kasitellddn sekalukutehtdvid eli lineaarisia optimointitehtavia,
jossa osa muuttujista saa kokonaislukuarvoja. Nditd tehtavia varten 1oytyy
kohtuullisen tehokkaita ratkaisuohjelmistoja. Epalineaaristen rajoitusehto-
jen tai kohdefunktion tapauksille ei 10ydy tehokkaita yleisalgoritmeja, jos
muuttujat saavat kokonaislukuarvoja. Kuitenkin esimerkiksi polynomifunk-
tioita sisaltavat 0/1-tehtdavat voidaan saattaa tavallisiksi 0/1-optimointiteh-
taviksi.

Tassa luvussa kasitellaan siis sekalukutehtavii, jotka ovat muotoa

mi)l(l%/mi (¢,x) +(d,y), kun Ax + Dy < b, (5.1)

ja lisdksi x > 0 ja 0 < y < y%. Muuttujat y;, i = 1,...,7 ovat kokonaislu-
kuarvoisia.

Seuraavassa on klassinen esimerkki kokonaislukutehtavana ratkeavasta on-
gelmasta.
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[ Esimerkki 5.1.1 Tuotetaan n:44 eri tuotetta. Tuotantokustannus koostuu tuot-
teen i kertakustannuksesta s; seka maarasta x; riippuvasta kustannuksesta
cix;. Tuotteet myydadn yksikkohinnalla p;. Haetaan optimaalinen tuotanto-
suunnitelma, kun kutakin tuotetta voidaan valmistaa maksimissaan maara «;
ja kokonaistuotannolla on raja f.

Tuotteelle i saadaan kustannusfunktioksi C; (x;):

oy ) Sitcixi, Jos x> 0,
Cilxi) = { 0, jos x; = 0.

Tama kustannusfunktio on kuitenkin epajatkuva, kun x; = 0, joten syntyvan
tehtdvdn ratkaiseminen on vaikeaa. Lisdtddn tehtavdan binddarimuuttuja y;:

V1, josxi> 0,
Yi= 0, josx;=0.
ja muuttujia x; ja y; koskeva ehto
Xi < XiYi.

Téassd «; on muuttujaa x; koskeva yldraja eli ehtona on x; < «;. Maksimoidaan
tuottoa, joten optimointitehtdavdaksi saadaan

makfimi f(x),

missd kohdefunktio f on

n n n
FX) =D pixi— > cixi+ D siyi = (P- ¢,X) — (s,y), (5.2)
i=1 i=1 i=1
missd x; > 0 jay; € {0,1}, i =1,...,n. Rajoitteiksi saadaan
0 < x; < & yi, kaikillai =1,...,n,
yi=0taiy; =1, kaikillai=1,...,n, (5.3)
2ixi <B.

Esimerkin 5.1.1 tehtdva ratkaistaan esimerkissd 5.4.1. Seuraavassa kdytetdan
kokonaislukumuuttujia loogisten madrittelyjen esittdmiseen.

[ Esimerkki 5.1.2 Olkoon kisiteltidvini joukko toimintoja P;. Tehtidvini on mal-
littaa binddrimuuttujilla toimintoja koskevia loogisia lauseita.

1. Médritelladn lauseke "toiminnosta P; seuraa P» ja P3” eli P, = P, ja Ps.
Lauseke voidaan esittdd kolmen binddrimuuttujan y; avulla:

1
Y1 < 5(3/2 +3).

Toinen mahdollisuus on huomata, etta lauseke voidaan esittdaa muodossa:
(P; = Py) ja (P; = P3). Tama voidaan mallittaa epdyhtaloilla

Y1 =Y, Y1=D)3.

Jalkimmadinen tapa on kaytannon laskuissa yleensa tehokkaampi.
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2. Vain yksi vaihtoehdoista Py, P», ..., P, voidaan toteuttaa. Maaritellaan bi-
nadrimuuttujat yy,..., Y, ja asetetaan ehto

M=

Il
—

yiﬁl.

1

Siis vain yksi binddrimuuttujista y; voi olla nollasta poikeava.

Edellisessa esimerkissd mainittuja mallinnusideoita voi kiayttaa seuraavassa
esitellylla tavalla.

[ Esimerkki 5.1.3 Sijoittelutehtdvdssd (assignment problem) tyontekijoille i =

1,...,m on tarjolla tehtavat j = 1,...,n. Kunkin tyontekijan kustannukset
¢ij > 0 tiedetddn. Tehtdvdnd on minimoida kokonaiskustannukset sijoittele-
malla tydntekijdt tehtdaviinsda mahdollisimman hyvin.

Otetaan kéytoon binddrimuuttujista koostuva matriisi R, jonka alkiot ovat r;; €
10,1}, i,j = 1,...,n. Jos tyontekija i tekee tehtdvdn j asetetaan 7;; = 1 ja
muussa tapauksessa r;; = 0. Kukin tyontekija tekee vain yhden tehtédvén ja
kaikki tehtdvat on hoidettava. Ndin saadaan muodostettua matemaattinen malli
sijoittelutehtavalle:

miimi >, ), ¢istij, Ky sw ) aiklla . (54)

&< {Z?l 7i; = 1 Kaikilla j,
i=1j=1

Téama tehtdva on hyvin vaikea ratkaista, kun n on suuri: tehtédvélla on kaikkiaan
n'=nn-1)(n-2)---2-1 eri ratkaisuvaihtoehtoa.

5.2 Ratkaisualgoritmit

Kokonaislukutehtivét ovat kombinatorisen luonteensa ja epdjatkuvuutensa
takia paljon vaikeampia ratkaista kuin LP-tehtdvat.

[ Esimerkki 5.2.1 Tarkastellaan 35 binddrimuuttujaa sisiltdvaa tehtivaa. Erilai-

sia vaihtoehtoja on 23° =~ 34 x 10°. Jos sekunnissa voisi kisitelld 1000 vaihtoeh-
toa, kestaisi tehtdavéan lapikdyminen noin 400 vuorokautta. Kdytannon algorit-
mit ovat tietysti suoraviivaista lapikdyntia tehokkaampia, mutta silti suurten
kokonaislukutehtdvien ratkaiseminen voi vaatia runsaasti laskenta-aikaa.

Useat kokonaislukutehtdvien ratkaisualgoritmit perustuvat tehtavan relak-
soimiseen (kokonaislukumuuttujat saavat jatkuvia arvoja) ja ratkaisemiseen
tavallisena LP-tehtdvdna sekd kokonaislukuratkaisujen generointiin 1ahto-
kohtana tdten saatu jatkuva-arvoinen ratkaisu.
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Kokonaislukutehtdvien ratkaisumenetelmat voidaan jakaa leikkaustasome-
netelmiin (cutting plane methods) ja luettelointimenetelmiin (enumerati-
ve methods). Viime aikoina on tutkittu branch and bound -menetelmien
(erds luettelointimenetelma) ja leikkaustasomenetelmien yhdistamista mel-
ko lupaavin tuloksin. Lisdksi LP-tehtavien sisdpistemenetelmid on sovellettu
branch and bound -menetelmén osatehtavien ratkaisemiseen.

5.2.1 Leikkaustasomenetelmat

Leikkaustasomenetelmissd johdetaan kokonaislukuvaatimusten ja rajoittei-
den perusteella uusia epayhtdloitd, jotka rajaavat alkuperdista kaypaa aluet-
ta pienemmaksi sdilyttden kuitenkin kokonaislukuratkaisut. Loppujen lo-
puksi tuloksena on LP-tehtdvd, jonka optimaalisen ratkaisuvektorin muut-
tujat toteuttavat alkuperdisen tehtavan kokonaislukuehdot.

Leikkaustasomenetelmid 1oytyy seka puhtaille kokonaislukutehtaville etta
sekalukutehtaville. Tunnetuimpia leikkaustasomenetelmida ovat Gomoryn
menetelma ja Balasin algoritmi 0/1-tehtéaville.

5.2.2 Luettelointimenetelmat

Luettelointimenetelmissa generoidaan kaikki mahdolliset kokonaisluku- tai
sekalukutehtdvan ratkaisuehdokkaat. Algoritmit koostuvat kirjanpitorutii-
nista seka eliminointialgoritmista, joka pyrkii osoittamaan, etta tietyt koko-
naislukuarvot eivét voi tuottaa nykyistd parempia ratkaisuja.

Branch and bound -algoritmi on tunnetuin luettelointimenetelma ja myos
kaytetyin kokonais- ja sekalukutehtdvien ratkaisualgoritmi. Yleensa se myos
on tehokkain ratkaisumenetelma.

Branch and bound -algoritmi (Lang ja Doig -versio [Lok77, Sal75]) sekalu-
kutehtaville on esitetty seuraavassa. Tassda merkintd | x| merkitsee luvun
kokonaisosaa, esimerkiksi [1.6] = 1.

Algoritmi 5.2.1 (Branch and bound)

1: Olkoon z* yldraja MIP-tehtdvdan minimiarvolle. Ratkaistaan
aluksi tavallisena LP-tehtavana relaksoitu tehtdvdi eli sallitaan
kokonaislukumuuttujille jatkuvat arvot. Mikali kdypéaa ratkai-
sua ei loydy, ei ratkaisua 16ydy MIP-tehtavéallekdan, eli voidaan
lopettaa. Jos taas saatu LP-ratkaisu toteuttaa kokonaislukueh-
dot, on tehtava ratkaistu.

2: Olkoon esimerkiksi x,, muuttuja, jonka LP-ratkaisun arvo x, *
ei ole kokonaisluku. Talloin valissa | x, * | < xp < [x ] +1 ei
voi olla kdypda kokonaislukuratkaisua. Siis kokonaislukurat-
kaisun taytyy olla joko < | x,*] tai = [ x,*] + 1. Koska koh-
defunktio on optimikohdan ymparistossa konveksi, saadaan
tarkasteltavaksi kaksi haaraa: x, < [x,* | jax, = [x*] + 1.
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3: Valitaan jatkoon ne osatehtavdt, joiden LP-ratkaisu on < z*
eli paras tdhdnastinen MIP-ratkaisu.

4: Tarkistetaan, loytyyko osatehtavista uutta ylarajaa MIP-ratkai-
suille ja pdivitetdadn tarvittaessa z*. Kaikki tdtda huonommat
osaprobleemat voidaan unohtaa.

5: Jos osaratkaisujen lista on tyhjd, on z* joko loydetty tai MIP-
tehtavalle ei ole ratkaisua. Muussa tapauksessa haetaan osa-
ratkaisu, jolla on paras minimiarvon ylaraja. Valitaan uusi
muuttuja x,, jonka suhteen haaraudutaan. Jatketaan vaihees-
ta 2.

Branch and bound -menetelmén tyoldin osa on jokaisessa haarautumisessa
ratkaistava LP-tehtava. Lisaksi menetelma on tehokas vain jos osaratkaisujen
yldrajat voidaan arvioida mahdollisimman pieniksi algoritmin alkuvaiheissa,
jolloin vaihtoehtojen eliminointi on tehokasta.

Branch and bound -algoritmin kayttokelpoisuus ei rajoitu suinkaan lineaa-
risiin kokonaislukutehtaviin, vaan sitd voi yrittaa kayttad myos esimerkiksi
globaalissa optimoinnissa. Menetelma on varsin tehokas, jos kohdefunktion
arvoille voidaan laskea hyvia yla- ja alarajoja.

5.3 Yleisohjeita

Kokonaislukumalleissa kannattaa aina kayttdd mahdollisimman vdhan ko-
konaislukumuuttujia ja antaa tiukat rajat muuttujien arvoille. Mahdollisim-
man hyva alkuarvaus on tietenkin tarkedi. Kannattaa aina aluksi ratkaista
vahintdankin relaksoitu LP-tehtdva ja kdynnistad sekalukuoptimointi saa-
dusta jatkuva-arvoisesta ratkaisusta.

Mikali kyseessd on jokin erikoistyyppinen kokonaislukutehtava, kannattaa
kayttaa kyseiseen tehtdavadn kehitettyja erikoisalgoritmeja mikéli mahdol-
lista. Esimerkiksi melko yksinkertaisenkin sijoittelutehtdavan ratkaiseminen
tavallisena kokonaislukutehtdvana voi olla hyvin raskasta.

Huomautus 5.3.1 Kokonaislukuoptimoinnin tarkeimpéana saantoéna voi pi-
taa: ala yrita ratkaista isoa kokonaislukutehtdavaa, ennen kuin olet varma,
ettd tehtdava on muodostettu jarkevasti.

Kannattaa siis aina tarkistaa, voiko tehtdvaa yksinkertaistaa esimerkiksi
eliminoimalla turhia rajoitteita tai muuttujia. Muutamankin rajoitteen tai
muuttujan poistaminen voi tuottaa useita kertaluokkia helpommin ratkea-
van tehtdvan. Toisinaan voi isokin MIP-tehtdava (kymmenid kokonaisluku-
muuttujia) ratketa varsin helposti, joskus taas yksinkertaiselta ndyttava teh-
tava voi vaatia paljon laskentaresursseja.
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5.4 Ohjelmistoja

Kokonaislukutehtdvid voi esittdd GAMS-mallinnuskielelld, joka puolestaan
kayttaa sopivaa ratkaisuohjelmistoa mallien ratkaisemiseen.

[ Esimerkki 5.4.1 Esimerkin 5.1.1 tuotantomallia vastaava GAMS-malli 16ytyy
listauksesta 5.1. GAMS-mallin ratkaisemiseen tarvittaan muutamia ratkaisuoh-
jelmiston branch and bound -iteraatioita. Relaksoidun MIP-mallin maksimiarvo
oli 205.5 ja MIP-mallin maksimiarvo 202.

GAMSin ja Lampsin lisdksi kokonaislukumalleja voi yrittda ratkaista mm.
NAG-aliohjelmakirjaston rutiinilla h02bbf (taulukko B.5 sivulla 211). SAS-
ohjelmiston SAS/OR-osuuden LP-proseduuri osaa ratkaista myos kokonais-
lukutehtavia.

Jos kaytettdvissa on ratkaistavaan tehtdvdaan soveltuva erikoisohjelmisto,
kannattaa sitd kayttda. TOMS-algoritmeista 16ytyy menetelmia kokonaislu-

Listaus 5.1: GAMS-esimerkki tuotantomallista, jossa on kiintedt tuotannon aloi-
tuskustannukset sekéd tuotantomaddréadn verrannolliset kustannukset. Kokonaistuo-
tannolle ja eri tuotteiden tuotannolle on asetettu maksimimadadrat. Binddrimuuttuja
Bintuot (1) madérad, tuotetaanko tuotetta i vai ei. Asettamalla OPTCR = 0.0 péas-
tddn sekalukutehtavén tarkkaan optimiarvoon.

SET i Tuotteet / T1 * T4 /;

SCALAR Maxtuot Maksimi kokonaistuotannolle / 450 /;

PARAMETERS Ylarajat(i) / T1 250, T2 170, T3 150, T4 300 /
Hinnat(i) / T1 4.5, T2 2.6, T3 4.0, T4 1.5 /
Kust(i) / T1 4.0, T2 2.0, T3 4.0, T4 1.0 /
Aloitus(i) / T1 10.0, T2 25.0, T3 5.0, T4 15.0 /;

POSITIVE VARIABLE Tuotanto(i) Tuotantomaara;
BINARY VARIABLE Bintuot(i) Binaarimuuttuja tuotannolle;
FREE VARIABLE Tuotto Voiton kokonaissumma;

EQUATIONS Eql(i), Eq2, Obj;

Eql(i).. Tuotanto(i) =L= Ylarajat(i)*Bintuot(i);

Eg2.. SUM(i, Tuotanto(i)) =L= Maxtuot;

Obj.. Tuotto =E= SUM(i, (Hinnat(i) - Kust(i))*Tuotanto(i)) -
SUM(@i, Aloitus(i)*Bintuot(i));

MODEL Tmalli / ALL /;
OPTION OPTCR = 0.0;
SOLVE Tmalli USING MIP MAXIMIZING Tuotto;
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kutehtaviin (taulukko B.6 sivulla 214). Esimerkiksi sijoittelutehtdvien (job
assignment problem) ratkaisuohjelmistoja 16ytyy TOMS-algoritmeista.

5.5 Lisadtietoja

Lisdtietoja kokonaislukutehtivien ratkaisemisesta loytyy mm. teoksista Ope-
rations Research [Tah87], Combinatorial Optimization [PS82], Integer Pro-
gramming [Sal75] ja Integer programming: theory, applications, and com-
putations [Tah75] sekd esimerkiksi sarjajulkaisuista Operations Research ja
Mathematical Programming. Eri menetelmien yhdistamistda on kuvailtu ar-
tikkeleissa [PR91, Bor92]. Lisdtietoja ohjelmistoista 10ytyy liitteesta B (si-
vu 206).
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6 Rajoitteettomat
epadlineaariset
optimointitehtdvat

Tdssd luvussa esitetddn yleiskatsaus jatkuvasti differentioituvien epélineaa-
risten optimointitehtdvien ratkaisumenetelmiin ja -ohjelmistoihin. Lisdksi
esitelladn tarkemmin joitakin tehtdvatyyppeja ja niiden ratkaisemista.

6.1 Epalineaariset tehtdavat

Luvuissa 6, 7 ja 8 késitellddn epélineaarisia optimointitehtavia

mir}(imi f(x), kun g(x) < 0ja h(x) =0. (6.1)

Tehtavan kohdefunktio f(x) tai rajoitefunktiot g(x) : R® — R ja h(x) :
R"™ — R4 voivat olla epdlineaarisia.

Epélineaariselle funktiolle ei pade f(x +y) = f(x) + f(y) kaikilla x,y tai
f(xx) = of(x) kaikilla x. Esimerkiksi fo + x% — 1 < 0 on epdlineaarinen
epayhtalorajoite.

Pienimmaéan neli6summan minimointitehtavia kasitelladn luvussa 7 ja rajoit-
teellisia optimointitehtdvia luvussa 8. Yksiulotteista optimointia kasitellaan
luvussa 13, jossa esitelldan mm. viivahakumenetelmia moniulotteiseen op-
timointiin. Lisatietoja 10ytyy taman luvun lopusta 1l6ytyvan kirjallisuusluet-
telon teoksista.

Epélineaarisuus tekee optimointitehtdvén ratkaisemisen vaikeaksi varsinkin,
kun ratkaisuavaruuden dimensio kasvaa. Epélineaarisella optimointitehté-
valla voi olla seuraavia ominaisuuksia:

o Tehtavalla ei ole yksikasitteistd optimiratkaisua x*, vaan joukko paikal-
lisia dariarvokohtia.

e Eri muuttujilla on eri skaalat. Esimerkiksi muuttuja x; kuuluu vilille
[0,10719] ja muuttuja x» kuuluu vélille [1,10°].
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e Funktio f(x) on raskas laskea: funktion arvo voi olla perdisin esimer-
kiksi prosessisimulaatiosta tai differentiaaliyhtdlosysteemista.

o Funktion f(x) derivaatat eivat ole saatavilla: niitd ei esimerkiksi voida
johtaa analyyttisesti tai f(x) on "musta laatikko”, jonka rakennetta ei
tunneta.

e Hyvéan alkuarvauksen loytaminen tehtdvan ratkaisemiseksi on vaikeaa.

I Esimerkki 6.1.1 Minimointitehtavéa

n n
minimi > cixi+ leln

i Zm

on tyyppiesimerkki vaikeasta epélineaarisesta optimointitehtavasta. Talldisia
tehtdvia esiintyy esimerkiksi kemian reaktioyhtdloiden yhteydessd. Logaritmi-
tai eksponenttifunktio aiheuttaa usein skaalausongelmia: pieni ero muuttujien
arvoissa voi aiheuttaa suuria muutoksia kohdefunktion kayttaytymisessa. Teh-
tdvan ratkaisemista vaikeuttavat myos (tdssd tapauksessa lineaariset) rajoit-
teet.

,kuinx>0jaAx=Db

Yleismenetelmad epdlineaaristen optimointitehtdvien ratkaisemiseen ei ole
olemassa. Mahdollisia algoritmeja ja ohjelmistoja on monia ja kannattaa ko-
keilla eri menetelmid parhaan l6ytamiseksi. Ratkaistavan ongelman erikoi-
sominaisuuksia tuleekin pyrkid hyodyntamaéan.

6.2 Rajoitteettomien tehtavien ratkaisu

Rajoitteettomille optimointitehtaville (unconstrained optimization)

mil}(imi f(x), kunx € R™, (6.2)

loytyy tehokkaita ratkaisumenetelmid, kun minimoitava kohdefunktio f on
jatkuvasti differentioituva. Erdille algoritmeille voidaan jopa osoittaa glo-
baali suppeneminen, kun kohdefunktio f toteuttaa sopivat ehdot. Toisaalta
luotettavin menetelma ei valttamatta ole tehokkain.

Suositeltavia moniulotteisten rajoitteettomien tehtdvien ratkaisualgoritmeja
ovat (kuva 6.1):

o Newtonin menetelmd sisdltyy mm. IMSL- ja NAG-aliohjelmakirjastoihin.
Menetelmd on tehokas, mikéali derivaatat on helppo laskea. Toisaalta
menetelma vaatii esimerkiksi luottamusalueen tai viivahaun kayton ol-
lakseen stabiili.

o Sekanttimenetelmd BFGS-pdivitykselld 10ytyy mm. IMSL- ja NAG-kirjas-
toista. BFGS on luotettava ja stabiili menetelmd, mutta isoissa tehtdvissa
liittogradienttimenetelmat tarvitsevat vahemman muistia.
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e Liittogradienttialgoritmeista tunnetuimmat ovat Fletcherin ja Reevesin
menetelmd seka Polakin ja Ribiéren menetelmd. Ohjelmistot CONMIN
[SP80] ja BBVSCG [BL85] ovat stabiileja liittogradienttimenetelmien yleis-
tyksia. Liittogradienttimenetelmat ovat tehokkaita, kun muuttujia on yli
250 eikd kohdefunktion Hessen matriisi H(x) = VV7T £(x) ole harva, jol-
loin harvuutta hyodyntavat menetelmat voivat olla tehokkaita.

e Jokin suorahakumenetelmd, esimerkiksi Nelderin ja Meadin polytoop-
pihakumenetelmdi, joka soveltuu myos ei-differentioituville funktioille.
Menetelma 16ytyy mm. IMSL- ja NAG-aliohjelmakirjastoista sekd Matla-
bin Optimization Toolboxista.

Naita menetelmia esitelladn my6hemmin tassa luvussa. Ohjelmistoja on esi-
telty luvun lopussa sivulla 124 seka liitteessa B.

Yksi yhtalo?

Kylla Ei

Jatkuva funktio?

Silea funktio?

Neliollinen Kultainen leikkaus Pienimman Polytooppihaku
tai kuutiollinen neliosumman tai tilastolliset
interpolaatio tehtava? hakumenetelmat
Kylla Ei
Levenberg- Suuri tehtava?
Marquardt R .
Kylla Ei
Liittogradientti- Toiset derivaatat
menetelmat kaytossa?
Kylla | Ei

Modifioitu Newton Sekantti- tai

liittogradientti-
menetelmat

Kuva 6.1: Rajoitteettomien optimointitehtidvien ratkaisumenetelmien soveltuvuus
erityyppisiin tehtéaviin esitettynd yksinkertaisena kaaviona.

6.3 Ratkaisumenetelmien yleispiirteita

Rajoitteettomaan optimointiin kehitetyista algoritmeista osa kayttaa vain
funktion arvoja (esimerkiksi polytooppihaku), osa taas vaatii gradienttivek-
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torin (liittogradienttimenetelmd) ja mahdollisesti myds Hessen matriisin las-
kemisen tai arvioimisen (Newtonin menetelmén tyyppiset algoritmit).

Newton-tyyppiset menetelmait soveltuvat sileiden rajoitteettomien optimoin-
titehtdvien ratkaisemiseen, jos kohdefunktion f(x) gradienttivektori V f(x)
ja Hessen matriisi H(x) = VVT f(x) voidaan laskea tai arvioida tehokkaasti.
Seuraavassa on esitetty algoritmin perusrakenne:

Algoritmi 6.3.1 (Newton-tyyppinen ratkaisumenetelma)

valitse alkuarvaus x! ja aseta k = 1

repeat
ratkaise hakusuunta p* yhtalostd Hyp* = —V.f (x¥)
hae uusi piste ratkaisuavaruudesta: x*1 = x* + Axp*
k=k+1

until ||x* —x*¥ 1| <€

Hakusuunta p* saadaan liittogradienttimenetelmissa kaavasta
p* = -V f(x") + Bip*! (6.3)
ja sekanttimenetelmissa kaavasta
Bept = -V f(xY), (6.4)

missd By on Hessen matriisin arvio. Sekanttimenetelmissa matriisia By péi-
vitetdan kullakin iteraatioaskeleella. Jos matriisi By asetetaan identiteetti-
matriisi, saadaan jyrkimmaéan laskun menetelma (steepest descent), ja jos
matriisiksi By asetetaan VVT f (x*) eli Hessen matriisi, saadaan Newtonin
menetelma.

Newtonin menetelmassa hakuaskeleen pituus Ay valitaan usein kayttden
viivahakua (line search). Vaihtoehtoisesti voidaan kayttaa Iuottamusaluee-
seen perustuvia menetelmid (trust-region methods). Viivahakua ja luotta-
musaluetta kuvataan luvussa 13 sivulta 193 alkaen.

Viivahaun tai luottamusalueen kaytté on tirkedad mm. indefiniittien tai 1a-
hes singulaaristen Hessen matriisien vuoksi. Pisteessd, jossa Hessen matrii-
si on ldhes singulaarinen, on Newtonin menetelmén yhtaléoryhmasta saatu
hakuaskel usein huono valinta. Myos liittogradienttimenetelma ja sekantti-
menetelmat perustuvat viivahaun kayttoon.

Epdlineaaristen optimointitehtdvien viivahakuun perustuvissa ratkaisualgo-
ritmeissa valitaan aluksi kdypa hakusuunta p* € R" ja tamén jalkeen kul-
jetaan kyseiseen suuntaan kunnes loydetdadn minimikohta. Askelpituudeksi
siis valitaan

A = arg mi}\nigni F&xKE+aph) (6.5)
>

siten, ettd x* + Axp* on kayvalld alueella F. Rajoitteettomassa optimoinnis-
sa kdypa alue on F = R". Kyseessd on siten yksiulotteinen parametrin A
minimointitehtdvé avaruuden R” puolisuoralla x* + Ap*, A > 0.
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Luvussa 13 on esitetty takautuvan viivahaun periaate ja erds menetelméan
toteutus sekd sen sovelluksia.

Luottamusalueeseen perustuvissa menetelmissd rajoitetaan hakuaskeleen
pituutta ja tarvittaessa kasvatetaan tai pienennetddn luottamusalueen ko-
koa. Kyseessd on viivahaun kéytolle vaihtoehtoinen tapa selvitd esimerkiksi
Hessen matriisin indefiniittisyydesta ja varmistaa algoritmin suppeneminen.

Luottamusalueen ideana on havainto, ettd Newtonin menetelmassa kaytetty
funktion kvadraattinen malli on kayttokelpoinen vain nykyisen hakupisteen
x¥ 1dhelld. Jos Hessen matriisi on indefiniitti (myos negatiivisia ominaisar-
voja), ei kvadraattisella mallilla ole alarajaa. Tdten kvadraattinen approksi-
maatio on huono, kun askel s = A;p* on suuri.

6.3.1 Suppenemiskriteereja

Optimointitehtdavien ratkaisualgoritmeissa tarvitaan ehto iteroinnin lopetta-
miselle. Edelld algoritmissa 6.3.1 ehdoksi asetettiin ||x**! — x¥|| < €, missa
parametri € on positiivinen skalaari. Tdma ehto ei sellaisenaan ole aina riitta-
va eika sovellu kaikkiin tilanteisiin. Esimerkkina tasta on tilanne, jossa ||x* ||
on hyvin suuri.

Jos kaytetddan kaksoistarkkuuden aritmetiikkaa, ovat seuraavassa esitetyt
suppenemisehdot varsin kayttokelpoisia:

|Vf(xk1)] <107,

x4 —xM e
X =X -6,
max{1, [|x*1}

ILf xR — F(xM)] 10-16
max{1, [fFH} S

(6.6)

Suppenemiskriteerien tarkkuus taytyy tietenkin valita ratkaisulta vaaditta-
van tarkkuuden perusteella. Edelld annetut numeroarvot ovat vain suuntaa
antavia.

6.3.2 Menetelmien luotettavuus

Tarkastellaan aluksi pienten ja keskisuurten tehtdavien (muuttujien lukumaa-
ra n on alle 250) ratkaisemista. Luotettavuudella tarkoitetaan tdssa paikal-
lisen optimin 16ytymisen todennédkoéisyyttd, mihin vaikuttaa suppenemisno-
peus ja -varmuus. Rajoitteettomien tehtavien ratkaisualgoritmit voidaan jar-
jestaa luotettavuuden perusteella esimerkiksi seuraavasti:

e toisia derivaattoja kdyttava modifioitu Newtonin menetelma

e modifioitu Newtonin menetelma ja differenssiarvio Hessen matriisille
e gradienttivektoria kdyttava sekanttimenetelma

e sekanttimenetelmad ja gradienttivektorin differenssiarvio

e gradienttivektoria kayttdva liittogradienttimenetelma
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o liittogradienttimenetelma ja differenssiarvio gradienttivektorille

¢ suorahakumenetelmat, esimerkiksi polytooppihaku.

Menetelma tulisi valita aina mahdollisimman ldhelta listan alkupaata. Jos
derivaatat eivat ole saatavilla, joudutaan tietenkin valitsemaan epéluotet-
tavampi menetelma. Menetelmén toteutus vaikuttaa suuresti ratkaisemisen
luotettavuuteen. Tdssd on oletettu, ettd kdytetddn valmisohjelmistoista 10y-
tyvid toteutuksia, jotka on perusteellisesti testattu.

Suurten tehtdvien ratkaisuun vaikuttaa erittdin paljon tehtdvan tyyppi, esi-
merkiksi Hessen matriisin harvuus. Newton-tyyppiset menetelmét ovat luo-
tettavia ja tehokkaita my0s suurissa tehtavissa, esimerkkina katkaistu New-
tonin menetelmd. Muistinkdytén vuoksi voidaan joutua valitsemaan rajoite-
tun muistin sekanttimenetelma tai liittogradienttimenetelma.

6.4 Ratkaisuohjelmistot ja esimerkkitehtavat

Tassd oppaassa kaytetty mallinnuskieli GAMS kayttda mm. Minos-ohjelmis-
toa mallien ratkaisemiseen. Erdista keskeisista algoritmeista annetaan sup-
peat Mathematica- tai Fortran-toteutukset sanallisten kuvausten lisdksi. Mat-
hematicaa kdytetddn kuvauskielena tiiviytensd ja monipuolisuutensa vuok-
si. Todellisissa tehtdvissa kannattaa toki kdyttda kddnnettavia kielid ja mie-
luiten tietenkin valmisohjelmistojen testattuja algoritmeja tai esimerkiksi
Netlibista 10ytyvid paljon kaytettyja koodeja.

X1 2 X7

Kuva 6.2: Kaksiulotteinen Rosenbrockin funktio f(x) = 100(x, — x3)% + (1 —
x1)2. Globaali minimipiste on (1,1)T. Kaareutuva kapea laakso aiheuttaa ongelmia
useimmille ratkaisumenetelmille.
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Epdlineaaristen optimointitehtdvien ratkaisumenetelmien ja -ohjelmistojen
kayttod havainnollistetaan kuvassa 6.2 esitetyn Rosenbrockin funktion avul-
la. Rosenbrockin funktion minimi haetaan tassa luvussa aluksi GAMSin avul-
la. Lisdksi ratkaisemista havainnollistetaan perusalgoritmien Mathematica-
toteutuksilla. Suurten ja vaikeiden optimointitehtdvien ratkaisemiseen on
syyta kayttda luotettavia valmisohjelmistoja, kuten yleiskédyttoisia aliohjel-
makirjastoja IMSL ja NAG sekd lineaarialgebran aliohjelmakirjastoa Lapack.
Luvussa myos vertaillaan suositeltavia suurten optimointitehtdvien ratkai-
suohjelmistoja.

6.4.1 GAMS-ohjelmiston kaytto

GAMS-mallinnuskieltd voi kadyttda epélineaaristen optimointitehtdvien maa-
rittelemiseen. Ratkaisemiseen soveltuu vaikkapa Minos-ohjelmistomoduu-
li. GAMS laskee tarvittaessa kohdefunktion ja rajoitefunktioiden derivaatat.
GAMS on tehokas standardityyppia olevissa tehtdvissd, joissa kohdefunktio
jarajoitteet ovat sileitd ja suurin osa rajoitteista on lineaarisia.

[ Esimerkki 6.4.1 Tarkastellaan kuvassa 6.2 esitetyn Rosenbrockin funktion

f(x) =100 (xzfxf)er(lfx])Z (6.7)

minimointia. Funktion Hessen matriisi on

1200x% — 400x, + 2 —400x;
H(x) = (6.8)
—400x, 200
ja gradienttivektori
© 00 —400x7 (x2 — x2) +2(x1 — 1) 6.9)
X) = . . .
200(x» — x?)

Alkuarvaus olkoon (-1.2,1.0)T.

Minimointitehtdva on esitetty GAMS-mallina listauksessa 6.1. Ratkaisemalla
malli GAMSilla saadaan tulokseksi piste x* = (1,1)7, joka on minimikohta:
funktion gradientiksi saadaan V f(x*) = (0,0)7 eli kyseessd on kriittinen pis-
te. Hessen matriisiksi tassd pisteessd saadaan

802 —400
*y _
Hix™) = ( ~400 200 )

Hessen matriisi on positiivisesti definiitti, koska ominaisarvoiksi saadaan
eig(H (x*)) ~ {0.3994,1002} > 0.

Taten kyseessd on vahva lokaali minimi. Toisaalta koska f(x) > 0 = f(x*)
kaikilla x, on kyseessda myos globaali minimi.




106 Optimointitehtdavien ratkaiseminen

Listaus 6.1: Rosenbrockin funktion minimointi GAMS-mallinnuskielelld. Funktio
SQR korottaa argumenttinsa neliéén. Notaatiolla x1.1 = ... voidaan asettaa muut-
tujalle x1 alkuarvo. Optimoitavan kohdemuuttujan (tissd tapauksessa fx) tdytyy
olla vapaa muuttuja. Yhtdsuuruutta merkitddn =E=.

FREE VARIABLES f, x1, x2;

EQUATION Func;

Func.. f =E= 100*SQR(x2 - SQR(x1)) + SQR(1 - x1);
x1.1 = -1.2; x2.1 = 1.0;

MODEL Rosenbr / ALL /;

SOLVE Rosenbr MINIMIZING f USING NLP;

6.5 Newtonin menetelma

Newtonin iteraatio epélineaarisen minimointitehtdvan ratkaisemiseksi toi-
mii seuraavasti:

HxMpk = -vf(xb), (6.10)
kel — xk 4 pk, (6.11)

X

Newtonin menetelméssa taytyy ratkaista lineaarinen yhtaléryhma (6.10) jo-
kaisella iteraatioaskeleella. Koska Hessen matriisi H(x*) = VVT f(x¥) on
symmetrinen ja monissa kdytannon tehtavissa myos harva, voidaan ratkai-
sussa kayttad erikoismenetelmid (katso kappaletta 1.4 sivulla 23). Iteraatio
voidaan lopettaa esimerkiksi silloin, kun askelpituus ||p¥|| on riittdvan pieni.

Newtonin menetelmi suppenee, jos iteraatiopiste x* on tarpeeksilahelld pai-
kallista minimid ja Hessen matriisi on positiivisesti definiitti. Suppeneminen
on lisaksi neliollistd (kvadraattista) eli

I —x*|| < BlIx* —x*|1%, B=0. (6.12)

Taten Newtonin menetelmin suppenemisnopeus on erittdin hyva oltaessa
lahellda optimointitehtdvan minimipistettd x*.

[ Esimerkki 6.5.1 Erdiden menetelmien suppenemista n-ulotteisen Rosenbroc-
kin funktion minimoinnissa on havainnollistettu kuvassa 6.3. Olkoon n = n/2,
jolloin kohdefunktio méaaritellddn seuraavasti:

n
f(X) = Z 100 (le' — X%i_l)z + (1 - le'_l)z .
i=1

Muuttujien lukumdéara n on 500. Kuvaajiin on piirretty ratkaisun virhe iteraa-
tiokertojen funktiona. Virheelld tarkoitetaan ratkaisupisteen etdisyytta tarkas-
ta ratkaisusta euklidisen normin mielessa.

Huomaa, ettd asteikot ovat erilaisia eri kuvaajissa. Koska liittogradienttimene-
telmén iteraatiossa tehdaan paljon vihemman tyota kuin esimerkiksi Newtonin
menetelman iteraatiossa, on todellisen tyomaaran vertaaminen vaikeaa.
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Ylimmadssd kuvaajassa esitetddn GAMS/Minos-ohjelmiston suppeneminen. Ku-
vaajasta havaitaan, ettd suppeneminen on lineaarista ja erittdin hidasta. Kes-
kimmadisessd kuvaajassa on esitetty Matlabin Optimization Toolboxista 1oyty-
van BFGS-menetelmdd kayttavan rutiinin fminu superlineaarinen suppenemi-
nen. Alimmassa kuvaajassa on esitetty TNPACK-ohjelmiston kayttdaytyminen
samassa tehtavassa. Katkaistuun Newtonin menetelméaan perustuvan ohjelmis-
ton suppeneminen on likimain kvadraattista lahestyttdessa minimia.

GAMS/Minos, n = 500
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=10
=
=
g
= J
< L J
2 10'5 ! ! ! ! ! ! ! ! !
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Kuva 6.3: Erdiden menetelmien ja ohjelmistojen kdyttdytyminen minimoitaessa
Rosenbrockin funktiota, kun muuttujien lukumééard on n = 500.

Huomautus 6.5.1 Newtonin menetelma suppenee neliollisesti minimikoh-
dan ldahelld, mutta menetelma on herkka Hessen matriisin singulariteeteille,
joten suppeneminen tulee varmistaa. Talloin kdytetddan joko viivahakua tai
luottamusalueeseen perustuvia menetelmia.

[ Esimerkki 6.5.2 Tarkastellaan esimerkista 6.4.1 tuttua Rosenbrockin funktion
minimointia. Olkoon alkuarvaus x! = (-1.2,1.0)T. Listauksessa 6.2 on esi-
tetty Newton-iteraation toteutus Mathematica-ohjelmistolla. Lopetusehtona on
Ilp¥|l < 1078. Koodi ei tarkista Hessen matriisin mahdollista singulaarisuutta.
Rutiini LinearSoTve ei hyddynna Hessen matriisin symmetrisyytta lineaarisen
yhtaloryhman ratkaisemisessa.
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Iteraatiopisteiksi x* ja funktion arvoiksi f(x¥) saadaan

k xk f(xk)

1 (-1.2,1) 24.2

2 (-1.175,1.381) 4.732

3 (0.7631,-3.175) 1412.

4 (0.7634,0.5828) 0.05597

5 (1,0.944) 0.3132

6 (1,1) 1.853-107 "
7 (1,1) 3.433-107%°

Kohdassa k = 3 jouduttiin melko kauas minimipisteestd. Minimiarvon loyta-
miseen tarkkuudella 1016 tarvittiin 7 Newton-askelta. Kuten tdstd esimerkisti
ndhdaan, listauksessa 6.2 esitetty Newtonin menetelma tormaa helposti Hes-
sen matriisin singulariteetteihin.

Listaus 6.2: Rosenbrockin funktion minimin hakeminen Newtonin menetelmalla.
Esimerkissd kéytetddn luvussa 12 esiteltdvid Mathematica-rutiineja Grad ja Hesse
derivaattojen laskemiseen. Rutiini NewtonStep tekee yhden Newtonin menetelméan
iteraation.

<<Derivaatat.m

(* Funktion arvo, gradientti ja Hessen matriisi ¥)
fIx1_,x2_] = 100 (x2 - x1A2)A2 + (1 - x1)A2;
gf[x1_,x2_] = Simplify[Grad[f[x1,x2],{x1,x2}]1]1;
Hf[x1_,x2_] = Simplify[Hesse[f[x1,x2],{x1,x2}]1];

(* Newton-askeleen Taskeva rutiini *)
NewtonStep[f_, gf_, Hf_, xO_List] := Block[{p, newx},
p = - LinearSolve[Hf @@ x0, gf @@ x0]; newx = x0 + p]

X0 = N[{-12/10,1},16]; (* Alkuarvaus *)

(* Iteroidaan, kunnes askel on kyllin pieni *)

NewtonIterates = FixedPointList[NewtonStep[f, gf, Hf, #]&, X0,
SameTest -> (Sqrt[Apply[Plus, (#1 - #2)A2]] < 10.A-8 &)]

(* Lasketaan funktion arvot iteraatiopisteissa *)
functionValues = Map[Apply[f,#]&, NewtonIterates]

[ Esimerkki 6.5.3 Kuvassa 6.4 on havainnollistettu Hessen matriisin kiyttayty-
mistd Rosenbrockin funktion tapauksessa. Ylempdan kuvaan on piirretty koh-
defunktion tasa-arvokdyrid. Alemmassa kuvassa on esitetty Hessen matriisin
héiridalttius (condition number) liikuttaessa janalla x(t) = (1 —t) (-1.2,1)T +
t(1,1)7,te[0,1].

Jotta Newtonin menetelma olisi kdyttokelpoinen, tarvitaan keino selviytya
Hessen matriisin mahdollisesta singulaarisuudesta. Modifioidussa Newtonin
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Rosenbrockin 2-ulotteinen funktio

AN NN

N | 4
g06 /
0.4 ' )
0.2 = ' y /
X = == )

1
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1
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Kuva 6.4: Kaksiulotteisen Rosenbrockin funktion Hessen matriisin hairidalttius
janallax(t) = (1 -¢) (-1.2, DT + ¢ (1, )T, t € [0,1].

menetelmdssd pyritadn pitamaan Hessen matriisi positiivisesti definiittise-
nd. Suppenemista voidaan myos yrittdd varmistaa luottamusalueen tai viiva-
haun avulla (luku 13).

Positiivisdefiniittisyyden voi tarkistaa esimerkiksi laskemalla Hessen matrii-
sille hajotelman LkaL,{ = H(x¥), missd Dy on lavistdjamatriisi. Yhtaloryh-
man H (x*)p* = —V f(x¥) ratkaiseminen tehdaén vaiheittain:

—Vf(xb), (6.13)
DyLlp* = . (6.14)

thk

Jos Hessen matriisi on singulaarinen, on jokin lavistajaalkio d;; = 0, jolloin
voidaan kokeilla lavistdjamatriisin Ry, 7;; = 0, lisdystd LDLT-hajotelmaan
ennen yhtdloryhman ratkaisua:

LkDkL] = H(x*) + Ry. (6.15)

Tédssa siis lisdttiin tarpeen mukaan positiivisia lukuja Hessen matriisin 1a-
vistdjalle.

[ Esimerkki 6.5.4 Omien Fortran-koodien rakennuspalikkoina voi kéyttia esi-
merkiksi Lapack-aliohjelmakirjastoa. Listauksessa 6.3 on kdytetty Lapackia sym-
metrisen yhtaloryhman ratkaisemiseen.
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Newtonin menetelméa kéyttava ohjelma on kirjoitettu Fortran 90 -ohjelmointi-
kielelld. Hessen matriisista lasketaan vain ylempi puolisko, silla Lapackin alioh-
jelma ssysv hyddyntda matriisin symmetrisyytta yhtaloryhméan ratkaisemises-
sa. Aliohjelma ssysv laskee Hessen matriisille LDLT-hajotelman ja tarkistaa
mahdollisen singulaarisuuden.

Lapackin kayttoon tarvittavat kdidnnoskomennot ja -valitsimet vaihtelevat ko-
neittain. Lapack sisdltyy CSC:n Cray-superkoneen LibSci-aliohjelmakirjastoon.
Crayllda ajettu ohjelma tuottaa neljdllda desimaalilla saman tuloksen kuin lis-
tauksen 6.2 Mathematica-koodi.

Newtonin menetelméan yhtdloryhmén tarkka ratkaiseminen vaatii paljon re-
sursseja (keskusmuistia ja laskenta-aikaa). Usein laskennan alkuvaiheissa
kannattaakin ratkaista yhtdld likimdaraisesti ja siirtyd tarkkaan ratkaise-
miseen vasta ldhestyttdessa optimipistettd. Katkaistussa Newtonin menetel-
muissd (truncated Newton) sallitaan nollasta poikkeava jaannosvektori r¥ =
Hyp* + V. f(x¥). Residuaalin r* sallittu suuruusluokka méaritelladn esimer-
kiksi kriteerilld (skalaari nx on menetelman parametri):

Ll

= < 1. 1
= fady =< (6.16)

6.6 Sekanttimenetelmat

Sekanttimenetelmissd (secant methods, myds quasi-Newton methods eli kva-
si-Newton -menetelmat) arvioidaan Newtonin menetelméassa tarvittavaa Hes-
sen matriisia (tai sen kdanteismatriisia) iteratiivisten paivitysten avulla ja
pyritddn pitamaan iteraatiomatriisi By positiivisesti definiittind. Paivitykset
tehdddn menetelmaista riippuvalla matriisilla Q:

By+1 = Bx + Qk - (6.17)
Kullakin iteraatioaskeleella ratkaistaan hakusuunta p* yhtaloryhmasta
Byp* = -V f(xh), (6.18)

jota voi verrata Newtonin menetelmén yhtiléryhméan H (x¥)pk = —V f (x¥).
Sekanttimenetelmien perusongelmana on: miten loydetdaan matriisi Bg+1,
kun tiedetadn B?

Oletetaan, ettd optimoitava funktio f on kahdesti jatkuvasti differentioituva.
Integraalilaskennan véliarvolauseen perusteella saadaan

1
Vf(x) = vF(xK) + JVVTf(xk + (xR —xR)) dt | (k- xk).
0

Merkitadn sk = xk*1 — x* ja yk = Vf(xk*t1) — V f(x¥) seka lisdksi z(t) =
x* + tsk, jolloin saadaan

1
JVVTf(Z(t))dt sk = yk. (6.19)
0
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Listaus 6.3: Rosenbrockin funktion Newtonin menetelmdalld minimoiva Fortran
90 -koodi. Yhtédléryhmén ratkaisu tehddén Lapack-aliohjelmakirjaston aliohjelmalla
SSysv.

PROGRAM Lapack_test
IMPLICIT NONE
INTEGER :: n, nrhs, Twork, j, info
INTEGER, DIMENSION(:), ALLOCATABLE :: dipiv
CHARACTER, PARAMETER :: uplo = ’'u’
REAL, DIMENSION(:), ALLOCATABLE :: x, gx, work
REAL, DIMENSIONC(:,:), ALLOCATABLE :: hx
REAL :: fx, xdiff, xtol
I Muuttujien alustus
n = 2; nrhs = 1; Twork = n*n
ALLOCATE(x(n), gx(n), hx(n,n), ipiv(n), work(lwork))
x = (/ -1.2d0, 1.0d0 /) ! Alkuarvaus
xdiff = 1.d0; xtol = 1.d-7
j=0
I Tehdddn Newton-iteraatioita
DO WHILE (xdiff > xtol)
CALL derivfn(x, fx, gx, hx); WRITE(*,*) x, fx
I Ratkaistaan Newton-yhtdalo Lapackilla
CALL ssysv(uplo, n, nrhs, hx, n, ipiv, gx, n, &
work, Twork, info)
IF (info /= 0) STOP ’Hessen matriisi singulaarinen’
x(:) = x(:) - gx(:)
xdiff = SQRT(SUM(gx(:)**2))
j=3+1
END DO
WRITE(*,*) ’x =", x, '; fx =7, fx, ’; iter =7, j
CONTAINS
SUBROUTINE derivfn(x, fx, gx, hx)
IMPLICIT NONE
REAL, DIMENSION(C:), INTENT(CIN) :: x
REAL, INTENT(OUT) :: fx
REAL, DIMENSION(SIZE(x)), INTENT(OUT) :: gx
REAL, DIMENSION(SIZE(x),SIZE(x)), INTENT(COUT) :: hx
I Funktion arvo
fx = 100.d0*(x(2) - x(1)**2)**2 + (1.d0 - x(1))**2
! Gradienttivektori
gx(1) = -400.d0*x(1)*(x(2) - x(1)**2) + 2.d0o*(x(1) - 1)
gx(2) = 200.d0*(x(2) - x(1)**2)
! Hessen matriisin yldkolmio
hx(1,1) = 1200.d0*x(1)**2 - 400.d0*x(2) + 2.dO
hx(1,2) = -400.d0*x(1)
hx(2,2) = 200.d0
END SUBROUTINE derivfn
END PROGRAM Lapack_test
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Integraalissa laskettavaa matriisia voi pitdad ikdan kuin keskimdardisend Hes-
sen matriisina janalla z(t). Kun tdllda matriisilla kerrotaan otettu askel sk,
saadaan gradientin muutos y* (vrt. Newtonin menetelmén johtaminen yhta-
loryhmaén ratkaisemiseksi teoksessa [HHL*02]).

Edellisen tarkastelun perusteella sekanttimenetelmien matriisi Bi;1 valitaan
niin, ettad se toteuttaa sekanttiyhtdlon

Bri1 (xK1 —xK) = V(M) — v F(xK). (6.20)

Matriisin B+ tulisi olla myds symmetrinen ja positiivisesti definiitti. Esi-
merkiksi alla esiteltavan BFGS-sekanttimenetelmdn tapauksessa positiivis-
definiittisyyden sailymisen takaa ehto (y*,sk) > 0. Seuraavassa osoitetaan,
ettd iteraatiomatriisien definiittisyys voidaan siilyttad eli ehto (y*,sk) > 0
pPysyy voimassa.

Olkoon iteraatiolla k matriisi By symmetrinen ja positiivisesti definiitti. Alus-
sa voidaan valita esimerkiksi B = I (identiteettimatriisi). Jos hakusuunta p*
saadaan yhtalostd By pk = -V f (x¥), on se funktion vihenemissuunta mat-

riisin By positiivisdefiniittisyyden perusteella. Hakuaskel sk = xk*1 — x¥ 15y-
detddn viivahaulla eli x¥*1 = x* + Axpk, Ax > 0. Talloin pétee
(yk,85) = A ((VF 1), pk) = (VF (%K), p)) . (6.21)

Koska vektori p¥ on funktion vidhenemissuunta, on termi —(V f(xX), p¥)
positiivinen. Lisdksi termi (V f(xK*1),pk) saadaan mielivaltaisen pienek-
si tarkalla viivahaulla (mikéli funktio on alhaalta rajoitettu), joten patee
(y*,sk)y > 0. Taten matriisit Br pysyvit positiivisesti definiitteind, kunhan
kaytetddn kyllin tarkkaa viivahakua.

Edelld esitettyyn analyysiin perustuvat sekanttimenetelmdit (joita kutsutaan
joskus muuttuvan metriikan menetelmiksi) ovat kaytetyimpid optimointime-
netelmia. Usein kaytetty BFGS-sekanttimenetelmé on seuraava:

Algoritmi 6.6.1 (BFGS-sekanttimenetelma)

valitse x! ja By sekéd vakio € > 0
fork=1,2,...
ratkaise suunta p* yhtialéryhmasta Bxp* = —V £ (x¥)
tee viivahaku: x¥*1 = x* + Axpk
gk — xk+1 _ xk
yk = Vf(xk) - v f(xK)
kakT BkskskTBk
(yk,sk) (s, Bsk)
until |V (x| <€

Bk+1 = Br +

Matriisi By on siis Hessen matriisin approksimaatio, jolle voidaan tehda esi-
merkiksi Choleskyn hajotelma LLT (tai LDLT-hajotelma) ja padivittid siti.
Etuna esimerkiksi Choleskyn hajotelman kayt0ssd on, ettd matriisi By voi-
daan pitad numeerisesti stabiilisti positiivisesti definiittina.

Alkuarvaus B; voi olla esimerkiksi identiteettimatriisi tai Hessen matriisin
differenssiarvio. BEGS-iteraatiot voidaan lopettaa, kun |s¥|| on kyllin pieni ja
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gradienttivektori V f(x¥) ldhestyy nollaa. BFSG-menetelmén suppeneminen
on yleensa lineaarista ja ldhella optimikohtaa superlineaarista.

[ Esimerkki 6.6.1 Listauksessa 6.4 on esitetty yksinkertainen BFGS-menetelmin
toteutus Mathematicalla. Matriisiksi B; asetetaan H (x!). Matriisin B; voisi aset-
taa myos identiteettimatriisiksi. Lopetusehtona kaytetdan testia |V f(x¥)| <
10-6. Viivahaun tarkkuus voi olla pienempi kuin liittogradienttimenetelmésséa
(tdssd tarkkuus on 107%).

Iteraatiopisteiksi x* ja funktion arvoiksi f(x¥) saadaan

k xk f(xk)

1 (-1.2,1) 24.2

2 (-1.175,1.381)  4.732

3 (-1.151,1.324)  4.626

38 (1,1) 3.86-107!
39 (1,1) 2.715-107
40 (1,1) 2.245-107'8

Téssd asetettiin By = H(x') eli lihdettiin tarkasta Hessen matriisista pisteessd
x!. Minimiarvon 16ytdmiseen tarkkuudella 10~'¢ tarvitaan 40 BFGS-askelta. Jos
asetetaan B, = I (identiteettimatriisi), tarvitaan tassa esimerkissa kolme iteraa-
tiota vihemmain. Siis Newton-askeleen suunta ei ole pisteessd x! kovin hyvi
alkuarvaus.

Huomautus 6.6.1 BFGS-sekanttimenetelmé on luotettava ja tehokas, mut-
ta isoille tehtéaville ovat liittogradienttimenetelmdt pienemman muistintar-
peensa ansiosta yleensa tehokkaampia.

BFGS-menetelmasta on olemassa myos rajoitetun muistin versioita (limited
memory BFGS) suurille tehtaville. Ideana on tallettaa Hessen matriisin (tai
kédanteismatriisin) sijaan joukko vektoreita s* ja y*, joista paivitys muodos-
tetaan.

[ Esimerkki 6.6.2 Listauksessa 6.5 on esimerkki NAG-aliohjelmakirjaston rutii-
nin EO4DGE kaytosta Rosenbrockin funktion minimointiin, kun muuttujien lu-
kumaéaira n on 1000. Olkoon n = n/2, jolloin kohdefunktio méaaritelldén seu-
raavasti:

n
F&0 = 3100 (x2 = x3,,) " + (1= x20)?,

i=1

Minimointiin tarvittava pddohjelma ja aliohjelma on kirjoitettu Fortran 90 -kie-
lella. Tassa kaytetyn NAG-rutiinin sisdaltdma rajoitetun muistin BFGS-menetel-
mai tekee Hessen matriisin kddnteismatriisin arvion Ay ~ H(x*)~! péaivityksen
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kaavoilla

Yk o= VA - Vi) (6.22)

sk = xkrl _xk (6.23)

1 kekT | kokT
Ag1 = Aka(Akys + 8%y Ak)+
1 <kaAkYk> kokT
1 .24
<Yk,sk>( ksl )8 (6.24)

Menetelmassa riittaa tallettaa vain joukko vektoreita y* ja s, jotka maarittele-
vat BFGS-pdivityksen — koko matriisia Ay ei tarvita.

6.7 Liittogradienttimenetelmat

Liittogradienttimenetelmien (conjugate gradient methods) voi katsoa olevan
muistittomia sekanttimenetelmid. Seuraava liittogradienttimenetelma sovel-
tuu epdlineaariseen rajoitteettomaan optimointiin.

Algoritmi 6.7.1 (Liittogradienttimenetelma)

hae alkuarvaus x! € R"

repeat
k=1
repeat
gk =Vvrh
ifk=1
Bl = 0, SO =0
else
laske Bi jollakin alla esitetyistd menetelmista
end

sk — _gk 4 Bysk-1
viivahaku: x¥*1 = x* + Apsk
k=k+1
until |lgkll <etaik > n
until [|g*] <€

Tédssa esitettiin uudelleenkdynnistetty liittogradienttimenetelma, jossa kayn-
nistetddn iteraatio uudestaan aina n askeleen valein. Viivahaussa minimoi-
daan funktio f(x) suuntaan s¥ eli haetaan piste x**1 = x* + Axsk siten, etta
funktio f(x* + Axs¥), Ax > 0 saa minimin.

Skalaarikerroin S lasketaan Fletcherin ja Reevesin menetelméssa kaavalla

(g, g%)

W! k:213|"'1 (6.25)

Bk =
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Listaus 6.4: Rosenbrockin funktion minimin hakeminen BFGS-sekanttimenetelmal-
1d. Rutiini BFGSStep laskee yhden BFGS-menetelmdn iteraatioaskeleen.

<<Derivaatat.m
<<LinSearch.m

DOT[x_, y_] := Part[Transpose[x] . vy, 1, 1];
InDOT[x_, y_] := x . Transposel[y];

(* Funktion arvo, gradientti ja Hessen matriisi *)
fIx1_,x2_] = 100 (x2 - x1A2)A2 + (1 - x1)A2;
gf[x1_,x2_] Simplify[Grad[f[x1,x2],{x1,x2}1];
Hf[x1_,x2_] Simplify[Hesse[f[x1,x2],{x1,x2}1];

(* BFGS-pdivityksen suorittava rutiini *)
BFGSStep[f_, gf_, {xO_List, fx0_, gfxO_List, BO_List}] :=
Block[{p, newx, fxn, RCODE, maxstep = 100, tol = 10A(-4),
s, gfnew, y, Bs, B},
p = - LinearSolve[BO, gfx0];
{newx, fxn,RCODE} = LinSearch[f,x0,p,maxstep,tol,fx0,gfx0];
s = Transpose[{newx - x03}];
gfnew = gf @@ newx;
y = Transpose[{gfnew - gfx0}];
Bs = BO . s;
B = BO + InDOT[y,y]l/DOT[y,s] -
(Bs.Transpose[s].B0)/DOT[s,Bs];
{newx, fxn, gfnew, B}]

(* Asetetaan alkuarvot minimin hakemiseksi *)
x0 = N[{-12/10,1}, 16];

x0 = Apply[f, x0];

gf0 = Apply[gf, x01;

BO = Apply[Hf, x0];

Initval = {x0, fx0, gf0, BO};

(* Iteroidaan, kunnes gradientin normi on kyllin pieni *)
BFGSResults = FixedPointList[
Apply[BFGSStep[f,gf,#]1&, {#}1&, InitVal,
SameTest -> ((Sqrt[Apply[Plus,#2[[3]1]1A2]] < 10.A-6) &)1];

(* Haetaan iteraatiopisteet ja funktion arvot *)
BFGSIterates = Map[#[[1]]&, BFGSResults]
functionValues = Map[Apply[f,#]&, BFGSIterates]
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Listaus 6.5: Moniulotteisen (1000 muuttujaa) Rosenbrockin funktion minimin ha-
keminen rajoitetun muistin BFGS-menetelmdlla. Fortran 90 -ohjelma kdyttdd opti-
mointitehtdvén ratkaisemiseen NAG-aliohjelmakirjaston rutiinia EO4DGE.

PROGRAM NAG_test
IMPLICIT NONE
INTEGER :: n, ifail, iter, i, iuser(l)
REAL :: objf, user(l)
REAL, DIMENSION(:), ALLOCATABLE :: x, objgrd, work
INTEGER, DIMENSIONC(:), ALLOCATABLE :: iwork
EXTERNAL eO4dge, eO4dke, fun
n = 1000
ALLOCATE(x(n), objgrd(n), work(13*n), iwork(n+1))
I Alkuarvaus ratkaisulle
x(1:n-1:2) = (/ (-1.2d0 - 0.1d0*COS(REAL(i)), 1i=1,n-1,2) /)
x(2:n:2) = 1.d0 + 0.1d0*COS(x(1:n-1:2))
I Parametrit ratkaisurutiinille
CALL eO4dke(’ Maximum step length = 100°)
CALL eO4dke(’ Optimality tolerance = 1.0d-14")
CALL eO4dke(’ Iteration 1imit = 1000’)
CALL eO4dke(’ Print Tevel = 1’)
ifail = -1
CALL e0O4dge(n, fun, iter, objf, objgrd, x, iwork, &
work, iuser, user, ifail)
WRITE(*,*) ’Minimiarvo: ’, objf
END PROGRAM NAG_test

I Minimoitava funktio ja gradienttivektori
SUBROUTINE fun(mode, n, x, objf, objgrd, nstate, iuser, user)
IMPLICIT NONE
INTEGER, INTENT(IN) :: mode, n, nstate
INTEGER, DIMENSION(C:), INTENT(IN) :: duser
REAL, DIMENSION(n), INTENT(CIN) :: x
REAL, DIMENSION(:), INTENT(IN) :: user
REAL, INTENT(OUT) :: objf
REAL, DIMENSION(SIZE(x)), INTENT(COUT) :: objgrd

INTEGER :: i
REAL :: t1, t2
objf = 0.d0
DO i =1, n-1, 2

tl = 1.d0 - x(i); t2 = 10.do*(x(i+1) - x(i)**2)
I Kohdefunktion arvo
objf = objf + tl**2 + t2%%2
I Gradienttivektori
objgrd(i+1) = 20.d0*t2
objgrd(i) = -2.d0*(x(i)*objgrd(i+1) + tl1)
END DO
END SUBROUTINE fun
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sekd Polakin ja Ribieren menetelmdssd kaavalla

k _ gk—1 gk
Bkzw, k=23,... (6.26)
Huomautus 6.7.1 Liittogradienttimenetelma ei tarvitse toisia derivaattoja,
ja esimerkiksi Fletcherin ja Reevesin menetelmd tarvitsee vain kolme n-
vektoria. Taten liittogradienttimenetelmédt ovat kdyttokelpoisia, kun tehta-
van muuttujien lukumadrda n on suurempi kuin 250 ja kohdefunktion f(x)
Hessen matriisi H (x) ei ole harva.

[ Esimerkki 6.7.1 Haetaan Rosenbrockin funktion minimi Polakin ja Ribiéren
liittogradienttimenetelmalla (vertaa esimerkkeihin 6.5.2 ja 6.6.1). Listaukses-
sa 6.6 on esitetty menetelmén toteutus Mathematica-ohjelmistolla. Koodissa
kaytetddn luvussa 12 esitettyd Mathematica-rutiinia Grad gradientin laskemi-
seen ja viivahakuun listauksen 13.1 rutiinia LinSearch. Lopetusehtona on
IVFf(x¥)]| < 10-6. Mathematica-koodiin ei ole ohjelmoitu uudelleenkdynnis-
tysta.

Seuraavassa on esitetty iteraatiopisteet ja funktion arvot:

k xk f(xk)

1 (-1.2,1) 24.2

2 (-0.9645,1.096) 6.612

3 (—1.088,1.095)  5.142

4 (-1.057,1.124)  4.236

5 (-0.9619,0.9668) 4.021

6  (—0.788,0.5823) 3.347

30 (1,0.9999) 2.061-107°
31 (1,1) 5.372-107!
32 (1,1) 2.771-10716

Minimiarvon loytdmiseen tarvittiin 32 Polakin ja Ribiéren liittogradienttime-
netelmén iteraatiota. Samaan tehtdvddn vaadittaisiin 72 Fletcherin ja Reevesin
menetelman iteraatiota tassa kaytetylla Mathematica-koodilla.

6.8 Suorahakumenetelmat: polytooppihaku

Suorahakumenetelmissa (direct search) kdytetddn vain kohdefunktion arvo-
ja eikd lasketa derivaattoja. Suorahakumenetelmien suosio kasvoi merkitta-
vasti 1990-luvun aikana, ja erdille menetelmille on saatu my0s teoreettisia
suppenemistuloksia [Wri95, KLTO3].

Merkittava syy suorahakumenetelmien suosioon on ratkaistavien mallien
diskretoinnin tai numeerisen laskennan tuottama hairio. Esimerkiksi ele-
menttimenetelmalld tehty diskretointi voi tehdé lasketuista funktion arvois-
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Listaus 6.6: Rosenbrockin funktion minimin hakeminen Polakin ja Ribiéren liitto-
gradienttimenetelmadlld. Rutiini CGStep laskee yhden iteraatioaskeleen.

<<Derivaatat.m
<<LinSearch.m

(* Funktion arvo ja gradientti *)
fIx1_,x2_] = 100 (x2 - x1A2)A2 + (1 - x1)A2;
gf[x1_,x2_] = Simplify[Grad[f[x1,x2],{x1,x2}]1]1;

(* Liittogradienttiaskeleen Taskeva rutiini *)
CGStep[f_, gf_, {x0_List, fx0_, gfxO_List, gfO_List,
stepO_List}] :=
Block[{fxn, gfn, prbeta, step, newx, maxstep = 100,
steptol = 10A(-8)},
prbeta = Apply[Plus, (gfx0 - gf0)*gfx0]/Apply[PTus,gfOA2];
step = -gfx0 + prbeta*step0;
If[Apply[PTus, step*gfx0] > 0, step = - step];
{newx, fxn, RETCODE} =
LinSearch[f,x0,step,maxstep,steptol, fx0,gfx0];
gfn = gf @@ newx;
{newx, fxn, gfn, gfx0, step}]

(* Asetetaan alkuarvot *)

gfo = {1,1};

step0 = {0,0};

x0 = N[{-12/10,1}, 16];

fx0 = f @@ x0;

gfx0 = gf @@ x0;

Initval = {x0, fx0, gfx0, gf0, step0};

(* Iteroidaan, kunnes gradientin normi on < 10.A-6 *)
CGResults = FixedPointList[

Apply[CGStep[f,gf,#]1&, {#}1&, Initval,

SameTest -> ((Sqrt[Apply[Plus,#2[[3]]A2]] < 10.A-6) &)1;

(* Haetaan iteraatiopisteet ja funktion arvot *)
CGIterates = Map[#[[1]]&, CGResults]
functionValues = Map[Apply[f,#]&, CGIterates]
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ta epdjatkuvia. Numeerisen laskennan hdiri¢itd havainnollistaa seuraava esi-
merkki. Tallaisessa tapauksessa suorahakumenetelma voi olla paras (ja ai-
noa) toimiva ratkaisualgoritmi.

[ Esimerkki 6.8.1 Korkea-asteiset polynomit ovat virhealttiita. Piirrdmme poly-
nomin

f(x) =(x/10-1.1)°

kuvaajan (kuva 6.5) kdyttden ylla olevaa esitysmuotoa ja tdméan jalkeen auki
kirjoitettua muotoa. Johtuen liukulukuaritmetiikan epdatarkkuudesta tuottaa
auki kirjoitettu esitys kohinaisen kuvaajan, josta ei voi maarittad luotettavasti
funktion minimia.

10.9 10. 95 11.05 11.1

Kuva 6.5: Funktion f(x) = (x/10 — 1.1)% kuvaajan piirtdminen kahdella eri esitys-
tavalla. Erot johtuvat korkea-asteisen polynomin hdéiridalttiudesta.

Nelderin ja Meadin polytooppihaussa muodostetaan n-ulotteinen monitaho-
kas (jota kutsutaan usein simpleksiksi), jota sopivasti skaalaamalla ja sivujen
suhteen peilaamalla pyritddn 16ytamaan nollakohdan sijainti.

Polytooppi sisdltada n + 1 karkipistetta x;. Merkitaan pienintad ja suurinta
funktion arvoa polytoopin kéarkipisteissa f; = min; f(x;) ja fn = max; f(x;).
Olkoon lisdksi f; = f(x;).
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Olkoon polytoopin n parhaan kirjen painopiste x., = %Zi#h x;. Valitaan
peilauskerroin & = 1 > 0, laajennuskerroin y = 2 > 1 ja pienennyskerroin
B =0.5¢[0,1].

Polytooppihaussa kaytetyt skaalaus- ja peilausoperaatiot toimivat seuraa-
vasti (kuva 6.6):

Algoritmi 6.8.1 (Polytooppihaku)
1: Peilaa huonoin kirki x;, vastapdita olevan sivun suhteen:
Xy = (1 4+ &) Xe — XXy, .
Jos fi > fi kaikilla i # h, mene vaiheeseen 3. Jos taas f; €

[f1, fn], aseta X, = X, ja toista vaihe 1 saadulle uudelle poly-
toopille. Muuten jatka vaiheesta 2.

2: Jos f» < f1, suurenna polytooppia loydettyyn suuntaan:
Xe =YX+ (1 —y)Xc.

Jos fe < f1, aseta X, = X,, muuten X, = X, (polytoopin suu-
rentaminen ei kannata). Jatka vaiheesta 1.

3: Jos fy < fn, aseta X, = X,-. Pienennd polytooppia:

Xs = Bxp + (1 - ) xc.

Jos fy < min{ fn, f+}, asetaxy = X;. Muussa tapauksessa aseta
X; = (x; +x7)/2 eli siis puolita polytoopin sivut. Mene vaihee-
seen 1.

Kuva 6.6: Esimerkkejad polytooppihaussa kédytetyistd monitahokkaan skaalaus- ja
peilausoperaatioista. Uusi polytooppi on piirretty katkoviivaa kdyttden. Kohdassa
(a) on esitetty peilausoperaatio, kohdassa (b) peilaus ja laajennus, kohdassa (c) pie-
nennys yhden kérkipisteen osalta ja kohdassa (d) pienennys monen kérkipisteen
osalta.
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Polytooppihaun lopetusehtona on esimerkiksi

n+1 n+1
fu-fiseQ+1fiD) tai Z(f(xi)—z f(xf) <e.  (6.27)

- n+1

Polytooppihaku on varsin luotettava, mutta sen suppenemisnopeus saat-
taa olla huono verrattuna sekantti- tai liittogradienttimenetelmiin. Toisaalta
polytooppihaku soveltuu tapauksiin, jossa optimoitava funktio ei ole silea.
Polytooppihakuun perustuva rutiini 16ytyy esimerkiksi IMSL-aliohjelmakir-
jastosta (katso taulukkoa B.4 sivulla B.4). IMSL:n polytooppihakurutiinia on
kaytetty kuvassa 6.7 esitetyssd menetelmien vertailussa.

6.9 Menetelmia separoituville tehtaville

Separoituviksi kutsutaan tehtévia, joissa kohdefunktio on muotoa

m
)= > fil).
i=1
Téassa f; riippuu 7;:sta vektorin x alkiosta, 7; < n. Separoituville tehtaville
on kehitetty mm. ositettuja sekanttimenetelmida. Menetelmissa jaetaan Hes-
sen matriisin arvio osamatriiseihin, ja suoritetaan laskutoimitukset nailla.
Ongelmana on tietysti ositetun matriisin mahdollinen singulaarisuus.

Myos TOMS-algoritmin 702 eli TNPACKin kayttama katkaistu Newtonin me-
netelma sopii separoituville tehtaville, silla talloin voidaan tehokkaasti hyo-
dyntdd Hessen matriisin harvaa rakennetta.

[ Esimerkki 6.9.1 Rosenbrockin n-ulotteinen funktio (tdssd n = n/2)

n .
= Z 100 (le' — X%F])Z + (1 - Xzi—l)zs

i=1

on separoituva, silld se muodostuu kahden muuttujan osafunktioiden sum-
masta. Hessen matriisi H (x) koostuu lavistdjdlla olevista 2 x 2 -lohkoista

hoi—12i-1 = 1200X§i—1 —400x2; + 2,

hoinio1 = hpi—12i = —400x2i-1,

haipi = 200,
missd i = 1,2,...,n. Kappaleessa 6.10 kdytetddn tata tehtavaa ratkaisuohjel-
mistojen testaamiseen. Tapauksessa n = 4 on Hessen matriisi muotoa

X X

X X
X x|’
X X

missd merkilla x tarkoitetaan nollasta poikkeavia alkioita.
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6.10 Ratkaisumenetelmien vertailu

Aikaisemmin tdssd luvussa on esitetty Mathematicalla ohjelmoitu Newtonin
menetelmd, BFGS-sekanttimenetelmad ja liittogradienttimenetelma.

Kuvassa 6.7 on esitetty ndiden menetelmien generoimat hakupisteet mini-
moitaessa Rosenbrockin funktiota. Polytooppihaussa kaytettiin IMSL-alioh-
jelmakirjaston rutiinia UMPOL.

Kaikissa tapauksissa oli alkuarvauksena x! = (-1.2,1)T. Kaikki menetel-
mat 1oysivit likiméaraisesti minimipisteen x* = (1,1)7. Newtonin menetel-
ma harhautui erddssd vaiheessa kauas optimista, liittogradienttimenetelma
”ampui yli” minimipisteestd, ja polytooppihaku eteni hitaasti kohti minimia.
Tasaisimmin kayttaytyi esimerkissa 6.6.1 kaytetty BFGS-sekanttimenetelma.

Newtonin menetelma tarvitsi 7 iteraatiota, liittogradienttimenetelma 32 ja
BFGS-menetelma 40 iteraatiota. IMSL:n polytooppihakurutiini laski kohde-
funktion arvon 186 kertaa.

Seuraavassa tutkitaan suurten, epalineaaristen ja rajoitteettomien optimoin-
titehtdvien ratkaisuohjelmistoja. Tehtdvana on esimerkissd 6.9.1 esitetyn n-
ulotteisen Rosenbrockin funktion minimoiminen. Kyseessa on separoituva
tehtdava, jonka Hessen matriisi on harva.

Taulukossa 6.1 on lueteltu testatut rutiinit ja niiden kuvaukset.

Taulukko 6.1: Testatut suurten rajoitteettomien optimointitehtavien ratkaisuru-
tiinit. CG on liittogradienttimenetelmd ja BFGS on BFGS-sekanttimenetelmd. Sarake
"muistinkdytt6” pyrkii osoittamaan algoritmin vdahintdén vaatiman tietokoneen kes-
kusmuistin koon liukulukuina (n on muuttujien lukumdara).

Rutiini ja ldhde Menetelma Muistinkdytto
BBVSCG (TOMS 630)  CG ja sekanttimenetelma 3n..nMn+7)/2
TNPACK (TOMS 702) Katkaistu Newton ~1ln

VEO8 (Netlib) Ositettu sekanttimenetelma > 6n

EO4DGF (NAG) Rajoitetun muistin BFGS 13n

DUMCGG (IMSL) Uudelleenkdynnistetty CG 6n

Taulukossa 6.2 on testien tuloksia. Laajempi tidssa esiteltyjen menetelmien ja
ohjelmistojen testausraportti 10ytyy teoksesta [Haa94]. Kaikki testit on suo-
ritettu CSC:n Convex C3840-minisuperilla. Kaikista ohjelmistoista oli kay-
tossd kaksoistarkkuuden liukulukuja (64 bittid) kdyttava versio.

Taulukossa 6.2 on kerrottu kunkin ohjelmiston kdyttamien iteraatioiden
lukumaira ja kaytetty CPU-aika sekunteina. Piste x/ on ohjelmiston anta-
ma ratkaisu ja [|x* — x/|| on ratkaisun virhe euklidisen normin mielessa.
BBVSCG:n yhteydessa tutkittiin myos muistitilan vaikutusta (luokkaa 5n tai
207 liukulukua). IMSL-aliohjelmakirjastosta kaytettiin versiota 2.0 ja NAG-
aliohjelmakirjastosta versiota Mark 14.
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Kuva 6.7: Rosenbrockin kaksiulotteisen funktion minimointi eri menetelmilld. Piste
x!' on alkuarvaus ja piste x* tehtdvin minimipiste.

Muuttujien lukumadara on n =

pistetta:

10000. Alkuarvauksena kaytettiin kolmea

x} = (-1.2,1.0,-1.2,1.0,- - - )7,
x} = (-0.5,-1.5,-1.5,0.5,-0.5,~ 1.5, - - )7,

—xl
X3 = X[ +1I,

missd r on pieni muutosvektori (|#;| < 0.5). Kunkin ohjelmiston asetukset

olivat samat kaikilla alkuarvauksilla.

IMSL- ja NAG-aliohjelmakirjastoja kaytettdessa on pyritty valitsemaan mah-
dollisimman tehokkaat asetukset tehtdvan ratkaisemiselle. Ohjelmistot TN-
PACK ja BBVSCG on asennettu Convexille kdyttden Fortran-kdantidjan vekto-
rointivalitsinta, mutta teho ei aivan vastaa koneen huipputehoa johtuen run-
saasta harvojen matriisien indeksijoukkojen kéasittelystd. TNPACKissa kayte-
tddn muista testatuista menetelmista poiketen myds Rosenbrockin funktion
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Hessen matriisia, joka on talletettu hyddyntamalla sen rakenteellisuutta.

Taulukko 6.2: Rajoitteettomien optimointitehtévien ratkaisuohjelmistojen vertaa-
misesta saatuja tuloksia. Optimoitavana on Rosenbrockin testifunktio. Muuttujien
lukumaéérd n on 10 000.

Rutiini f(xl) Ix* —xf||  Iter. CPUs
Alkuarvaus x|

BBVSCG (5n1) 25x107%8 35x10° 1% 28 1.7
BBVSCG (20n) 1.3x1072 7.2x10713 33 2.0
TNPACK 8.1x10719 43x10°10 21 3.8
VEOS 43%x10720 46x10710 21 12.9
E04DGF 1.2x107 7.7x10°% 23 0.8
DUMCGG 9.1x107* 6.1x10°7 70 0.5
Alkuarvaus x}

BBVSCG (5n) 1.0x10° T 7.1x10°% 62 2.2
BBVSCG (20n) 2.2x10717 1.1x10°% 84 3.4
TNPACK 2.3%x10720 2.4x10710 27 5.6
VEOS 3.2x10721  1.3x10°10 27 17.2
E04DGF 28x107% 1.2x10%* 75 2.5
DUMCGG 22x10718 6.7x10°10 133 0.9
Alkuarvaus x}

BBVSCG (5n) 8.1x1071% 6.4x10% 56 2.1
BBVSCG (20n) 6.7x10716 3.9x10°% 66 2.9
TNPACK 1.6 x 10716 52x10°% 23 6.3
VEOS 1.8x10719 3.9x10719 305 205
E04DGF 6.2x1077 1.8x103 539 18.8
DUMCGG 25x1071% 34x10% 108 0.7

Téassé testitehtavdassa IMSL:n liittogradienttimenetelmdédn perustuva rutiini
DUMCGG oli tehokkaampi kuin NAG tai TNPACK. NAGin rajoitetun muistin
BFGS-menetelmaa kayttava EO4DGF ei toiminut kovin hyvin alkuarvauksen
x3 tapauksessa. Merkillepantavaa on, ettd TNPACK ratkaisi tehtédvéin parilla-
kymmenelld iteraatiolla, vaikka muuttujia oli 10 000.

Huomautus 6.10.1 Valittaessa ratkaisumenetelmaa tulisi menetelmia ja oh-
jelmistoja vertailla kdyttden realistista mallia ja tuotantoajoja vastaavaa da-
taa. Tassa esitetty vertailu perustuu vain yhden testitehtdvan kayttoon eika
siten ole yleispateva.

6.11 Ohjelmistoja

Matlabin Optimization Toolbox tarjoaa mahdollisuuden pienten ja keski-
suurten optimointitehtdvien ratkaisemiseen (taulukko B.3 sivulla 209). My0s
Netlibin TOMS-algoritmeista 16ytyy kayttokelpoisia rutiineja (taulukko B.6
sivulla 214)
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IMSL:n rutiinit UMIAH ja UMIDH ratkaisevat rajoitteettoman minimointi-
tehtavan modifioidulla Newtonin menetelmalla kayttden lisdksi luottamus-
aluetta suppenemisen varmistamiseen [DS83, IMS]. NAG-aliohjelmakirjas-
tossa puolestaan on viivahakua kayttavat toteutukset Newtonin menetel-
masté (rutiinit EO4KDF ja EO4LBF, katso [Num]). Kummastakin aliohjelma-
kirjastosta 1oytyy tehokkaita BFGS-menetelmien toteutuksia.

Separoituville tehtdville on kehitetty mm. ositettuja sekanttimenetelmid. Net-
libista 16ytyva rutiini VEO8 kayttdd myos hyvdkseen kohdefunktion separoi-
tumista. Isoille tehtédville on kehitetty rajoitetun muistin algoritmeja BFGS-
menetelmastda. Newtonin menetelmdstd on olemassa katkaistuja versioita,
jotka vaativat vihemmaén keskusmuistia. Esimerkiksi TOMS-algoritmi 702
(TNPACK) sopii isojen tehtavien ratkaisemiseen [SF92].

Mathematica-ohjelmisto sisdltdaa rutiinin FindMinimum, joka nayttaisi perus-
tuvan liittogradienttimenetelmddn, mikédli derivaatat ovat kdytettavissa, ja
ns. Powellin menetelmdan [Fle87], mikadli derivaattoja ei ole kaytettdavissa.
Tata rutiinia ei tassd luvussa kaytetd, koska yksityiskohtaista kuvausta ru-
tiinin toiminnasta ei ole saatavilla [Rus93al.

Tilastomatematiikan ohjelmisto SAS sisdltda SAS/OR-osuudessa proseduu-
rin epalineaariseen optimointiin [Rus93b].

CSC:n oppaassa Numeeriset menetelmdit [HKR93] on esimerkki Matlabin po-
lytooppihakuun perustuvan rutiinin fmins kayttamisestda Rosenbrockin funk-
tion minimointiin. Lisdksi aliohjelmakirjastot IMSL ja NAG siséltavat poly-
tooppihakurutiinin [IMS, Num].

Epdlineaarisen optimoinnin ohjelmistoja on esitelty teoksissa [Sca85, DS83]
seka kasikirjoissa [IMS, Num]. Erityisen hyodyllinen on Optimization Softwa-
re Guide [MW93].

Tiheiden lineaaristen yhtdloryhmien kasittelyyn on tehokkain vaihtoehto
Lapack-aliohjelmakirjasto [ABB*92]. Lisdtietoja 10ytyy CSC:n oppaasta Mate-
maattiset ohjelmistot [HHL* 03].

6.12 Lisatietoja

Teokset Practical Optimization [GMW81] ja Practical Methods of Optimization
[Fle87] tarjoavat kadytannollisen ja perusteellisen johdatuksen epélineaari-
seen optimointiin. Myos teoksia [Sca85, DS83, Mie98] voi kayttaa oppikirjoi-
na. Lyhyt katsaus aiheeseen 16ytyy CSC:n oppaasta Numeeriset menetelmdit
[HKR93].

Epélineaarisen optimoinnin perusteita on esitelty teoksessa Nonlinear Pro-
gramming: Theory and Algorithms [BSS93]. Ratkaisumenetelmien tehok-
kuutta on kasitelty teoksissa [DS83, Noc92, Sca85].

Eri tyyppisié sekanttimenetelmié on vertailtu raportissa [Luk92]. LDLT -hajo-
telman kayttod on esitelty teoksissa [HKR93, Sca85, ES91]. Rajoitetun muis-
tin BEGS-menetelmaa on kasitelty viitteissa [Col84, Noc92]. Harvoille matrii-
seille kehitettyjd menetelmia esitellddn teoksissa [HKR93, Col84, Pis84].
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Liittogradienttimenetelmia on esitelty teoksissa [Hes80, HKR93, Sca85]. Vii-
vahaun tarkkuuden merkitysta on kasitelty teoksissa [Sca85, GMW81]. Luot-
tamusaluemenetelmid on kuvattu kappaleessa 13.4 sivulla 199.
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7 Pienimman neliosumman
tehtavat

Tassd luvussa esitelladn perusmenetelmait epélineaaristen pienimman ne-
libsumman tehtédvien ratkaisemiseen. Yksinkertaisen esimerkkitehtavan rat-
kaisuun kadytetdadn Matlabia.

7.1 PNS-tehtavat

Epélineaarisessa pienimmaén neliosumman tehtavassa (PNS, nonlinear least
squares eli NLSQ) minimoidaan funktiota

m
F(x) = > (fi(x)* = (f(x), f(x)), (7.1)
i-1
missd piste x kuuluu joukkoon R™ ja funktio f(x) on kuvaus R™ — R™,
Minimointitehtdva voi yleisessa tapauksessa sisdltdd myos rajoitteita.

Pienimman neliosumman tehtava liittyy ldheisesti myos epdlineaaristen yh-
taloryhmien ratkaisemiseen, silld yhtdaloryhméan

f(x) =0 (7.2)

ratkaisu x* on pienimmaéan nelidsumman tehtdavan globaali minimi. Yhtalo-
ryhmén ratkaisua ei kuitenkaan useimmiten kannata muuntaa pienimmaén
neliosumman tehtavaksi, silla talloin ratkaisuksi voidaan saada lokaali mi-
nimipiste, jolla ei pade f(x) = 0.

[ Esimerkki 7.1.1 Esimerkissi 6.9.1 minimoitiin Rosenbrockin n-ulotteista funk-
tiota (tdssda n = n/2)

n .
2
2 2
fx) =>100 (le- - XZH) + (1 = x2i-1)°.
i-1
Tehtava voidaan esittda myos epéalineaarisena pienimmaéan neliosumman tehta-
van4, jossa minimoitavana on funktio

= {fi =1-x;, i pariton,

Fx) = Z (FiGxD7, fi=10 (xi - Xi]) , i parillinen. 7:3)

i=1
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Harjoitustehtdviaksi jatetdan tehtdavan esittaminen yhtaléryhmana.

7.1.1 Datan sovitus

Sovitettaessa parametreista a € R" riippuva epdlineaarinen funktio y =
f(t,a) mittausdataan (t;, y;), i = 1,...,m, joudutaan myo6s epélineaarisiin
pienimmaén neliosumman tehtéviin. Parametreille a haetaan sellaiset arvot,
jotka minimoivat neliosumman

F@) = > w?(yi - f(t;,a)°. (7.4)

i=1

Arvot w; ovat sovituksessa kdytettyjad painokertoimia. Tehtdva saadaan muo-
toon (7.1) asettamalla x = a ja fi(x) = w;(y; — f(t;,X)).

[ Esimerkki 7.1.2 Kéaytettivissd on mittausdata (t;, y;), i = 1,...,m. Sovitetaan
dataan seuraava malli:

- 2 2
y = f(t,a) + € = a; + axt + azt?® + aze”173)7/2a5) 4 ¢ (7.5)

missd € on virhetermi. Minimointitehtdvdan saadaan yhtalon (7.4) mukainen
kohdefunktio F(a), a € R®. Olkoot kaikkien mittauspisteiden painot samat:
w;=1,i=1,...,m.

Listauksessa 7.1 on esitetty, miten minimointitehtdva ratkaistaan kayttaen Mat-
labin Optimization Toolboxia. Saatu malli ja mittausdatan pisteet on esitetty
kuvassa 7.1. Rutiini n1fd laskee mallin ja datan erotuksen y; — f(t;,a) ja rutii-
ni n1fun laskee sovitettavan funktion arvot annetuilla parametrien a arvoilla
pisteessa t.

Sovituksessa on kaytetty Levenbergin ja Marquardtin menetelmdd, joka on ru-
tiinin 1sgnonT1in oletusarvoinen menetelma. Myds Gaussin ja Newtonin mene-
telmaa voi kayttad. Menetelmid on kuvattu kappaleissa 7.3 ja 7.4.
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12

Kuva 7.1: Pienimmadn nelibsumman sovituksen tuottama malli (yhtendinen viiva) ja
kaytetty mittausdata (merkitty symbolilla X ).

Listaus 7.1: Mallin sovittaminen dataan kdyttden Matlabia.

% Sovitetaan m-tiedoston ’n1fd’ malli dataan (t,y).
% Alkuarvaus:
a0 = 2*ones(1,6);

% Haetaan optimi rutiinilla ’Tsgnonlin’:
opt = optimset(’TsgnonTlin’);
[res, optvalue] = Tsqgnonlin(@nlfd,a0,[],[],opt,t,y)

% Lasketaan mallin ja datan erotuksen neliosumma:
diff = sum(nlfd(res,t,y).A2);

% Piirretaan kuva:

tr = -1.5:0.05:1.5;
plot(t,y,’x’,tr,n1fun(res,tr),’-")
xTabel(’t’); ylabel(’y’)

function d = nlfd(a,t,y)
% Lasketaan mallin ja datan (t,y) erotus
d =y - nlfun(a,t);

function y = nlfun(a,t)

% Lasketaan mallin tuottamat arvot datalle t

y = a(l) + a2).*t + a(3).*t.A2 + a(4).* ...
exp(-(t-a(5)).A2/(2.%a(6) .A2));
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7.2 Ratkaisumenetelmat

Tarkastellaan yhtdlossa (7.1) esitetyn funktion F(x) minimoimista. Vekto-
riarvoisen funktion f(x) : R” — R™ Jacobin matriisi on

oix)  0fix)
VT fi(x) ox1 oxn
T N S
VT fin (%) ofmx)  Ofm(x)
0x1 0xn

Funktion F(x) = (f(x),f(x)) gradientiksi saadaan VF(x) = 2J(x)Tf(x) ja
Hessen matriisiksi H(x) = 2J(x)T J(x) + 25 (x), missd matriisi § méaritelladan

Sx) = > filx)VV fi(x).
i=1

Newtonin iteraatioksi epéalineaarisen pienimmaéan neliosumman tehtdvan rat-
kaisemiseksi saadaan

(J&T ) +5x)) sk = — xR TE(xk) (7.6)

k+1

X =Xk

+ sk (7.7)
Iteraatio on raskas, silla matriisin S (x¥) laskemiseen tarvitaan %mn(n +1)
kappaletta toisia derivaattoja. Jos matriisin S (x*) laskeminen jatetdan pois
iteraatiosta, saadaan pienen residuaalin algoritmi, joka soveltuu tapauksiin
|F(x*)| ~ 0. Muuten saadaan suuren residuaalin algoritmi.

Termia S(x¥) voi my6s koettaa arvioida iteratiivisesti laskennan kuluessa
sekanttimenetelmien tapaan.

Myo6s globaalin optimoinnin menetelmia on kéytetty vaikeiden PNS-tehta-
vien ratkaisemiseen. Esimerkiksi jadhdytysmenetelmia (sivu 174), geneetti-
sid algoritmeja (sivu 162) ja neuroverkkoja [CU93] voi yrittaa kdyttdaa mallien
sovittamiseen mittausdataan.

7.3 Gaussin ja Newtonin menetelma

Pienen residuaalin menetelmiin kuuluvan Gaussin ja Newtonin menetelméan
iteraatiossa ratkaistaan yhtaloryhma

Jx)T J(xky sk = — (xk)Tf(xF) (7.8)

vektorin sk suhteen. Tdssd matriisi J(x*)? J(x¥) on aina vdhintaan positiivi-
sesti semidefiniitti. Menetelma tarvitsee hyvin alkuarvauksen ja jos ||S (x*) ||
on suuri, algoritmi suppenee hitaasti ja voi tormata singulariteetteihin. Usein
korvataan askel x¥*1 = x* + sk viivahaulla suuntaan s¥, jolloin suppenemi-
nen tulee varmemmaksi.
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Gaussin ja Newtonin menetelma toimii luotettavimmin, mikali If(xk)] —
0, kun x* — x*. Tdten menetelmid voidaan kayttdd mm. epélineaaristen
yhtaloryhmien ratkaisemiseen.

Hakuaskeleen s¥ ratkaisemiseen ei kannata kayttdaa suoraan kerroinmatriisia
J(xK)T J(x*), silld jos Jacobin matriisi J (x¥) on singulaarinen tai hiirioaltis,
on tulo vield hairioalttiimpi. Erds stabiili tapa ratkaista yhtaloryhma on tehda
singulaariarvohajotelma

Jx*) = iz VL, (7.9)

missd matriisit Uy ja Vi ovat ortogonaalimatriiseja ja lavistajamatriisi 3 =
diag(oy,...,0y) sisdltdd Jacobin matriisin singulaariarvot. Ortogonaalimat-
riisille Uy pétee Uy! = U/ ja vastaavasti matriisille Vi. Médritellddn lavista-
jamatriisin Dy = diag(di,...,dy) alkiot seuraavasti:

di=1/0i, josai+0,
di =0, jos o = 0.

Olkoon J; = ViDyU[. Nyt patee J;J(x¥) = I eli matriisi J; on Jacobin
matriisin pseudoinverssi. Askel sk saadaan ratkaistua asettamalla

sk = —J £(x). (7.10)

Etuna singulaariarvohajotelman kdytdssa on se, ettd ratkaisu 1oytyy vaikka
Jacobin matriisi olisi singulaarinen. Toisaalta hajotelman laskeminen vaatii
melko paljon tyota.

Gaussin ja Newtonin menetelma 16ytyy mm. Matlabin Optimization Tool-
boxista ja NAG-aliohjelmakirjastosta.

7.4 Levenbergin ja Marquardtin menetelma

Myos luottamusaluetta voi kdyttdd Gaussin ja Newtonin menetelméan suppe-
nemisen varmistamiseksi. Tdhdn ideaan perustuva Levenbergin ja Marquard-
tin menetelma on kédytetyimpid menetelmid epélineaaristen pienimmaén ne-
libsumman tehtavien ratkaisemisessa. Menetelméassa ratkaistaan askel sk
yhtaléoryhmasta

(JORITT k) + i) sk = =] (A TE(xk) (7.11)

missd Dy on lavistdjamatriisi, jonka alkiot ovat positiivisia, esimerkiksiiden-
titeettimatriisi I.

Jos parametri y on suuri, lahestyy vektorin s® suunta kohdefunktion gra-
dienttivektorin suuntaa, jolloin kyseessa on jyrkimmén laskun menetelma.
Jos u on pieni, on menetelma lahelld Gaussin ja Newtonin menetelméaa. Eras
tapa valita pux on minimoida F(x* + s¥), vaikkakin kdytdnnossa tehokkaim-
maksi on osoittautunut adaptiivinen menettely, jossa tarvittaessa kasvate-
taan parametrin py arvoa iteraatio iteraatiolta.
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Algoritmi 7.4.1 (Levenbergin ja Marquardtin menetelma)

valitse alkuarvaus x! ja suppenemiskriteeri € > 0
aseta u; = 0.0l jav=10sekd k=1
repeat
aseta Ux = Ug /v
repeat
ratkaise askel sk yhtilosta (7.11)
aseta xk*1 = xk + sk
if F(xkt1) > F(xk)
aseta Ux = Vg
end
until F(x**1) < F(x%)
aseta Ug+1 = pp jak=k+1
until ||Jx*HTEx)| <€

Menetelmédn saa tehokkaammaksi ja varmemmaksi parantamalla paramet-
rin px muuttamiseen liittyvaa logiikkaa. Algoritmi kuuluu Netlibista 16ytyviin
Minpack-rutiineihin ja sisaltyy myos esimerkiksi IMSL-aliohjelmakirjastoon.
Se 1oytyy myos Numerical Recipes -teoksista [PTVF92a, PTVF92b], mutta niis-
sd esitetty versio ei ole kaikissa tilanteissa stabiili.

7.5 Ohjelmistoja

Epélineaaristen pienimmaén neliosumman tehtdvien perusohjelmistoksi voi
katsoa Netlibistd loytyvdan Minpackin, jonka rutiineja kadytetadn monissa
muissakin ohjelmistoissa. Myds IMSL- ja NAG-aliohjelmakirjastot sisdlta-
vat rutiineja epélineaaristen pienimman neliosumman tehtdvien ratkaise-
miseen.

Matlabin Optimization Toolbox tarjoaa mahdollisuuden pienten ja keski-
suurten optimointitehtdvien ratkaisemiseen (taulukko B.3 sivulla 209). Epa-
lineaaristen pienimman neliosumman tehtdvien ratkaisurutiinia 1sqnonlin
on kaytetty esimerkissa 7.1.2.

IMSL:n ja NAGin kayttoa pienimman neliosumman probleemojen ratkaise-
miseen on esitelty kdsikirjoissa [IMS, Num]. Myds Matlabin Optimization
Toolboxin kayttoon loytyy kasikirja [Gra93].

Mathematica-ohjelmiston paketti NonTlinearFit.m kiyttaa Levenbergin ja
Marquardtin menetelmaa epdlineaariseen datan sovitukseen. Tietysti voi
yrittdd kayttada myos tavallisia optimointiohjelmistoja, esimerkiksi Minosta.
Lisdksi tehtdvia voi ratkaista GAMS-mallinnuskielelld. Myos Netlibin TOMS-
algoritmeista 10ytyy kayttokelpoisia rutiineja (taulukko B.6 sivulla 214).

Tdméan oppaan luvussa 11 sivulla 180 on ratkaistu epdlineaarinen PNS-teh-
tava kayttden jadhdytysmenetelmddn perustuvaa ohjelmistoa.
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7.6 Lisdtietoja

Teos Practical Optimization [GMW81] tarjoaa kdytannoéllisen ja perusteelli-
sen johdatuksen epdlineaariseen optimointiin. Teoksia Numerical Methods
for Unconstrained Optimization and Nonlinear Equations [DS83] ja Intro-
duction to Non-linear Optimization [Sca85] voi kayttaa lahdeteoksina PNS-
tehtdvien ratkaisemisessa. CSC:n oppaissa Numeeriset menetelmct [HKR93]
ja Datan kdsittely [Kar95] on kuvattu lineaaristen pienimmaéan neliésumman
tehtdvien ratkaisemista.

Suurten PNS-tehtavien ratkaisemiseen patevat pitkdlle samantyyppiset huo-
mautukset kuin isoille optimointitehtaville yleensa (kappale 2.5 sivulla 42).
Rajoiteellisten PNS-tehtdvien ratkaisua on kasitelty artikkelissa [MAB89].
Katso myos lukuja 6 ja 8.
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Rajoitteelliset
epalineaariset
optimointitehtavat

Tassa luvussa kasitellaan jatkuvasti differentioituvien rajoitteellisten opti-
mointitehtdvien ratkaisumenetelmia ja ohjelmistoja. Lisdksi esitellaan joita-
kin tehtdavatyyppeja ja niiden ratkaisemista.

8.1 Rajoitteita sisdltavat tehtdvat

Seuraavassa kasitellddn rajoitteita sisdltdvien jatkuvasti differentioituvien
optimointitehtavien ratkaisumenetelmid. Tehtdvien yleinen muoto on

mil}(imi f(x), kun g(x) <0 jah(x) =0, (8.1)

missd vektoriarvoisten rajoitefunktioiden g ja h maéaritelmat ovat g(x) =
(g1(%),...,gpx)NT ja h(x) = (h(x),...,he(x))T. Rajoitteiden madrittele-
maa aluetta F = {x € R" | g(x) < 0, h(x) = 0} kutsutaan kdyvdksi alueeksi
(feasible region). Tassd luvussa oletetaan, ettd kohdefunktio f ja rajoite-
funktiot g ja h ovat jatkuvasti differentioituvia eli sileita.

Rajoitteellisten optimointitehtdvien (constrained optimization) taustaa on
kuvattu sivulla 57. Rajoitteettomien tehtdvien ratkaisua on késitelty luvussa
6 sivulta 99 alkaen. Epdlineaarisia pienimman neliosumman tehtéavia kasi-
telladn luvussa 7 (sivu 127).

Rajoitteellisessa optimoinnissa on merkittava ero silld, ovatko rajoitteet li-
neaarisia vai eivit. Lineaaristen rajoitteiden tapauksessa voidaan kayttaa
melko tehokkaita projektiomenetelmid tai aktiivijoukkomenetelmid. Epali-
neaaristen rajoitteiden tapauksessa muutetaan optimointitehtdva jonoksi
rajoitteettomia tai lineaarisia rajoitteita sisdltavia tehtavid. Kayttokelpoisia
menetelmid ovat mm. tdydennetyn Lagrangen funktion menetelmd, sakko-
Jja estefunktiomenetelmdit seka yleisesti kaytetty toistettu kvadraattinen opti-
mointi, jossa optimointitehtava palautetaan jonoksi kvadraattisia optimoin-
titehtdavid. Osa menetelmistd pysyy kdyvan alueen sisédlld, osa voi muodostaa
myos kdyvan alueen ulkopuolella olevia iteraatiopisteita.
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Kuvassa 8.1 on yksinkertainen kaavio rajoitteelliseen optimointitehtdvaan
sopivan ratkaisumenetelmaén valitsemiseksi. Esimerkiksi IMSL- ja NAG-alioh-
jelmakirjastoista 10ytyy testattuja koodeja pienistd keskisuuriin optimoin-
titehtaviin. Naiden ohjelmistojen kasikirjat sisaltavat kaavioita, joista voi
ongelmatyypin perusteella lahted etsimadin oikeaa menetelmaa.

Lineaariset
rajoitteet?

Kylla Ei
v Y

Projektio- Yksinkertainen
menetelmat menetelma
tarpeen?

Kylla Ei
1 Y

Este- ja Stabiilisuus
sakkofunktio- mahdollisesti
menetelmat ongelmana?

Kylla Ei

' 1

SQP SQP tai projektio-
menetelmat

Kuva 8.1: Yksinkertainen kaavioesitys rajoitteita sisédltdvien optimointitehtédvien
ratkaisumenetelmien soveltuvuudesta erityyppisiin tehtéviin.

8.1.1 Esimerkkitehtavat

Tdama luku sisdltda yksinkertaisia esimerkkeja rajoitteita sisdltavista opti-
mointitehtavista. Ratkaisuun kaytetdan GAMS-mallinnuskieltd sekd valmis-
ohjelmistoja IMSL, NAG, Lapack ja Minos. Lineaaristen ja kvadraattisten op-
timointitehtavien ratkaisemista on esitelty erikseen luvussa 4 (sivu 74).

Epélineaarisia rajoitteita sisaltavida optimointitehtdavia havainnollistetaan kayt-
tden GAMSia, Minosta ja NAGia. Menetelmind ovat mm. toistettu kvadraatti-
nen optimointi seka sakko- ja estefunktioalgoritmit. Lisdksi vertaillaan erdi-
den ohjelmistojen tehokkuutta tehtdvien ratkaisemisessa.

8.1.2 GAMS-ohjelmiston kdytto

Seuraavassa esimerkissd kdytetddn GAMS-ohjelmistoa epélineaarisia rajoit-
teita sisadltavén tehtdvdan kuvaamiseen ja ratkaisemiseen. Ratkaisumoduulina
GAMS kayttda Minosta.
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[ Esimerkki 8.1.1 Tolkin materiaalin minimointitehtidva on esitetty esimerkissa
2.1.1 sivulla 33:

minimi f (x) = X% + x1x2, kun — x9x, + 300/ < 0 jax = 0.

Tehtdvaa kuvaava GAMS-malli 1oytyy listauksesta 8.1. Muuttujat x; ja x2 on
madritelty positiivisiksi, alkuarvauksena on (1,1)”. Ratkaisemalla malli GAM-
Silla saadaan tolkin optimaaliseksi sdteeksi x; =~ 3.6 cm ja korkeudeksi x» =~
7.3 cm. Tulosta kannattaa verrata tavallisen virvoitusjuomatolkin mittoihin!

Listaus 8.1: Esimerkin 8.1.1 tehtdvin ratkaiseva GAMS-malli.

FREE VARIABLE fx kohdefunktio;
POSITIVE VARIABLES x1, x2;
SCALAR Pi; Pi = 4.0*ARCTAN(1.0);

EQUATIONS Func, EQ;

FUNC.. fx =E= SQR(x1) + x1*x2;
EQ.. -SQR(x1)*x2 + 300/Pi =L= 0;
x1.T =1; x2.1 = 1;

MODEL Tolkki / ALL /;
SOLVE ToTlkki MINIMIZING fx USING NLP;

8.2 Lineaariset rajoitteet

Olkoon ratkaistavana jompikumpi lineaarisia rajoitteita sisédltavista tehta-
vista

mil}(imi f(x), Ax=Dh, (8.2)

mil}(imi fx), Ax<b, (8.3)

missa A on m X n -matriisi.

Lineaaristen rajoitteiden tapauksessa joudutaan hakusuunnat rajaamaan
rajoitteiden madrittelemddan kdypddn alueeseen (tai aliavaruuteen), mutta
muuten monet menetelmédt ovat ldhelld rajoitteettomien optimointitehta-
vien menetelmia:

o Lineaarisille yhtdlorajoitteille kaytetadn usein projisoidun gradientin me-
netelmdid eli muodostetaan matriisi Z, jonka avulla voidaan projisoida
hakusuunnat yhtaloérajoitteiden madritteleméan avaruuteen.

e Lineaarisille epayhtalorajoitteille kdaytetdan mm. aktiivijoukkomenetel-
mid, joissa haetaan yhtdlomuodossa toteutuvat rajoitteet ja timan jal-
keen kaytetaan esimerkiksi projektiomenetelmia.
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Kuva 8.2: Projektiomenetelmien kayttd lineaaristen yhtdldrajoitteiden Ax = b ta-
pauksessa.

8.2.1 Lineaariset yhtalorajoitteet

Rajoitteettomien tehtdvien algoritmeista voidaan johtaa menetelmia lineaa-
risten rajoitteiden tapauksiin. Rajoitteen Ax = b toteuttavat pisteet muo-
dostavat avaruuden R aliavaruuden (oletetaan ettd m X n -matriisin A rivit
ovat toisistaan riippumattomat). Olkoon Z kanta matriisin A ytimelle (null
space) eli AZ = 0. Talloin patee sk = Zy* jollekin vektorille y* € R~ Ole-
tetaan ettd nykyinen iteraatiopiste x* toteuttaa ehdon Ax¥ = b. Nyt saadaan
hakusuunnalle s¥ lauseke

AxF +s%) = A + Zy*) = AxF + AzZy* = Axk = D.

Siis valitsemalla suuntia matriisin A ytimesta pysytdaan yhtalorajoitteiden
madritteleméassé aliavaruudessa. Kohdefunktiolle f voidaan muodostaa kva-
draattinen malli kdyttden projektiomatriisia Z:

F&xr+z2y*) ~ f(xK) + (v5, 2TV F(K)) + %(yk,ZTH(xk)Zyk). (8.4)

Projisoidun gradientin menetelmissd kdytetdan varsinaisena optimointialgo-
ritmina esimerkiksi Newtonin menetelmaa. Rajoitteettoman optimoinnin ta-
pauksessa pitee yhtalo H(x*)sk = —V f(x¥). Yhtalostd (8.4) saadaan joh-
dettua projisoidut Newtonin yhtdlot, joissa hakusuunnat s¥ muodostetaan
projektiomatriisin Z avulla:

ZTHxM Zy* = —Z2Tv f(xb), (8.5)

sk = zyk. (8.6)
Kyseessd on projisoitu Newtonin menetelmd. Tassa H (x*) on kohdefunktion
f Hessen matriisi VV f(x¥). Vektoria ZT V f (x¥) kutsutaan lineaarisesia ra-
joitteita sisaltavan tehtavan projisoiduksi gradientiksi ja matriisia ZTH (x*) Z
projisoiduksi Hessen matriisiksi.

Projisoidun Newtonin menetelmén toimintaa on havainnollistettu kuvassa
8.2. Gradienttivektori projisoidaan kayvalle alueelle yhtadldiden (8.5) ja (8.6)
avulla.

Matriisin A ytimen kantavektoreista koostuva matriisi Z voidaan muodostaa
QR-hajotelman avulla seuraavasti:
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Algoritmi 8.2.1 (Projektiomatriisin muodostaminen)

1: Tehddan m X n -matriisille A hajotelma

missd Q on n X n -ortogonaalimatriisi ja R on m x m -ylakol-
miomatriisi.
2: Olkoon Q = (Q1  Q2), missa Q1 € R™™ ja Qp € R =™,

3: Matriisiksi Z voidaan valita ortogonaalimatriisi Q>.

QR-hajotelman sijaan voi kayttaa TQ-hajotelmaa
AQ = (0 T), (8.7)

missd matriisi A on kooltaan m x n. Matriisin Q koko on n X n ja matriisi T
on m x m -Kolmiomatriisi tyyppia

X X X
X X X X

X
X X

Matriisiksi Z voidaan valita Q-matriisin n — m ensimmaista saraketta.

[ Esimerkki 8.2.1 Olkoon ratkaistavana minimointitehtava

X1 +Xx3+x5=1,

xeR X2 + X4+ Xg = 2.

miniIGm' f(x), kun {

Siis rajoitteet ovat muotoa Ax = b ja

101010
A:<010101)'

Listauksen 8.2 Fortran-ohjelma laskee QR-hajotelman matriisille A Lapack-
aliohjelmakirjaston rutiineilla sgeqrf ja sorgqr. Hajotelma lasketaan matriisin
A paalle. Matriisista Q = (Q1, Q») saadaan projektiomatriisiksi

-0.577350 0 -0.577350 0
0 -0.577350 0 —-0.577350
Z=Qp= 0.788675 0 -0.211325 0
2 0 0.788675 0 —-0.211325
—0.211325 0 0.788675 0
0 -0.211325 0 0.788675

Pitee ZTZ = I eli Z on ortogonaalimatriisi kuten pitikin. Projektiomatriisia
Z voidaan kayttda ratkaisemaan optimointitehtava esimerkiksi projisoidulla
Newtonin menetelmalla.
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Listaus 8.2: QR-hajotelman laskeminen Lapack-aliohjelmakirjastolla.

PROGRAM QR_test
IMPLICIT NONE
INTEGER :: m, n, lwork, i, j, info
REAL, DIMENSION(:,:), ALLOCATABLE :: a
REAL, DIMENSIONC(:), ALLOCATABLE :: tau, work
CHARACTER*(*), PARAMETER :: form = ’(6(2x,f8.6))’

m=6; n=2; lwork = 2*m
ALLOCATE(Ca(m,m), tau(MIN(m,n)), work(lwork))
a = 0.do0
a(:,1) = (/ 1.do, 0.d0, 1.d0, 0.d0, 1.d0, 0.d0 /)
a(:,2) = (/ 0.do, 1.d0, 0.d0, 1.d0, 0.d0, 1.d0 /)
CALL sgeqrf(m, n, a, m, tau, work, Twork, info)
CALL sorgqr(m, m, MIN(m,n), a, m, tau, work, Iwork, info)
WRITE (*,form) a
END PROGRAM QR_test

8.2.2 Lineaariset epdyhtalorajoitteet

Epdyhtdlorajoitteita sisaltdava optimointitehtava

mil}(imi f(x), kun Ax < b, (8.8)

voidaan muuntaa yhtalomuotoon lisdiamalla positiiviset muuttujat z > 0, jol-
loin saadaan Ax+z = b. Tehtdva voidaan ratkaista aktiivijoukkomenetelmil-
14 (active set methods). Ndissd menetelmissa hyodynnetdan rajoitteita, jotka
ovat voimassa yhtasuuruusmuodossa. Talloin voidaan muodostaa matriisi
A niistd matriisin A riveistd, joille patee yhtasuuruus nykyisessa pisteessa
xK. Tilloin patee Ax* = b, missé b sisiltad vektorin b aktiiviset rivit.

Tdman jalkeen voidaan etsid hakusuuntia matriisin A ytimen muodostamas-
sa aliavaruudessa kdyttamalld projektiomenetelmia (ks. edellinen kappale).
Kun hakusuunta on loytynyt, taytyy laskea, kuinka pitkélle kyseiseen suun-
taan voidaan menna siten, ettd pysytaan kayvalla alueella.

Menetelmat siis generoivat perdkkaisid aktiivisten rajoitteiden maaraamia
optimointitehtdvid. Jos térmatdan johonkin aktiivijoukon ulkopuolella ole-
vaan rajoitteeseen, otetaan tdma mukaan matriisiin A ja tarvittaessa poiste-
taan vanhoja rajoitteita.

Tunnetuin aktiivijoukkomenetelma on tietenkin lineaaristen optimointiteh-
tavien ratkaisemisessa kaytetty simplex-algoritmi (luku 4).

Aktiivijoukkomenetelmat voivat olla tehottomia isoissa tehtdvissa, silla jos
rajoitteita on paljon, on aktiivijoukkoa pdivitettdva usein. Lisdksi aktiivisten
rajoitteiden 1oytdmisessd joudutaan kayttdmadn numeerisia arvioita, mika
voi heikentdd menetelmien stabiilisuutta.
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[ Esimerkki 8.2.2 Olkoon ratkaistavana tehtava
. (X) =x1+2x, -4 <0,

minimi f(x) = x{ + x5 — 4x? + 4x,, kun o ! :
x g2(X) = —x1 —x2+2<0.

Optimointitehtdavad on havainnollistettu kuvassa 8.3. Kohdefuktion gradientti-
vektori ja Hessen matriisi ovat

4x3 — 8x; 12x2 -8 0
, H(x) = .

Vi) = L
Fe ( 4x3 +4 0 12x

Kirjoitetaan rajoitteet muotoon Ax < b, jolloin saadaan
1 2 4
a=(a ) - (2):
Olkoon alkuarvaus vektori x! = (1,1)7. Tdssd pisteessd on rajoitteiden rivi 2

voimassa yhtdlomuodossa. Siis patee A = (-1, —1). QR-hajotelmaa kdyttamal-
1a saadaan laskettua projektiomatriisi Z:

-0.7071
Z= ( 0.7071 )
Lasketaan kohdefuntion f gradienttivektori ja Hessen matriisi:

Vf(x])=<_g ) H(x])=(g 18 )

Projisoiduiksi Newton-yhtdloiksi saadaan

~0.7071\ (4 0 \[(-07071\ , [ -0.7071\" ( —4
0.7071 0 12 07071 )Y = ~\ o.7071 8 )’

L (-07071 Y _,
s = 0.7071 | ¥
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Kuva 8.3: Esimerkisséd 8.2.2 késiteltdva optimointitehtava.
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misti saadaan hakusuunnaksi s! = (0.7500, —0.7500)T ja uudeksi iteraatiopis-
teeksi x2 = x! +s! = (1.7500, 0.2500)7.

Pisteessi x? on rajoite g, edelleen aktiivinen eli g, (x?) = 0 ja lisdksi g; (x?) =
—1.7500 eli ei tormatty rajoitteeseen g;. Jatkamalla edelleen saadaan aske-
leeksi s> = (—0.1144,0.1144)7 ja iteraatiopisteeksi x> = (1.6356,0.3644)T
sekd edelleen hakusuunnaksi s3 = (—0.0087,0.0087)7 ja iteraatiopisteeksi
x* = (1.6269,0.3731).

Optimikohdaksi saadaan x* = (1.6268,0.3732)" ja minimiarvoksi f(x*) =
—2.07. Tassd esimerkissd pysytddn rajoitteen g, maardamassa aliavaruudessa.

8.3 Epalineaariset rajoitteet

Epdlineaaristen rajoitteiden vallitessa vaihtoehtoisia menetelmid on useita.
Toistettu kvadraattinen optimointi (Sequential Quadratic Programming eli
SQP) on varsin tehokas menetelmd, mutta vaatii runsaasti tarkistuksia sup-
penemisen varmistamiseksi. Toisaalta menetelma soveltuu melko hankalien-
kin tehtdvien ratkaisemiseen ja se lienee kiytannossa merkittavin epéalineaa-
risia rajoitteita sisdltavien optimointitehtdvien ratkaisumenetelma. Menetel-
madstd on monia variaatioita, joista kehittyneimmat kayttavat esimerkiksi
taydennettyd Lagrangen funktiota varmistamassa suppenemista.

Jos halutaan tehda ratkaisurutiinin koodista yksinkertainen, sakko- ja este-
funktiomenetelmdit ovat paras vaihtoehto. Ongelmana on tehokkaan sakko-
parametrien valintamekanismin loytaminen. Lisdksi estefunktiomenetelmil-
1a on ongelmana Hessen matriisin hdiridalttius ldhestyttdessa kdyvdn alueen
reunalla olevaa minimikohtaa.

Tdydennetyn Lagrangen funktion menetelmd on monissa tapauksissa sak-
kofunktiomenetelmid luotettavampi. Tdydennetyn Lagrangen funktion me-
netelméd on kayttokelpoinen, kun suuri osa rajoitefunktioista on lineaarisia
ja voidaan loytda hyva alkuarvaus.

Epdlineaarisia rajoitteita sisdltdvia tehtdvid voi ratkaista SQP-menetelmia
kayttavilla IMSL- ja NAG-aliohjelmakirjastojen rutiineilla (kappale 8.5). Mi-
nos-ohjelmiston kdyttama tdydennetyn Lagrangen funktion menetelmd on
luotettava ja menetelmasta on kehitetty suurten tehtdvien ratkaisemiseen
soveltuvia versioita.

Joissakin tapauksissa voi sakko- tai estefunktiomenetelman sekéa luotetta-
van rajoitteettomien optimointitehtdvien ratkaisurutiinin kaytté osoittau-
tua tehokkaaksi, mutta talloin joudutaan etsimédin oikeita sakkoparametre-
ja suppenemisen varmistamiseksi. Kuitenkin suurille LP- ja kvadraattisille
optimointitehtdville on kehitetty tehokkaita estefunktiota kadyttavia mene-
telmia (luku 4). Naiden kokemusten perusteella on myos kehitteilld yleisten
epdlineaaristen tehtdvien ratkaisumenetelmia.
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8.4 Tadydennetyn Lagrangen funktion menetelma

Monien optimointikoodien mallina ollut Minos-ohjelmisto perustuu projek-
tiomenetelmdn (ns. projected augmented Lagrangian) kayttoon [MS87]. Pro-
jektiomenetelmissa yritetddan kulkea rajoitteiden maaraamilld pinnoilla si-
ten, ettd kohdefunktion arvo pienenee. Menetelmissa linearisoidaan rajoit-
teet nykyisessd hakupisteessa. Epadlineaarisuus saa luonnollisesti aikaan sen,
ettd lineaarista approksimaatiota joudutaan korjaamaan varsin usein, jolloin
suppeneminen voi olla hidasta.

Minos-ohjelmistoa voi kdyttda epélineaarisen kohdefunktion ja epélineaa-
risia rajoitefunktioita sisdltdavien tehtéavien ratkaisemiseen. Ohjelmisto ka-
sittelee epdlineaarisia rajoitteita tdydennetyn Lagrangen funktion ja projek-
tiomenetelmien avulla. Minos on tehokkaimmillaan tehtédvissé, joiden ra-
joitteista suurin osa on lineaarisia tai ldhes lineaarisia. Esimerkiksi GAMS
voi kayttda epdlineaaristen tehtdavien ratkaisemiseen Minos-ohjelmistoa (esi-
merkki 8.1.1).

Tarkastellaan epélineaarisesia rajoitteita sisdltdvaa optimointitehtavaa, jos-
sa on pelkdstdadan yhtdlomuotoisia rajoitteita h(x) = 0. Vaihtoehtoisesti tie-
detddn nykyisessa pisteessa aktiivisten epayhtalorajoitteiden joukko.

Maaritelladn tdydennetty Lagrangen funktio (augmented Lagrangian):

F(x) = f(x) = (w,h(x)) + %(h(X),S(X)h(X)% (8.9)

missd S(x) on sopiva positiivisesti definiitti matriisi, esimerkiksi lavistaja-
matriisi pI. Vektori w on tehtdvan Lagrangen kertoimien (v1, ..., v,)T arvio.
Erds tyypillinen tdydennetyn Lagrangen funktion muoto on

F(x) = f(x) = (w,h(x)) + i(h(X),h(X))- (8.10)

Taydennettya Lagrangen funktiota kdyttamalla saadaan aikaan seuraava ite-
ratiivinen algoritmi:

Algoritmi 8.4.1 (Tdydennetyn Lagrangen funktion menetelma)

valitse alkuarvaus x! ja laske alkuarvio w! Lagrangen kertoimille
valitse sopiva painomatriisi S (x')
asetak =1
repeat
hae tdydennetyn Lagrangen funktion F(x*) likimdérdinen
minimi x**
laske Lagrangen kertoimille arvio w
pAaivita tarvittaessa painomatriisia S (xk+1)
asetak =k +1
until ollaan kyllin lahellda optimia

k+1

Algoritmissa lasketaan funktiot L(x¥) arvioimalla vektorilla w¥ Lagrangen
kertoimia u nykyisessa pisteessd. Mikili wk — u, kun k — o ja Lagrangen
funktiolla L(x*) on darellinen minimi, patee xk* — x*.
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Fras mahdollisuus vektorin w* arvioksi on

wktl — wk — §(xk™ ) h(xk™), (8.11)

missd S(x*") on sopiva painomatriisi, esimerkiksi pI.

Minos-ohjelmistossa kaytetdan muotoa

F(x) = f(x) — (w,h(x) - h(x)) + %p<h(x> ~h(x),h(x) -h(x) (812

olevaa tdydennettyd Lagrangen funktiota, missa p on painokerroin ja funktio
h sisiltaa nykyisessd iteraatiopisteessi x* linearisoidut rajoitteet:

hi(x) = hi(x*) + (Vhi(x*),x - x), i=1,...,q.

Taydennettya Lagrangen funktiota F minimoitaessa Minos asettaa rajoitteik-
sih(x) = 0. Erikseen voidaan ottaa mukaan mahdolliset lineaariset rajoitteet
sekd laatikkorajoitteet x! < x < x*.

8.5 Toistettu kvadraattinen optimointi

Toistettu kvadraattinen optimointi (Sequential Quadratic Programming eli
SQP) on menetelmd, jossa epdlineaarisen tehtdvdan Lagrangen funktiota ar-
vioidaan kvadraattisella mallilla. Ideana on muodostaa jono kvadraattisia
tehtavia, joiden ratkaisut lahenevat minimipistettd x* ja joiden Lagrangen
kertoimet lahestyvat Lagrangen kertoimia optimipisteessd koko tehtavalle.
Menetelméad kutsutaan myos nimelld Lagrangen ja Newtonin menetelmd.

Yhtdlo- ja epdyhtdlorajoitteita sisdltdavan epéalineaarisen optimointitehtavan

mil}(imi fx), kung(x) <0jah(x) =0 (8.13)

Lagrangen funktio on
L(x,v) = f(X) + (u,g(x)) + (v,h(x)), (8.14)

missd vektorit u > 0 ja v sisdltavat Lagrangen kertoimet. Lagrangen funk-
tioon voidaan soveltaa Taylorin lausetta, jolloin saadaan

L(x¥ +pk,uk,vk) = VL(Xk,uk,vk) + (VVL(Xk,uk,vk))pk +---, (8.15)

missd V tarkoittaa derivointia vektorin x suhteen. Jos Taylorin sarjakehi-
telmdsta jatetdadn huomiotta korkeamman kertaluvun termit ja asetetaan
L(xk + p*,uk vk) = 0, saadaan ratkaistua hakuaskel p*. Merkitd4n nyt mat-
riisilla Wy Hessen matriisia V VL (x*,u¥, v¥). Saadaan yhtilo

Wi p* = —VL(xK, uk, vk). (8.16)

Toistetussa kvadraattisessa optimoinnissa ratkaistaan siten kussakin vai-
heessa tehtava

minimi 2pE, Wipk) + (V£(),p1), kun p* € RY, (8.17)
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missd matriisi Wi on arvio Lagrangen funktion Hessen matriisille pisteessa
xk. Kvadraattisen tehtdvin rajoitteet saadaan linearisoimalla rajoitefunktiot
g ja h nykyisessa pisteessd x:

{gi(xk) +(Vgi(x*),p*) <0, i=1,...,p, (8.18)

hj(x%) + (Vh(x),p4) =0, j=1,...,q.

Toistettu kvadraattinen optimointi kayttda hyvdakseen Lagrangen funktion
Hessen matriisia ja muistuttaa rajoitteettomien optimointitehtavien Newto-
nin menetelmda. Oltaessa ldhelld minimipistettd voi suppenemisnopeus olla
neliollista eli menetelmad on varsin tehokas.

Seuraavan iteraatiopisteen loytamiseen voidaan kayttaa viivahakua

xk1 = xk 4 Apk, A € (0,1], (8.19)

esimerkiksi siten, ettd ansiofunktio (merit function) saa pienemmaén arvon
uudessa pisteessd. Ansiofunktiona voidaan kayttda esimerkiksi taydennet-
tyd Lagrangen funktiota (kappale 8.4). Ansiofunktion kayttd varmistaa me-
netelman suppenemista oltaessa kaukana minimipisteestd. Jos uusi piste ei
ole minimi, voidaan Lagrangen funktion Hessen matriisin arviota Wy paivit-
tad esimerkiksi BFGS-menetelmalla (algoritmi 6.6.1 sivulla 112).

[ Esimerkki 8.5.1 Ratkaistaan epilineaarinen optimointitehtdvéa

xf 2
: =7 +tx;-1=<0,
minimi (x; — 2)2 + (x2 — 1)2, kun gx) =7 +x5
X1,%2 h(x) =x1-2x2+1=0,

missd kohdefunktio ja epayhtélorajoite ovat epélineaarisia ja yhtédlérajoite on
lineaarinen. Olkoon alkuarvaus x! = (2,2)7.

Ratkaistaan tehtdvd NAG-aliohjelmakirjaston SQP-rutiinilla EO4VCE. Listauk-
sessa 8.3 on Fortran 90 -kielinen padohjelma sqpmain.f90 ja listauksessa 8.4
on rajoitteet ja niiden derivaatat laskeva ohjelmatiedosto sqpfun.f90. Ratkai-
surutiini perustuu toistettuun kvadraattiseen optimointiin.

Kuten listauksesta 8.3 ndhdaan, tarvitsee NAGin SQP-toteutus melkoisen maa-
ran aliohjelmakutsussa annettavia parametreja. Onneksi ohjelmiston avustus-
jarjestelmastd 1oytyy rutiinien kayttéa kuvaavia esimerkkiohjelmia.

NAG-rutiinin 16ytdmé minimipiste on x* ~ (0.8229,0.9114)7 ja funktion arvo
f(x*) =~ 1.3935. Epayhtalorajoite g(x) < 0 on aktiivinen optimipisteessa.

Seuraavassa esimerkissd havainnollistetaan SQP-menetelméan toimintaa yk-
sityiskohtaisemmin.

[ Esimerkki 8.5.2 Olkoon ratkaistavana edellisestd esimerkista hiukan muutet-
tu optimointitehtava

g1(x) =x7/4+x3-1<0,

_ _ 92 12
Hgﬂrsz(x)i(x] 27+ (X 1)’{gz(x):x172x2+150.
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Listaus 8.3: Esimerkin 8.5.1 tehtdvdn NAG-aliohjelmakirjaston rutiinilla EO4VCE
ratkaiseva Fortran 90 -kielinen pdédohjelma.

PROGRAM SQP_test
IMPLICIT NONE

INTEGER :: n, nclin, ncnln, nctotl, nrowa, nrowj, nrowr, &
Tiwork, Twork, i, ifail, iter, itmax, j, mode, msglvl, &
nstate

INTEGER, DIMENSION(:), ALLOCATABLE :: istate, iwork
LOGICAL :: cold, fealin, ortho
REAL :: bigbnd, epsaf, epsmch, eta, ftol, objf, rteps
REAL, DIMENSION(:,:), ALLOCATABLE :: a, cjac, r
REAL, DIMENSION(:), ALLOCATABLE :: x, b1, bu, c, clamda, &
featol, objgrd, work, x02aje
EXTERNAL x02aje, confun, eO4vce, eO4zce, objfun
I Asetetaan tehtdvdn dimensiot
n =2; nclin = 1; ncnln = 1; nctotl
nrowa = nclin; nrowj = ncnln; nrowr
Tiwork = 3*n+nclin+2*ncnln
Twork = 2*n*n+n*nclin+2*n*ncn1n+20*n+11*nclin+21*ncnln
ALLOCATE(a(nrowa,n), bl(nctotl), bu(nctotl), c(nrowj), &
cjac(nrowj,n), clamda(nctotl), featol(nctotl), &
objgrd(n), r(nrowr,n), work(lwork), x(n), &
istate(nctot1), iwork(liwork))
I Alkuasetukset
nstate = 1; mode = 1; ifail = 1; msglvl =1
bigbnd = 1.d10; itmax = 100; eta = 0.9d0
x = (/ 2.d0,2.d0 /); a = RESHAPE((/1.d0,-2.d0/), (/1,2/))
b1 = (/ -10.d0,-5.d0,-1.d0,-1.d0 /)
bu = (/ 10.d0,5.d0,-1.d0,1.d10 /)
cold = .TRUE.; fealin = .TRUE.; ortho = .TRUE.
ifail = 1 ! Tarkistetaan gradientit
CALL e04zce(n, nclin, nrowj, confun, objfun, c, cjac, &
objf, objgrd, x, work, lwork, ifail)
IF (ifail == 0) THEN ! Gradienttivektori on ok...
epsmch = x02aje() ! Selvitetddn Taskentatarkkuus
ftol = 10.0d0*epsmch; rteps = SQRT(epsmch)
featol(1l:nctotl) = rteps
CALL objfun(mode, n, x, objf, objgrd, nstate)
epsaf = epsmch*ABS(objf)
ifail = 1 ! Ratkaistaan tehtdva
CALL eO4vce(itmax, msglvl, n, nclin, ncnln, nctotl, &
nrowa, nrowj, nrowr, bigbnd, epsaf, eta, ftol, a, &
b1, bu, featol, confun, objfun, cold, fealin, ortho, &
X, istate, r, iter, c, cjac, objf, objgrd, clamda, &
jwork, Tiwork, work, Twork, ifail)

n+nclin+ncnln
n

IF (ifail /= 0) WRITE(*,*) ’eO4vce:n ifail =", ifail
ELSE

WRITE(*,*) ’Virhe gradienttivektorissa. ifail =", ifail
END IF

END PROGRAM SQP_test




146 Optimointitehtdavien ratkaiseminen

Tehtdvaa on havainnollistettu kuvassa 8.4. Kohdefunktion tasa-arvokdyrat on
piirretty katkoviivoilla ja rajoitteita vastaava ellipsi ja suora yhtendisella vii-
valla. Rajoitteet ovat siis kummatkin epdyhtdlomuotoa. Tehtdvdan Lagrangen
funktioksi saadaan

Lxu) = (x1—2)2+ (x2 — D2+ ur(x3/4 + x5 — 1) + uz(xy — 2x2 + 1).

Lagrangen funktion L gradienttivektori vektorin x suhteen on

VL( ) = 2(x1 —2)+ui1x1/2 +uz
xu = —2Up +2(x2 — 1) + 2u1 x>
ja Hessen matriisi on
fur/2+2 0
VVL(X’“)‘( 0 2uy+2 )

Ratkaisemisessa kiytetddn pisteessd x* linearisoituja rajoitteita:

k T
x7/2
(x{‘)z/4+(x§)2—1+( 21x’2< ) pk <0,

1 T
x{‘—2x§+1+<_2 ) p* < 0.

Annetaan vektorille x alkuarvaus x! = (0, 0.5)7 ja Lagrangen kertoimille al-
kuarvaus u! = (0, 0)7. Télloin saadaan iteraatiopisteet

Xk uk g(xk)
(0,0.5)7 0,007 (-0.75,0.)T
(1.5,1.25)T (1.5,1.)T (1.125,0.)7

(0.9375,0.9688)T  (1.5,1.422)T  (0.1582,0.)T
(0.8274,0.9137)T (1.806,1.581)T (0.0061,0.)T
(0.8229,0.9114)7 (1.846,1.594)T (0.0000,0.)T

T A W N~ X

Tassa ei pakotettu iteraatteja x¥ pysymadn kdyvan alueen sisdlld ja viivaha-
ku suuntaan p¥ jatettiin tekemaétta. Viidennelld iteraatiolla ollaan jo hyvin la-
helld tehtdvdn optimikohtaa ja télldin saadaan minimipisteen arvioksi x° ~
(0.8229,0.9114)7 ja Lagrangen kertoimien arvioksi u® ~ (1.846,1.594)7.

-1.5-1-050 05 1 15 2
Kuva 8.4: Esimerkisséd 8.5.2 késiteltdva optimointitehtava.
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Listaus 8.4: Fortran 90 -kieliset aliohjelmat objfun ja confun laskevat kohdefunk-
tion arvon ja gradienttivektorit sekd epdlineaaristen rajoitteiden arvot ja Jacobin
matriisin rivit.

SUBROUTINE objfun(mode,n,x,objf,objgrd,nstate)
I Kohdefunktio ja gradienttivektori
IMPLICIT NONE
REAL, INTENT(OUT) :: objf
INTEGER, INTENT(IN) :: mode, n, nstate
REAL, DIMENSION(n), INTENT(CIN) :: x
REAL, DIMENSION(n), INTENT(OUT) :: objgrd
objf = (x(1)-2.0d0)**2 + (x(2)-1.0d0)**2
objgrd(1) = 2.0d0*(x(1)-2.0d0)
objgrd(2) = 2.0d0*(x(2)-1.0d0)

END SUBROUTINE objfun

SUBROUTINE confun(mode,ncnin,n,nrowj,x,c,cjac,nstate)
! Rajoitteet ja Jacobin matriisi
IMPLICIT NONE
INTEGER, INTENT(IN) :: mode, ncnln, n, nrowj, nstate
REAL, DIMENSION(Cn), INTENT(CIN) :: x
REAL, DIMENSION(nrowj), INTENT(COUT) :: c
REAL, DIMENSION(nrowj,n), INTENT(INOUT) :: cjac
I Alustetaan Jacobin matriisi
IF (nstate == 1) cjac(l:ncnin,1l:n) = 0.0dO
| Epdlineaarinen rajoite 1
c(l) = -(x(1)**2)/4.0d0 - x(2)**2
I Jacobin matriisin rivi 1
cjac(1l,1) = -0.5d0*x(1)
cjac(l,2) = -2.0d0*x(2)
END SUBROUTINE confun

8.6 Sakko- ja estefunktiomenetelmat

Sakko- ja estefunktiomenetelmissa (penalty and barrier function methods)
muutetaan rajoitteita sisaltivd optimointitehtdva rajoitteettomaksi opti-
mointitehtavaksi, jossa kohdefunktioon on lisdtty sopivalla sakkotermilla
painotettuna rajoitteen rikkomisesta tuleva kustannus.

Sakko- ja estefunktiomenetelmat, varsinkin logaritminen estefunktio, ovat
osoittautuneet erittdin lupaaviksi menetelmiksi sisdpistemenetelmien ra-
kennuspalikkoina. Estefunktiomenetelmat pysyttelevat kdyvéan alueen sisél-
14 ja ldhestyvat alueen reunalla olevaa minimid asymptoottisesti.

Sakko- ja estefunktiomenetelmissd on minimoitavana funktio

P(x,5) = f(X) +5 > G(g;(x)), (8.20)
J

missd funktion G : R — R avulla painotetaan rajoitefunktion arvoja. Skalaari
s > 0 on funktion P (x,s) sakkoparametri.
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Menetelmdssd voidaan yhdistella erityyppisid sakkotermeja erityyppisille ra-
joitteille. Edelld olivat mukana vain epayhtdlorajoitteet g(x) < 0.

Sakko- ja estefunktioiden kdyttdmid muunnosfunktioita G(g;(x)) on seu-
raavanlaisia:

e Sakkofunktiot (eli ulkopuoliset sakkofunktiot):

G(gjx)) > 0, kun g;(x) > 0,
G(gj(x)) = 0, kun g;(x) <0.
2
Esimerkkina olkoon neliollinen sakkofunktio: (maX{O, gj (x)}) .
o Eksaktilla sakkofunktiolla tarkoitetaan sellaista sakkofunktiota, jonka

minimi on sama kuin rajoitteellisen tehtdvan minimi kaikilla kyllin suu-
rilla sakkoparametreilla eli kun s > §.

Esimerkki eksaktista sakkofunktiosta on G(g;(x)) = max{0, g;(x)}. Ta-
man eksaktin sakkofunktion ongelmana on epasileys pisteissé, joissa
rajoitteiden arvo muuttuu negatiivisesta positiiviseksi.

o Estefunktiot (eli sisdpuoliset sakkofunktiot):

G(gj(x)) > 0, kung;x) <0,
G(gj(x)) — o, kun g;(x) — 0.

Esimerkkejd estefunktioista ovat G(g;(x)) = 1/g;(x) sekd G(g;(x)) =
—In(-g;(x)) (logaritminen estefunktio).

Estefunktiota ei voi kdyttaa sellaisenaan yhtdlomuotoisten rajoitteiden
h(x) = 0 kanssa, silld estefunktio kasvaa rajatta ldhestyttdessa rajoi-
tefunktion nollakohtaa. Lisdksi menetelma vaatii kdyvan aloituspisteen
loytamisen.

[ Esimerkki 8.6.1 Olkoon optimointitehtdvina
minimi f(x) = 10 - 20 ((x1+1.5)% +2x3),

kun rajoitteena on g(x) = 2x? + x3 — 1 < 0.

Kuvassa 8.5 on esitetty logaritmisen estefunktion ja neliollisen sakkofunktion
kayttdytyminen kahdella eri sakkoparametrin arvolla. Estefunktion parametrin
s lahestyessa nollaa jyrkkenee estefunktion reuna ja ldhestytddan asymptootti-
sesti rajoitteellisen tehtdvan optimikohtaa kdayvéan alueen sisélta kédsin. Sakko-
funktion parametrin s kasvaessa ldhestytdan kdayvan alueen ulkopuolelta kasin
rajoitteellisen tehtdvan optimikohtaa.

Seuraavassa esitetddn logaritmista estefunktiota
P(x,5) = f(x) - s> In(-g;(x)) (8.21)
J

kayttava optimointialgoritmi yleisessd muodossa. Ratkaistavana on epdyh-
talorajoitteita g(x) < 0 sisdltava optimointitehtava.
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Ylempénd on kuvattu logaritmisen estefunktion kéayttdytymistd kah-
della eri sakkoparametrin arvolla. Alempana on kéytetty neliollista sakkofunktio-
ta. Estefunktion sisédltdvin funktion P(x,s) = f(x) — sIn(—g(X)) parametrin s

Kuva 8.5:

arvot ovat s = 50 (vasemmalla) ja s = 10 (oikealla). Funktion arvot ldhestyvit
ddretontd kdyvidn alueen reunalla. Neliollisen sakkofunktion sisdltdvidn funktion
P(x,s) = f(x) + s (min(0, g(x)))? sakkoparametrin s arvot ovat s = 5 (vasemmalla)

jas = 20 (oikealla).
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Algoritmi 8.6.1 (Estefunktiomenetelma)

1: Hae kiypa alkuarvaus x!, jossa patee g(x!) < 0. Valitse s; > 0
jaasetak = 1.

2: Jos piste x* on rajoitteellisen optimointitehtavin lokaali mi-
nimi, lopeta iterointi.

3: Hae minimipiste x* estefunktiolle P(x,sy) siten, ettd x* on
kayvédn alueen F sisdpiste.

4: Aseta uudeksi iteraatiopisteeksi x**1 = x*. Valitse sg.1 €
(0, sx). Aseta k = k + 1 ja jatka vaiheesta 2.

Sakko- ja estefunktiomenetelmia ei voi pitda yleismenetelmina, silla sakko-
parametrin tehokkaaseen valintaan ei ole loydetty yleispatevda ratkaisua.
Lisdksi estefunktiomenetelmdssa kasvaa tehtavan hairioalttius, kun este-
funktion reuna jyrkkenee. Toisaalta konvekseille tehtdville on saatu hyvia
tuloksia estefunktioalgoritmien suppenemisesta.

Estefunktiomenetelmid on viime aikoina tutkittu runsaasti ldhinnd lineaa-
risten optimointitehtdvien sisdpistealgoritmien ansiosta. Nama menetelmat
perustuvat kdyvan alueen reunan valttamiseen, jolloin suppeneminen on no-
peampaa hyvin isoissa tehtdvissa. LP-tehtdvien ratkaisua on kasitelty luvus-
sa 4 sivulta 74 alkaen.

[ Esimerkki 8.6.2 Olkoon ratkaistavana minimointitehtava
minimi f (x) = x2+ x5, kung(x) =1 -x; —x2 <0. (8.22)

Tehtdavaa on havainnollistettu kuvassa 8.6. Valitaan ratkaisumenetelmaksi ne-
liollinen sakkofunktio:

P(x,s) = f(x) + s (max{0,g(x)})* = x2 + x3 + s (max{0, 1 — x1 — x»})>.

(B

-0.2 02 04 0.6

!

/ /

0.2

Kuva 8.6: Esimerkisséd 8.6.2 késiteltdva optimointitehtavd. Tehtdvén kdypd alue on
merkitty harmaalla vérilld. Kohdefunktion tasa-arvokdyrét on piirretty katkoviivoil-
la.
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Funktion P (x, s) kriittinen piste x¢ kdyvan alueen sisdlla saadaan yhtalosta

0P (x,s)
2x1 —25(1 —x1 — x2)
vPxs) = | OXT | o[ R
0P(x,s) 2xp —25(1 —x1 — X2)
aXZ

elix¢ = (s/(1+2s), s/(1+2s))T. Asettamalla s — +o, saadaan optimikohdalle
arviox* ~ (0.5,0.5)T. Kyseessi on ulkopuolinen sakkofunktio eli optimikohtaa
lahestytaan kdyvan alueen ulkopuolelta kasin.

8.7 Menetelmien tehokkuusvertailu

Seuraavassa vertaillaan erditd rajoitteellisten optimointitehtavien ratkaisu-
menetelmia ja -ohjelmistoja. Ratkaistavana on 200 muuttujaa sisaltava epa-
lineaarinen optimointitehtava.

0 Esimerkki 8.7.1 Minimoidaan Rosenbrockin moniulotteista funktiota

n
FG0 = 3100 (x2 - x3,) + (1= x201)%,

i=1

missa n = n/2 = 100. Rajoitteet ovat

[X[12 = X% + x5 + + -+ + x50 < 190,
X20 + X179 < 1.5,

X63 + X100 1.5.

IA

Lisdksi asetetaan laatikkorajoitteet -2 < x; < 2, i = 1,...,200. Alkuarvauksia
on kaksi: x} = (1,1,...)" jax} = (0,0,...)T. Piste x} on rajoitteettomasta
tehtdvdsta saatu globaali minimipiste, joka ei ole kdyvalla alueella.

Taulukossa 8.1 on esitetty kdytetyt ohjelmistot ja taulukossa 8.2 on testeista
saatuja tuloksia. Kaikki testit on suoritettu CSC:n Convex C3840 -tietokoneella.
IMSL-aliohjelmakirjastosta kéytettiin versiota 2.0 ja NAG-aliohjelmakirjastosta
versiota Mark 14.

Taulukko 8.1: Testattavat rajoitteellisten optimointitehtédvien ratkaisurutiinit. Muis-
tinkdytto pyrkii osoittamaan algoritmin vaatiman minimityétilan liukulukuina.

Rutiini Menetelma Muistinkdytto
GAMS/Minos Projektiomenetelmd —
DNCONG (IMSL)  SQP-menetelma >n@Bn+p+q)

EO4UCF (NAG) SQP-menetelma >n@2n+p+q)
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Téassa testitehtdavassa IMSL:n SQP-algoritmin toteutus vaikutti tehokkaimmalta
ratkaisurutiinilta. GAMSilla oli suppenemisvaikeuksia tehtdvan ratkaisemises-
sa, vaikkakin alkuarvaus x} tuotti tuloksen.

Taulukko 8.2: Rajoitteellisten optimointitehtédvien ratkaisuohjelmistojen vertaami-
sesta saatuja tuloksia (kappale 8.7). Piste x/ on ohjelmiston antama ratkaisupiste.
Lisédksi on kerrottu iteraatioiden ja funktiokutsujen maéré sekd kulutettu CPU-aika
sekunteina.

Rutiini fxr) Iter. Funkt. CPUs

Alkuarvaus x!
GAMS/Minos 0.131946 6+3616 7805 150

DNCONG (IMSL) 0.131946 24 54 9
EO04UCF (NAG) 0.131946 44 105 60
Alkuarvaus x3

GAMS/Minos —

DNCONG (IMSL) 0.131946 207 556 74
EO04UCF (NAG) 0.131946 482 907 615

8.8 Ohjelmistoja

Matlabin Optimization Toolbox tarjoaa mahdollisuuden pienten ja keski-
suurten rajoitteellisten optimointitehtavien ratkaisemiseen (taulukko B.3 si-
vulla 209). Aliohjelmakirjastot IMSL ja NAG siséltavat hyvin dokumentoituja
ja melko luotettavia ratkaisurutiineja. Netlib-verkkoarkiston TOMS-algorit-
meista 16ytyy kdyttokelpoisia rutiineja (taulukko B.6 sivulla 214).

SQP-menetelmaa kaytetddan mm. Matlabin Optimization Toolboxissa [Gra93,
HHL* 03] ja IMSL-aliohjelmakirjastossa [IMS]. FSQP-ohjelmisto sisaltada SQP-
algoritmin toteutuksen min-max -optimointitehtdvien ratkaisemiseen (kap-
pale 9.2).

Ohjelmistoista 1oytyy lisatietoja esimerkiksi IMSL- ja NAG-aliohjelmakirjas-
tojen kasikirjoista [IMS, Num] ja optimointia kasittelevistd oppikirjoista
[Sca85, DS83, GMWS81]. Hyva katsaus loytyy teoksesta Optimization Software
Guide [MW93].

8.9 Lisatietoja

Teokset Practical Optimization [GMW81] ja Practical Methods of Optimiza-
tion [Fle87] tarjoavat kaytannollisen ja perusteellisen johdatuksen epali-
neaariseen optimointiin. My0s teosta Introduction to Non-linear Optimiza-
tion [Sca85] voi kayttaa lahdeteoksena. Epélineaarista optimointia on ka-
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sitelty myds teoksissa [MS78, Mie98, PSU88]. Katsausartikkeleista [CGT94,
AD94, Wri92a] saa lisdtietoa aiheesta.

Artikkelissa [GMSW84a] on esitelty SQP-menetelmien taustaa ja vertailtu eri
tyyppisia toteutuksia. Menetelman kuvaus 1oytyy teoksista [GMWS81, Fle87,
Mie98, Sca85, SP89]

Projektiomatriisien kayttoa ja projektiomenetelmida on kasitelty viitteissa
[GMSW84b, Sca85, Mie98]. Tdydennetyn Lagrangen funktion menetelméaa on
esitelty teoksissa [Fle87, Sca85, MS87]. Epélineaarisia rajoitteita on kasitelty
teoksissa [GMW81, Fle87, Sca85, Wri92a, Mie98]. Sakkofunktioiden kayttoa
on analysoitu viitteissa [Wri92a, MW].
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9 Erikoismenetelmia

Tédssd luvussa sekd luvuissa 10 ja 11 esitellddn erikoismenetelmid, joita voi
yrittdd kayttaa perinteisilla menetelmilld vaikeasti ratkaistaviin tehtaviin.
Aluksi kasitelladn globaalin optimin 16ytamisen problematiikkaa sekd erdita
erikoistyyppisia tehtavia.

9.1 Globaali optimointi

Epélineaaristen optimointitehtdvien ratkaisualgoritmit lIoytavat lokaalin mi-
nimin, eikd globaalisuutta yleensd voida osoittaa, ellei kohdefunktiolle ja
kayvalle alueelle voida todistaa konveksisuutta tai vastaavaa ominaisuutta.
Yleensd ratkaisualgoritmit 16ytavét lihelld alkuarvausta x! olevan minimi-
pisteen kayttden iteratiivista menetelmaa

xk = xk L Ausk, A >0, k=1,2,..., 9.1)

kunnes iteraatio suppenee eli esimerkiksi ||s¥|| — 0. Jos seka kohdefunktio
ettd kdypa alue ovat konvekseja, on loydetty lokaali minimi my6s globaali
(lause 3.4.5 sivulla 67).

Globaalissa optimoinnissa etsitddn optimointitehtdvdn pienintd paikallista
minimipistettd. Siten kyseessd on tehtdvd, joka on huomattavasti vaikeampi
kuin yksittdisen lokaalin minimipisteen hakeminen.

Perinteisistd lokaaleja minimid hakevista menetelmista loytavat todennakoi-
simmin globaalin minimin erilaiset sakkofunktiomenetelméat, mutta ne voi-
vat vaatia runsaasti tyotd sakkoparametrien valitsemiseksi. Toisaalta voi-
daan kokeilla useita eri lahtopisteitd (esimerkiksi satunnaisesti valittuja),
jolloin saadaan tilastollista aineistoa globaalin optimin 16ytamisen varmis-
tamiseksi.

Huomautus 9.1.1 Mikdan optimointimenetelma ei voi taata globaalin mini-
min 16ytymista mille tahansa funktiolle. Jos globaalissa optimointitehtavas-
sd on yli 20 muuttujaa, voi olla ettei probleemalle 16ydy luotettavaa ratkai-
sumenetelmaa.

Optimoitavan funktion tdytyy kuulua johonkin sopivan “kauniisti” kayt-
taytyvaan funktioluokkaan (esimerkkina polynomit), jotta voitaisiin luottaa
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optimointimenetelmdn antamaan arvioon globaalille minimille. Esimerkiksi
funktion jatkuvuus on luonnollinen oletus. Erds tyypillinen funktioluokka
ovat Lipschitz-jatkuvat funktiot, joille on olemassa vakio L > 0 siten, ettd
kaikilla x jay € F € R™ péatee

Ifx)-fyYI=Llx-vl. 9.2)

Kuitenkin globaalin optimiratkaisun loytdmiseen tarvitaan liian paljon las-
kentatyotd, jotta mikdan "varma menetelma” voisi olla kaytannollinen. Yleen-
sd kdytetddn menetelmid, joissa pyritdadn loytamadn joukko (ei kaikkia!) lo-
kaaleja minimejd, ja valitaan ndistd pienin.

[ Esimerkki 9.1.1 Skalaarifunktiot

filx) = x3, fo(x) = x3-3x,
f3(x) = cosx, fa(x) = x?%-cosx,
Sfs(x) = exp(-x)

ovat eri syista vaikeita optimoida. Funktiot f; ja f» eivat ole alhaalta rajoitettu-
ja, funktiot f3 ja fi sisaltavat jaksollisen komponentin, ja funktio f5 saavuttaa
minimin darettomyydessa.

Globaalin optimoinnin menetelmat voidaan jakaa kahteen luokkaan: deter-
ministisiin ja tilastollisiin menetelmiin. Monet menetelmat kayttavat deter-
ministisid menetelmia tilastollisen tai heuristisen menetelmén osana.

Toistuvasti kdynnistetyissd menetelmissa (multistart) haetaan lokaaleja mi-
nimeja eri puolilta ratkaisuavaruutta. Ryvdasmenetelmat (cluster methods)
pyrkivat jakamaan hakuavaruuden pienempiin osiin, joista haetaan lokaale-
ja minimeja. Myos valiaritmetiikkaa (interval arithmetic) kdyttavat menetel-
mat tarjoavat joitakin ratkaisumahdollisuuksia.

Menetelmédn valintaan vaikuttavat myos globaalin optimoinnin tavoitteet.
Jos optimoitavan systeemin sisdinen kdyttdytyminen on tuntematonta, ei
voida taata optimin loytamista (minimipiste voi sijaita miten pienessi osassa
ratkaisuavaruutta tahansa). Toisaalta jos tehtavan dimensio on hyvin iso, voi
globaalin optimin hakeminen vieda hyvin paljon resursseja.

Joskus on tirkeda loytaa lokaalit minimit globaalin optimin lisdksi tai sijas-
ta. Esimerkiksi kemiallisten yhdisteiden rakenteiden tutkimisessa halutaan
16ytaa lokaaleja minimipisteitd eikad vain globaalia minimid. Talloin voi pa-
ras menetelma olla toistuvasti kdynnistetty paikallinen optimointimenetel-
ma4, joissa etsitddn minimipisteita eri puolilta ratkaisuavaruutta.

Kannattaa myos miettid, tarvitaanko takeita globaalin optimin 16ytymiselle.
Konvekseille optimointitehtaville (esimerkiksi lineaarinen optimointi) voi-
daan taata loydetyn lokaalin minimin globaalisuus, mutta kdytdnnon tehta-
vat eivat valttamattd ole konvekseja. Toisinaan kuitenkin riittaa tarpeeksi
hyvén lokaalin minimin 16ytyminen, jolloin ei valttamatta tarvita globaalia
optimointimenetelmaa.

Myo6s optimointimallin muodostaminen vaikuttaa tehtdvén ratkaisemiseen:
jos malli vastaa vain karkeasti todellista tilannetta, ei tarkan globaalin opti-
miratkaisun loytamisesta ole valttamatta mitdan hyotya.
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I Esimerkki 9.1.2 Haetaan maksimi funktiolle (kuva 9.1)

Fx) = 3(1-x)? exp(—x%—(x2+1)2)—10(%—x§—x§)

xexp(—x? — x3) — %exp(—(xl +1)% —x3) + 10.
Funktiolla on kolme lokaalia maksimia. Likimaardisen globaalin maksimin 16y-
tamiseen lokaalilla optimointimenetelmalla tarvitaan hyva alkuarvaus. Globaali
maksimi voidaan 16ytdd mm. tilastollisia menetelmid kayttavilla ohjelmistoilla.
Globaali optimipiste on (-0.0106,1.5803)" ja funktion maksimiarvo on liki-
maadrin 18.1.

Kuvassa 9.2 on yritetty ratkaista kdytettya testitehtavaa Matlabin Optimization
Toolboxin rutiinilla fminu, joka perustuu BFGS-sekanttimenetelmééin. Tehta-
vassd minimoitiin funktiota — f(x). Minimoinnissa kaytettiin neljda eri alkuar-
vausta, joista algoritmi suppeni lokaaleihin optimipisteisiin. Globaali optimi-
kohta x* = (-0.0093,1.5814)7 16ytyi sopivilla alkuarvauksilla. Liséksi 1oytyi
lokaali optimikohta x = (—0.4600, —0.6292)7.

Matlabin BFGS-rutiini suppenee siis kohti lokaaleja minimejad. Mikali alkuarvaus
on kyllin lahelld lokaalia minimikohtaa, 10ydetddn se varsin nopeasti, mutta
mitadn takeita minimikohdan globaalisuudesta ei voida esittaa.

9.1.1 Tilastolliset hakumenetelmat

Tilastollisissa hakumenetelmissd generoidaan hakusuuntia sopivan (usein
heuristisen) strategian mukaisesti. Menetelmille ei voida taata stabiilisuutta
muuten kuin tilastollisessa mielessd (suppenemiseen tarvitaan ddrettdman
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Kuva 9.1: Kuvan funktiolla on kolme lokaalia maksimia.
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Alku = (0,0), loppu = (-0.46,-0.63) Alku = (-1,1), loppu = (-0.0093,1.6)
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Kuva 9.2: Useita lokaaleja maksimipisteitéa siséltdvan funktion optimointi Matlabin
Optimization Toolboxilla.

monta hakua). Toisaalta eraissa tilastollisissa menetelmissa voivat kohde-
funktio ja rajoitteet olla jopa epdjatkuvia.

Algoritmi 9.1.1 (Tilastollisen menetelman yleiskuvaus)

1: Valitse alkuarvaus x' € F c R" ja aseta k = 1.

2: Muodosta otantajakauma gy ja valitse piste y otantajakau-
masta.

3: Aseta x**1 = S(xK,y).
4: Laske f(x¥*1). Jos arvo on kyllin hyvi, lopetetaan.

5: Aseta k = k + 1. Mene vaiheeseen 2.

Tassa esitetyssd algoritmissa voidaan valita otantajakauman tiheysfunktiok-
si gr esimerkiksi tasajakauma, mikali kdypa alue ‘F on rajoitettu. Jos rajoit-
teet ovat muotoa x! < x < x% (laatikkorajoitteet), on otantajakaumasta help-
po muodostaa naytepisteitd y.
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Valintafunktio S(x,y) madrdad menetelmdan kdyttdytymisen otantajakauman
ohella. Seuraavassa muutamia vaihtoehtoja:

missd A = arg minimic[o,1] f(AX + (1 — A)y),

_ ) x jos f(x) = f(y),
Sy} = {Y, jos f(x) > f(y).

Valintafunktiolle S asetetaan usein ehto

f(S(x,y)) =min{ f(x), f(y) }. 9.3)

Olkoon my tiheysfunktiota g vastaava todenndkoisyysmitta. Olkoon jouk-
ko R C ¥ nollasta poikkeava todenndkoisyysmitan mielessd, jolloin patee
myg(R) > 0. Jos kaikilla tallaisilla joukoilla péatee

[T -mk(R)) =0, (9.4)
k=1

suppenee algoritmin 9.1.1 tuottama funktion f arvojen jono {f(x*)} tilas-
tollisesti kohti globaalia minimi4, eli patee

lim P(If(xN) — f(x*) <€) =1 (9.5)

kaikilla € > 0.

Jos joukko F on rajoitettu ja otantajakauma gy on tasajakauma kaikilla k,
péatee yhtdlo (9.4). Tallainen menetelma siis suppenee kohti globaalia mini-
mid todenndkoisyydelld yksi. Toisaalta tdllainen algoritmi on erittdin teho-
ton, silld se ei hyddynnd mitenkdan ldoydettyjen pisteiden tuottamaa kuvaa
kohdefunktion arvojen jakautumasta.

Monissa kdytannon tehtavissa (esimerkiksi kemian epélineaariset optimoin-
titehtavat) tilastolliset menetelméat ovat osoittautuneet tehokkaiksi. Teho
riippuu kdytdnnossa siitd, miten onnistuneesti hakustrategia kay lapi rat-
kaisuavaruutta.

9.2 Min-max -optimointitehtdavat

Adrelliselld min-max -optimointitehtévéllé tarkoitetaan seuraavaa ongelmaa:
mil}(imi miax{fi(x), i=1,...,m} sitenetta x € F, (9.6)

missa funktiot f; : R" — R ovat jatkuvasti differentioituvia. Maaritellaan
px) = miax{fi(x), i=1,...,m}. 9.7)
Funktiota @ (x) kdytetddn useissa menetelmissa ansiofunktiona. Funktio @

on yleisessa tapauksessa ei-differentioituva pisteissd, joissa maksimiarvon
saavuttaa useampi kuin yksi funktio f;.
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Eras vaihtoehtoinen tapa ratkaista tehtdva (9.6) on muuntaa se muotoon

minimi x,+1, kun fi(X) < xp41, i=1,...,m. (9.8)
X6|Rn+l

Kyseessa on differentioituva rajoitettu optimointitehtava. Ongelmana on tie-
tenkin epdlineaaristen rajoitteiden kasittely.

9.3 Epasiled optimointi

Tarkastellaan lahemmin kappaleessa 3.4 esiteltyjd konveksisuuden méaaritel-
mia ja ominaisuuksia. Seuraava lause mahdollistaa konveksisuuden kayton
epdsileissd optimointitehtdvissd (non-smooth optimization).

Lause 9.3.1 Olkoon f(x) konveksi funktio, joka on maéaritelty ei-tyhjassa
konveksissa joukossa F ¢ R™. Jos xY on joukon F sisépiste, 1oytyy vektori
d € R” siten, ettd

fx) = fxY) + (d,x — x°) kaikilla x € F. 9.9)
Konkaaville funktiolle patee tietenkin < yhtdlossa (9.9).
Todistus: Vertaa lauseeseen 3.4.1 sivulla 65. Lausetta on havainnollistettu

kuvassa 9.3. Lisdtietoja 1oytyy tdmén luvun kirjallisuusluettelossa mainituis-
ta teoksista. O

Maaritelma 9.3.1 (Aligradientti ja alidifferentiaali) Edellda maariteltya
vektoria d kutsutaan funktion f(x) aligradientiksi (subgradient) pisteessa
x0 (kuva 9.3). Kaikkien aligradienttien joukkoa

Ocf(x) ={d e R"| f(x) = f(x0) + (d,x — x°) kaikillax € F} (9.10)

kutsutaan funktion f(x) alidifferentiaaliksi. Jos funktion f ensimmaiset
osittaisderivaatat ovat olemassa pisteessa x°, koostuu alidifferentiaali yh-
destd vektorista {V f(x)}.

Ya

f(zo) + d(z — o)

A
v

Kuva 9.3: Skalaarifunktiolle f (x) pisteestd x( 10ytyvén aligradientin d mdérittelema
suoray = f(xp) + d(x — xp), x,x0 € F CR.
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Konveksisuus ja alidifferentiaali voidaan liittda toisiinsa seuraavasti:
Lause 9.3.2 Jos funktio f : R" — R on konveksi, patee kaikillay € R™:

f(y) =max{f(x) +(d,y —x) | x € R",d € o, f(x)}. (9.11)

Kohdefunktion ja kdyvan alueen konveksisuutta kdyttden voidaan esittda
seuraava lause:

Lause 9.3.3 Olkoon f(x) konveksi funktio ei-tyhjassa konveksissa joukossa
F c R™. Olkoon optimointitehtavana

mir;{imi f(x), kuinx € F Cc R".

Piste x* on tdman tehtavan optimiratkaisu, jos ja vain jos funktiolla f(x) on
pisteessd x* aligradientti d, jolle pdtee:

(d,x — x*) > 0 kaikillax € F.

Alidifferentiaalia kayttdmallda voidaan johtaa optimointimenetelmid, jotka
soveltuvat epasileisiin tapauksiin. Epasileisiin tehtdviin soveltuu mm. alioh-
jelmakirjasto NSOLIB [Mdk93].

9.4 Ohjelmistoja

Tilastollista globaalin optimoinnin hakumenetelmaa kayttad mm. Smin1-oh-
jelmisto, joka kykenee kasittelemdan myos laatikko- ja epdlineaarisia ra-
joitteita (liite B). Netlibistd 10ytyvd TOMS-algoritmi 667 (SIGMA) perustuu
puolestaan stokastisten differentiaaliyhtdldoiden kayttoon. Differentiaaliyh-
taloihin perustuvaa ldhestymistapaa on hydédynnetty myds neuroverkkojen
kayttamisessa optimointiin [CU93].

Ohjelmisto FSQP (feasible sequential quadratic programming) ratkaisee min-
max -optimointitehtdvan kdyttden toistettua kvadraattista optimointia (kap-
pale 8.5). FSQP kykenee kasitteleméaan yleisid epdlineaarisia rajoitteita lineaa-
risten rajoitteiden ohella. Lisdksi FSQP:n tuottamat iteraatiopisteet toteutta-
vat optimointitehtavan epayhtilorajoitteet sekd lineaariset yhtalorajoitteet.
Lisdtietoja 1oytyy liitteesta B.

Myo6s Matlabin Optimization Toolbox osaa ratkaista min-max -optimointi-
tehtavia (taulukko B.3 sivulla 209).

9.5 Lisatietoja

Erditd globaalin optimoinnin menetelmida on tutkittu artikkelissa A Stoc-
hastic Approach to Global Optimization [KBT84]. Teoksesta Towards Glo-
bal Optimization 2 [DS78] 1oytyy katsausluonteisia artikkeleita. Teokset
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[MN93, Mdk90, Mdk93] esittelevdat mm. epésileiden tehtdvien ratkaisemises-
sa kdytettdvia menetelmia. Epasileda optimointia on kasitelty myos teoksissa
[Roc93, PSUS8S, Zow84].

Neuroverkkojen kidyttdmistd optimointiin esittelee teos Neural Networks for
Optimization and Signal Processing [CU93]. Viliaritmetiikkaa on kasitelty
mm. raportissa [McK93].

Luvuissa 10 ja 11 on esitelty geneettisten algoritmien ja jadhdytysmenetel-
mien kayttoa globaaliin optimointiin.
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10 Geneettiset algoritmit

Geneettisid algoritmeja voi yrittaa kayttaa erdisiin vaikeasti ratkaistaviin op-
timointitehtaviin. Menetelmén tutkimiseen ja havainnollistamiseen kayte-
taan Matlabia.

10.1 Kombinatorinen optimointi

Kombinatoriset optimointitehtdvct ovat usein vaikeita ratkaista. Naissa teh-
tavissa on tyypillisesti luokkaa n! tai 2" eri ratkaisumahdollisuutta, kun n
on muuttujien lukuméaaraa kuvaava kokonaisluku.

Tyypillinen esimerkki vaikeasta kokonaislukutehtavastd on kauppamatkus-
tajan ongelma (kappale 10.3), jossa taytyy valita reitti joka kay kerran kus-
sakin n:sta kaupungista. Tasta tehtavasta on monia muunnelmia. Perusteh-
tavana on valita alkioiden jarjestys siten, ettd kohdefunktio minimoituu tai
maksimoituu.

Kombinatorisen optimointitehtdvan parhaan mahdollisen ratkaisun eli glo-
baalin optimin loytdminen on vaikeaa. Samaan luokkaan voi laskea kuulu-
viksi monet epdlineaariset useita lokaaleja minimeja sisaltavat globaalit op-
timointitehtdvat. Téllaisissa tehtdvissd joudutaan usein turvautumaan heu-
ristisia ldhestymistapoja hydodyntaviin likimaardisia ratkaisuja etsiviin me-
netelmiin.

10.1.1 Ratkaisumenetelmia

Tédssd oppaassa kdsitellddn kahta vaikeiden globaalien tai kombinatoristen
optimointitehtdvien likimadrdiseen ratkaisemiseen soveltuvaa menetelmaé-
tyyppia: geneettisid algoritmeja (tama luku) ja jddhdytysmenetelmid (luku
11). Muitakin heuristisia menetelmia on olemassa, esimerkiksi tabu search
[Mo0093]. Kaikki ndmd menetelmadt vaativat tehtdavakohtaista virittelya pyrit-
tdessa tehokkuuteen ja luotettavuuteen.

Geneettisiin algoritmeihin (genetic algorithms eli GA) liittyvat myos kasitteet
evoluutiostrategiat (ES), evolutionary computing (EC) ja genetic program-
ming (GP).
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ES-menetelmét muistuttavat geneettisida algoritmeja mutta ne on alunperin
kehitetty jatkuvaparametriseen optimointiin [HB92]. EC on yleisnimi lasken-
nalle, jossa simuloidaan evoluutiota. Geneettinen ohjelmointi eli GP tarkoit-
taa tietokoneohjelmien kehittelya geneettisten algoritmien avulla: ohjelma-
koodeja yhdistelladn, muunnellaan ja valitaan, kunnes tehtavalle 16ydetdan
riittavan hyva koodaus.

10.2 Optimointi geneettisella algoritmilla

Geneettiset algoritmit ovat luonnon evoluutiomekanismeja "matkivia” opti-
mointimenetelmid. Geneettiset algoritmit eivat vaadi kohdefunktion tai ra-
joitteiden jatkuvuutta, joten niitd voidaan kayttaa perinteisilla menetelmilla
vaikeasti ratkaistaviin ongelmiin. Lisdksi menetelméa soveltuu luonnostaan
rinnakkaislaskentaan.

Geneettisid algoritmeja on kéytetty tehtéviin, joissa ratkaisuavaruus on hy-
vin suuri (esimerkiksi isot kombinatoriset tehtdvat) ja likimédardinen eli "kyl-
lin hyva” optimi riittaa ratkaisuksi.

Geneettiset algoritmit sopivat siis tilanteisiin, joissa kohtuullisen hyvén rat-
kaisun saaminen on tdrkedd eikd niinkdan tarkat ratkaisut. Toisaalta mene-
telmista ei ole vield yleiskdyttoon, vaikkakin kokeiluluontoisia ohjelmistoja
jo loytyy (liite B). Ongelman koodaus sopivaan esitysmuotoon seka ratkai-
sualgoritmin heuristiikka vaikuttaa suuresti ratkaisemisen tehokkuuteen.

Geneettisid algoritmeja ei kannata kdyttdd (ainakaan ainoana menetelma-
na) perinteisilla algoritmeilla tehokkaasti ratkaistaviin tehtaviin, esimerkik-
si jatkuvasti differentioituviin optimointitehtdviin: mikéali saatavilla on hy-
va alkuarvaus, perinteiset menetelmét ovat yleensa paljon tehokkaampia.
Toisaalta jos optimointitehtdavdssa on epdjatkuvuuksia ja paljon lokaaleja
minimejd, geneettiset algoritmit voivat olla kdyttokelpoisia.

10.2.1 Geneettisten algoritmien rakenne

Geneettisessd algoritmissa koodataan ratkaisuavaruuden vektorit sopivalla
tavalla "geneettiseksi koodiksi” eli "yksiloksi” x (jonoksi bitteja tai liukulu-
kuja tietokoneen muistissa). Taten esimerkiksi x € {0,1}" tai x € R".

Seuraavassa on esitetty yksinkertainen geneettinen algoritmi:

Algoritmi 10.2.1 (Geneettinen algoritmi)

luo alkupopulaatio P; = {x'},i=1,...,1
fork=1,2,...,m
risteytd populaation Py yksiloitd keskenain
generoi mutaatioita populaatiossa Py
if loytyy tarpeeksi hyva ratkaisu x € Py
aseta x* = x ja lopeta iterointi
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else
valitse populaatiosta Py parhaat yksilot populaatioksi Py
end
end

Alkupopulaatioksi P; valitaan edustava joukko yksiloita eli parametrivekto-
reita {x'},i = 1,...,L. Tamén jalkeen “risteytetdan” kaksi sopivalla meka-
nismilla valittua yksiléd ja muutetaan saatua jalkeldistd satunnaisen "mu-
taation” avulla. Populaatiosta voidaan karsia kullakin iteraatiokierroksella
huonosti optimointitehtdvan ratkaisuksi sopivat yksilot.

Parametriavaruuden alkioita x voi verrata kromosomeihin Kukin arvo x;, j =
1,...,n (bitti tai reaaliluku) vastaa suunnilleen geenia tai geeniryhmaa. Rat-
kaisuehdokkaiden vertaamiseksi tarvitaan parametrivektoreille hyvyysfunk-
tio f(x), jota pyritddn maksimoimaan ja jonka arvot ovat positiivisia.

Geneettisten algoritmien soveltaminen optimointiin perustuu valintameka-
nismin ja risteytysmekanismin kdyttamiseen. Toisin sanoen populaatiota
ohjataan kohti parempia ratkaisuja. Toisaalta satunnainen muuntelu (mu-
taatiot) pyrkii estaméadn jadmisen lokaaliin minimiin.

10.3 Kauppamatkustajan ongelma

Kauppamatkustajan ongelmalla tarkoitetaan tehtdvdd, jossa on etsittava
edullisin suljettu reitti, joka kulkee kaikkien annettujen "kaupunkien” kaut-
ta. Kaupunkin véliset yhteydet ja etdisyydet ovat tiedossa, joten kyseessa
on tyypillinen kombinatorinen tehtava. Tehtdavaa on kasitelty hyvin monissa
kombinatorista optimointia kasittelevissa teoksissa. Seuraavassa esitetdadan
matemaattinen malli kauppamatkustajan ongelmalle.

[ Esimerkki 10.3.1 Olkoon annettu n kaupunkia ja symmetrinen n x n -ko-
koinen matriisi D, jonka alkiot kuvaavat etdisyyksida kaupunkiparien (a, b) va-
lillg, a,b € {1,2,...,n}. Reitilld tarkoitetaan suljettua polkua, joka kdy kussa-
kin kaupungissa tdsmaélleen kerran.

Tehtdvan ratkaisuavaruutena on kaupunkien syklisten permutaatioiden 7t jouk-
ko, jossa on (n — 1)! eri mahdollisuutta. Kustannusfunktiona on reitin pituus
eli
n
far) => dina, (10.1)
i=1

missa 77 (i) tarkoittaa kaupungin i seuraajaa reitilla.

Seuraavassa esitetddn erds tapa koodata kauppamatkustajan ongelma ge-
neettisen algoritmin vaatimaan muotoon. Keskeinen vaatimus on, ettd kah-
den parametrivektorin (kaksi eri reittid) yhdistiminen tuottaa kdypia para-
metrivektoreita (uudet reitit).
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Valitaan jokin reitti, joka kulkee kaikkien kaupunkien kautta. Pidetdan tata
“vakiojarjestyksend”, esimerkiksi (a, b, c,d, e).

Mika tahansa reitti, esimerkiksi (a,c,e,d,b) koodataan seuraavasti: pois-
tetaan vakiojdrjestyksessd olevasta listasta kaupungit sitd mukaan kun ne
esiintyvat reitissa ja otetaan ylos kukin esiintymispaikka vakiolistassa:

Kaupunki Vakiolista Jarjestysnro
a (a,b,c,d,e) 1
c (b,c,d,e) 2
e (b,d,e) 3
a (b,4) 2
b (b) 1

Siten reitin (a,c,e,d, b) koodivektori on (1,2,3,2,1). Talld tavalla koodat-
tujen reittien risteytykset ovat myos reitteja! Risteytys voidaan tehda seu-
raavasti:

1. valitaan yksilot x ja y,

2. arvotaan katkaisukohta l € [1,2,...,n — 1], missa n on koodivektorin
komponenttien lukumaara,

3. otetaan jalkeldisiksi vektorit (X1, X2,..., X1, Vi+1,---,Vn) ja
(yl,yZ,---syl,XlJrls---,Xn)-

Esimerkiksi koodivektorit (1,2,3,2,1) ja (1,1,1,2,1) voisivat risteytya seu-
raavasti:

o valitaan katkaisukohta [ = 3 (pituus n = 5),

o uudet alkiot ovat (1,2, [1,2,1) ja (1,1, | 3,2, 1), missa | kuvaa kaytettya
katkaisukohtaa.

Periytyminen voidaan jarjestdd monella tavalla, esimerkiksi siten ettd kun-
kin sukupolven "paras” yksilo risteytetdadn satunnaisesti valitun toisen yksi-
16n kanssa. Usein risteytettavat alkiot valitaan todenndkoisyydelld, joka on
suoraan verrannollinen kunkin alkion hyvyysfunktion arvoon.

Mutaatio voidaan saada aikaan muuttamalla koodivektorin x jokin kompo-
nentti x; toiseksi. Kdytettdessd edelld kuvattua koodausta valitaan koodi-
vektorin i:nnen komponentin uusi arvo joukosta {1,2,...,n + 1 — i}.

10.4 Geneettisen algoritmin toimintaperiaatteet

Geneettisen algoritmin perusidea on niin sanottu rakennuspalikkahypotee-
si (building block hypothesis): hyvat parametrivektorit sisaltavat osaratkai-
suja, joita yhdistdmallda on mahdollista 10ytda viela parempia ratkaisuja. Ge-
neettisen algoritmin tehokkuus riippuu ongelman koodaustavasta ja toisaal-
ta sopivan kokoisen populaation valinnasta.
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Geneettisid algoritmeja analysoidaan tutkimalla "hyvien” koodivektoreiden
ominaisuuksia. Yleensa oletetaan, ettd kdytetaan binddristd koodausta, jol-
loin kukin koodivektori x on muotoa

X = (x1,X2,...,Xpn), missd x; € {0,1}, i=1,...,n.

Binaddrikoodaus on usein edullisin tapa koodata tehtava, silla talloin tarvi-
taan pienin maara merkkeja tehtavian koodaamiseen.

Koodivektorien samankaltaisuutta voidaan havainnollistaa skeemojen eli mal-
lien (schema) avulla. Skeema on merkkijono

H = (hi,hy,....,hyn), h;ic{0,1,%},i=1,...,n, (10.2)

missd symboli * vastaa sekd nollaa ettd ykkosta. Skeema (0, *, 1, 1, %) vastaa
koodivektoreiden joukkoa

{(O!Ol 1!110)! (O!Ol 1!111)! (Ol 1!111!0)1 (Ol 1!111!1)}'

Binaaristen koodivektoreiden joukkoa siis vastaa 3" erilaista skeemaa, kun
n on koodivektorin pituus. Taten tietty bindarinen koodivektori on 2™:n eri-
laisen skeeman erikoistapaus, esimerkiksi koodivektori (0,1) vastaa skee-
moja

{(k, %), (0,%), (,1), (0,1)}.

Laskettaessa koodivektorille x hyvyysfunktion arvo f(x) saadaan samalla
tietoa koodivektoria vastaavien skeemojen hyvyydestd. Tata ndkokulmaa
kutsutaan geneettisten algoritmien implisiittiseksi rinnakkaisuudeksi.

Geneettisissa algoritmeissa valitaan populaation alkioita niiden hyvyyden
perusteella. Olkoon m (FH*) tiettya skeemaa # vastaavien alkioiden luku-
madrd populaatiossa iteraatiolla k. Oletetaan ettd koodivektori x/ tulee va-
lituksi todennékoisyydelld f(x7)/ > ", f(x') eli mitd suurempi on hyvyys-
funktion arvo, sitd todennédkoisempédd on kyseisen koodivektorin valinta.
Populaation keskiméérdinen hyvyys on f = > | f(x')/n, joten skeemaa H
vastaavien alkioiden lukumaarélle iteraatiolla k + 1 saadaan yhtalo

m(H* 1) = mw{k)f(?m. (10.3)

Taten normaalia parempi skeema saa seuraavalla iteraatiolla enemman it-
seddn vastaavia alkioita.

Pelkka valinta ei kuitenkaan riitd hyvien ratkaisuvektoreiden loytamiseksi,
silld se ei tuota uusia ratkaisuvektoreita. Tdhdn tarvitaan risteytystd, jossa
yhdistetadn populaation alkioita uusiksi alkioiksi. Seuraavassa tarkastellaan
yhteen katkaisukohtaan perustuvaa risteytysta.

Olkoon x populaation alkio ja sitd vastaavat kaksi skeemaa H7 ja H> seu-
raavat:

»
Il

(1,0,1, 10,0, 1),
Hi = (%,0, %, | *,%,1),
Ho = (k,%,%, 10,0, %).
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Pystyviiva | tarkoittaa valittua katkaisukohtaa. Mikéli alkion x kanssa ris-
teytettdava populaation alkio ei ole sama kuin x komponenttien x» ja xg
osalta, eivit jilkeldiset endd vastaa skeemaa 41, silld skeeman osat (%, 0, *|
ja |*, *,1) sijoittuvat eri jilkeldisiin. Toisaalta skeema #» tulee sdilymééan,
silla sen komponentti |0, 0, x) siirtyy sellaisenaan jalkeldiseen.

Jotta edelld esitettyd huomiota voitaisiin kayttad analyysissa, tarvitaan mdid-
rittelypituuden (definition length) késite: méaéarittelypituus 6 () on skeeman
ensimmadisen ja viimeisen kiinnitetyn komponentin vdlimatka.

Esimerkkitapauksessa saadaan §(H;) = 6&8(%,0,%,%,%,1) = 4 sekd
O(H7) = §(*,%,%,0,0, %) = 1.

Risteytyskohdan mahdolliset arvot ovat 1,2,...,n — 1 eli tassa tapaukses-
sa eri arvoja on 5 kappaletta. Jos risteytyskohta valitaan satunnaisesti ta-
sajakaumasta, tuhoutuu skeema 7 todennikoisyydelld §(HH7)/5 = 4/5 ja
skeema H> todennikoisyydelld §(H>)/5 = 1/5. Téaten skeeman sailymisto-
dennikoisyydelle P voidaan laskea alaraja
Pi>1- PCL}[), (10.4)
n-1

missd P, on risteytymisen todenndkoisyys. Yhdistdmalla lausekkeet (10.3)
ja (10.4) saadaan seuraava arvio skeeman # edustajien lukumaéérille suku-
polvessa k + 1:

M) = marky LD (1 —PCLH)). (10.5)

f n-1

Taten tiettyd skeemaa vastaavien alkioiden méaaran kehitys riippuu siité, on-
ko kyseinen skeema keskimaardista parempi, sekd siitd, kuinka suuri sen
maadrittelypituus on. Parhaiten selvidvat siis skeemat, joiden maarittelypi-
tuus on lyhyt ja jotka vastaavat hyvid populaation alkioita.

Tédssa ei otettu huomioon mutaation vaikutusta, joka pienentad jonkin ver-
ran tietyn skeeman siilymistodennikoisyytta. Olkoon o(JH) skeeman FH
kertaluku (order) eli kiinnitettyjen komponenttien lukumaara. Esimerkiksi
skeemalle H; saadaan o(x*,0, *, %, *,1) = 2.

Jos mutaation todenndkoisyys on P,,, saadaan yhdistamalla edellda kaydyt
tarkastelut seuraava lause:

Lause 10.4.1 Skeeman H lukumaéérille m () populaatiossa iteraatioilla k
jak + 1 patee

mae)) = mory L0 (1 p 2P o). a0
f n-1

Lausetta 10.4.1 voidaan pitad geneettisten algoritmien peruslauseena. Ge-
neettisen algoritmin asymptoottiselle suppenemiselle voidaan esittda lause:

Lause 10.4.2 Olkoon geneettiselld algoritmilla voimassa ominaisuudet

1. Populaatioiden jono P, P»,... on monotoninen:

max f(x) = max f(x) kaikilla k =1, 2,... (10.7)
xePy

XEPy+1
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2. Ratkaisuvektori y on saavutettavissa ratkaisuvektorista x kasin kaytta-
malla perdkkdisid mutaatio- ja risteytysoperaatioita.

Téalloin globaali optimi 16ydetdaan todennédkoisyydella 1 eli

lim P(x* € Py) = 1. (10.8)

k—o0

Lauseessa 10.4.2 maksimoidaan hyvyysfunktion f arvoa. Monotonisuus saa-
daan aikaan esimerkiksi elitismilld: paras alkio sdilyy aina seuraavalle iteraa-
tiokierrokselle. Saavutettavuus voidaan taata esimerkiksi nollasta poikkea-
valla mutaatiotodennakoisyydelld. Talloin globaali maksimi 16ytyy melkein
aina eli todennakoisyydella yksi, kun geneettista algoritmia iteroidaan kyllin
kauan.

10.5 Globaali optimointi

Geneettisissa algoritmeissa prosessoidaan yleensa diskreeteistd "kromoso-
meista” koostuvia alkioita. Keskeinen osa globaaliin optimointiin kdytettya
geneettistd algoritmia onkin hyvdn koodauksen 16ytaminen ratkaistavalle
optimointitehtavalle.

Seuraavassa haetaan kuvassa 9.1 sivulla 156 esitetyn funktion globaali mak-
simi geneettiselld algoritmilla kdyttden apuna Matlab-ohjelmistoa.

Muuttujat x ja y € [—3, 3] koodataan kumpikin erikseen 7n:ksi bitiksi. Tama
koodaus ei valttamatta ole tehokkain, mutta se valitaan tassa yksinkertai-
suuden vuoksi.

Listaus 10.1: Bittikoodauksen muuttaminen reaaliluvuiksi.

function [x,y] = gaDecode(popul)

% Lasketaan alkioiden ja kromosomien Tkm
[npop bits] = size(popul);

bits = bits/2;

% Haetaan alkioiden x- ja y-komponentit
xv = popul(:,1l:bits);

yv = popul(:, (bits+1):(2*bits));

% Muutetaan binddriluvut reaaliluvuiksi
code = 2.A(0:(bits-1));

r = 3.0;

s = 2%*r/(2Abits-1);

for i = 1:npop

Xx(i) = s*sum(xv(i,l:bits).*code) - r;
y(i) = s*sum(yv(i,l:bits).*code) - r;
end

Listauksen 10.1 funktio gaDecode muuntaa riveittdin reaaliluvuiksi popu-
laation kromosomit sisdltavdan m x n -kokoisen Matlab-taulukon popul.
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Kaytetty kromosomien talletustapa on varsin tuhlaileva, silla kukin kromo-
somi (bitti) vie yhden reaaliluvun tilan. Toisaalta Matlab ei suoraan tue bitti-
tason operaatioita.

Taulukon popuT rivit tulkitaan populaation alkioiksi. Ensimmaiset k = n/2
bittid ovat x-koordinaatti ja loput y-koordinaatti. Kromosomeja vastaavien
bittien x; € {0,1},i = 1,..., k muunnokseen reaaliluvuksi y € [—r,r] kay-
tetddn kaavaa

k

2r i

Y= o X2t - (10.9)
i=1

Listauksessa 10.2 esitetty funktio gaFun laskee populaation alkioiden arvot
seka bittiesitystd vastaavat x- ja y-koordinaatit.

Listaus 10.2: Kohdefunktion arvon laskeva Matlab-funktio gaFun.

function [z, x, y] = gaFun(population)

% Lasketaan funktion arvo sekd x ja y

[x y] = gaDecode(population);

z = 10 + 3*(1-x).A2.%exp(-(x.A2)-(y+1) .A2) - 10*(x/5 - ...
X.A3 - y.A5) . Fexp(-x.A2-y.A2) - 1/3*exp(-(x+1).A2-y.A2);

Luodaan satunnainen kolmen alkion populaatio (kromosomien méaéra on 8)
ja lasketaan hyvyysfunktion gaFun arvot:

>> popul = rand(3, 8) > 0.5

popul =
0 1 1 1 1 0 1 0
1 0 1 1 0 1 0 0
1 0 1 1 0 1 1 1
>> [z x y] = gaFun(popul)
zZ =
10.0774 9.9823 10.0118
X =
2.6000 2.2000 2.2000
y =

-1.0000 -2.2000 2.6000

Funktion gaFun arvot ovat kaikki positiivisia, jolloin niitd voidaan kayttaa
suoraan hyvyysfunktion arvoina. Muussa tapauksessa arvot pitdisi normee-
rata. Usein sopivasti valittu normeeraus myods nopeuttaa geneettisen algo-
ritmin suppenemista.

10.5.1 Vanhempien valinta, mutaatiot ja risteyttaminen

Geneettisessa algoritmissa tuotetaan "jalkeldisia” sopivalla mekanismilla va-
lituille "vanhemmille”. Tassa esimerkissa kaytetadn rulettipoytdmekanismia:
jokaisen alkion todenndkoisyys padstda vanhemmaksi on suoraan verrannol-
linen alkion hyvyysfunktion arvoon (joka on > 0). Olkoon values vektori,
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Listaus 10.3: Matlab-funktio gaSim. Jokaisella iteraatiolla korvataan koko populaa-
tio ja kdytetddn elitismid. Lisdksi kerdtddn tilastotietoja.

function [pop,values,stats]=gaSim(fun,initpop,crossprob,
mutprob,gNr)

pop=1initpop; % Alkupopulaatio
[npop bits]=size(pop); % Alkioiden ja bittien Tkm
funstring=[fun,’ (pop)’]; % Funktion arvot alussa

[values popx popyl=eval(funstring);
% Haetaan parhaat yksilot
maxval=max(values);

bestgen=pop(find(values == maxval),:);
disp([’best value: ’,num2str(maxval)]);
for i=1:gNr

valuesum=cumsum(values);
maxsum=valuesum(npop) ;
stats(i, :)=[maxval mean(values) std(values)];
newpop=[];
% Risteytetddn alkioita npop/2 kertaa
for j=1:floor(npop/2);
for k=1:2
tmp=find(valuesum>=maxsum*rand) ;
pnt(k)=tmp(1);
end
if rand>=crossprob % Tehddan risteytys
place=round((bits-1)*rand);
child(l, :)=[pop(pnt(l),l:place),
pop(pnt(2), (place+l):bits)];
child(2, :)=[pop(pnt(2),1l:place),
pop(pnt(1), (place+l):bits)];
else
child=pop(pnt,:);
end
child=xor(child,mutprob >= rand(2,bits)); % Mutaatiot
newpop=[newpop; child];

end

pop=newpop;

[values popx popyl=eval(funstring);

maxvalNew=max (values); % Paras arvo

if maxvalNew>maxval % Loytyiko parempia

bestgen=pop (find(values==maxvalNew),:);
maxval=maxvalNew;

else % Korvataan huonoin
minindex=find(values==min(values));
pop(minindex(1), :)=bestgen(l,:);

end

disp([’best value: ’,num2str(maxval)]);

end
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joka sisdltad alkioiden hyvyydet. Seuraava koodi valitsee rulettipdytdmeka-
nismilla kaksi vanhempaa:

valuesum = cumsum(values);

maxsum = valuesum(length(values));

for k = 1:2
tmp = find(valuesum >= maxsum*rand) ;
pnt(k) = tmp(l);

end

Funktio cumsum laskee kumulatiiviset summat ja find palauttaa tosia arvoja
vastaavat vektorin indeksit.

Seuraava rutiini (listaus 10.3) tekee risteyksen ylla valituille vanhemmille
kayttaen yhtéa katkaisukohtaa. Lisdksi tuotetaan mutaatioita pienelld toden-
nakoisyydellda mutprob:

place=round((bitlen-1)*rand);
child(l,:)=[pop(pnt(1l),1l:place), pop(pnt(2),(place+l):bits)];
child(2,:)=[pop(pnt(2),1:place), pop(pnt(l), (place+l):bits)];
child=xor(child, mutprob >= rand(2,bits));

Uusi populaatio voidaan tuottaa joko yksi risteytys kerrallaan (steady-state
replacement) tai korvaamalla koko populaatio (generational replacement).
Lisdksi voidaan kayttaa elitismid: paras alkio sdilyy aina seuraavaan suku-
polveen. Tdmd mekanismi saattaa toisinaan johtaa liian aikaiseen suppene-
miseen kohti lokaalia maksimia.

Listauksessa 10.3 on esitetty algoritmi, jossa korvataan koko populaatio
ja kdytetadn elitismid: huonoin uusi alkio korvataan edellisen sukupolven
parhaalla.

10.6 Geneettisen algoritmin simulointi

Seuraavassa simuloidaan geneettistd algoritmia listauksen 10.3 funktiolla
gaSim:

npop = 50; nbits = 20;

rand(’seed’,sum(100*cTock));

initpop = rand(npop, nbits) > 0.5;

crossP = 0.8; mutP = 0.01; genNr = 40;

[pop endval stats] = gaSim(’gaFun’,initpop,crossP,mutP,genNr);

Kuvassa 10.1 esitetyssd simulaatiossa populaatioon kuului 50 alkiota, kukin
sisdlsi 20 bittid informaatiota. Kullakin iteraatiolla (yhteensa 40) korvattiin
koko populaatio risteyttamalld alkioita keskendan. Lisaksi kaytettiin elitis-
mia eli kunkin kierroksen paras alkio siilyi seuraavalle kierrokselle. Ristey-
tymistodenndkoisyys oli 80% ja bittimutaation todenndkoisyys 1%. Kuvasta
ndhdéaan, ettd parhaan alkion arvo parani hyppéayksittdin ja keskiarvossa oli
runsaasti tilastollista vaihtelua.

Kuvassa 10.2 kuului populaatioon 100 alkiota, joista kukin sisdlsi 20 bittia
informaatiota. Kullakin iteraatiolla korvattiin koko populaatio risteytyksil-
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Kuva 10.1:
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Kuva 10.2: Kuvia tekstissé esitellyn geneettisen algoritmin toiminnasta.
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14, lisdksi kdytettiin elitismid. Populaation alkiot sijoittuvat varsin nopeasti
maksimikohdan (x = —0.0093,y = 1.5814,z = 18.106) ldheisyyteen. Li-
sdksi havaitaan, ettd x- ja y-akselien suunnissa maksimista loytyy runsaasti
populaation alkioita. Tdma johtuu kaytetystd koodauksesta (x- ja y-kompo-
nentit perdkkéin) ja siitd, ettd risteytys sailyttaa hyviksi havaittuja koodivek-
torien palasia.

10.7 Lisatietoja

Kombinatoristen optimointitehtdvien taustaa ja ratkaisumenetelmia on ka-
sitelty teoksessa Combinatorial Optimization [PS82]. Aihepiiria on kasitelty
myos teoksissa [Dav87, Dav9l, Gol89, vLAS8S].

Tdssd luvussa kasiteltiin vain aivan yksinkertaisimpia geneettisten algorit-
mien ominaisuuksia. Kirjallisuusluettelon teoksista [Dav87, Dav91, Gol89]
saa lisdtietoja aiheesta. Sarjajulkaisussa Complex Systems on ajankohtaisia
raportteja ja tutkimustuloksia geneettisista algoritmeista. Usenet-uutisryh-
masti comp.ai.genetic loytyy asiaan liittyvia viesteja.

Geneettisid algoritmeja voi tutkia Matlabin liséksi erikoisohjelmistoilla ku-
ten Genesis ja OOGA [Dav91]. My6s esimerkiksi Mathematica-ohjelmistoa voi
kayttaa pienimuotoisiin kokeiluihin [Fre93]. Toisaalta esimerkiksi Fortran-
tai C-kielella kirjoitetut erikoisohjelmistot ovat tehokkaampia isoissa tehta-
vissa.

Geneettisid algoritmeja on kdytetty muilla menetelmilla vaikeasti ratkais-
tavissa optimointitehtavissad [Gol89]. Vaihtoehtoisia menetelmid GA:lle ovat
mm. perinteinen polytooppihaku, tilastolliset menetelmat kuten Sminl seka
aligradienttimenetelmat. Myos seuraavassa luvussa esiteltavat jadhdytysme-
netelmét ovat erds vaihtoehto.

Kauppamatkustajan ongelman ratkaisua geneettisilla algoritmeilla on ka-
sitelty teoksissa [Dav91, Dav90]. Kappaleessa 10.3 esitettya koodaustapaa
on kdytetty mm. synkrotronisateilyldhteen optimoinnissa [HR93]. Muita esi-
merkkeja 1oytyy mm. teoksista [Dav91, Dav87, Gol89, Ala92].

Evoluutiostrategioita on kasitelty teoksessa [HB92] ja geneettistd ohjelmoin-
tia kéasitelladn teoksessa [Koz92].

CSC:n julkaisemista oppikirjasta Fortran 90/95 16ytyy erdain geneettisen al-
goritmin toteutus. Tdma menetelma sisaltdd myos seuraavassa luvussa esi-
teltdvien jadhdytysmenetelmien piirteita.
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11 Jaahdytysmenetelmat

Seuraavassa esitellddn jadhdytysmenetelmien toimintaperiaatteet ja anne-
taan joitakin tuloksia menetelmien kayttaytymisesta seka muutamia sovel-
luskohteita. Lisdksi luvussa ratkaistaan epélineaarinen pienimmaén nelio-
summan minimointitehtdva kdyttamalld jadhdytysmenetelmddn perustuvaa
koodia.

11.1 Jaahdytysmenetelmat optimoinnissa

Jadhdytysmenetelmat (simulated annealing eli SA, suora suomennos ”simu-
loitu mellotus”) ovat tilastollisesta fysiikasta (jossa kdytetdan Metropoliksen
algoritmia) vaikutteita saaneita vaikeiden optimointitehtdavien ratkaisume-
netelmia.

Jadhdytysmenetelméssa generoidaan kullakin iteraatiolla uusi ratkaisueh-
dokas x/, jota verrataan edelliseen ratkaisuvektoriin x'. Jos uusi ehdokas
antaa pienemmain arvo eli f(x/) < f(x'), hyviksytdan se uudeksi ehdok-
kaaksi. Jos taas uusi ehdokas on huonompi eli f(x/) > f(x'), valitaan se
uudeksi ratkaisuvektoriksi esimerkiksi todennakoisyydella

1

P = e m = eeCaful, (1L.1)

missd Afij = f(x/) — f(x') on minimoitavan kohdefunktion arvojen erotus.
Skalaari T on parametri, jota kutsutaan jadhdytysmenetelman (keinotekoi-
seksi) lampotilaksi. Tassa on kyseessa Boltzmannin jdcdhdytys, joka liittyy
laheisesti tilastollisen fysiikan menetelmiin.

Jadhdytysmenetelma vaatii, ettd tehtavalle voidaan muodostaa alhaalta ra-
joitettu energiafunktio, jonka minimoiva tilavektori on tehtdvan ratkaisu.
Alussa annetaan systeemin kayttaytya melko vapaasti eli ratkaistava sys-
teemi muuttaa usein tilavektoriaan ja valitsee myods energianormin mielessa
korkeammalla tasolla olevia tiloja. Tamén jalkeen systeemid ryhdytdaan jadah-
dyttamaan, jolloin konfiguraatio voi yhd harvemmin vaihtaa tilaansa "yla-
méakeen”.

Sopivalla jadhdytysstrategialla systeemi 16ytad alussa globaalisti hyvén rat-
kaisun ja jadhdytyksen edetessa tilavektorin eri komponentit saavat lopulli-
set optimaaliset arvonsa.
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Perinteisistd SA-algoritmeista on myos kehitetty nopeutettuja versioita. Jadah-
dytysmenetelmiin voidaan lukea kuuluviksi myos erddat neuroverkkojen (neu-
ral networks) mahdollistamat optimointimenetelmat.

11.2 Jaahdytysmenetelman toiminta

Jaahdytysmenetelméssa matkitaan materiaalifysiikassa paljon tutkittua su-
lan aineen hitaan jadhdyttdmisen ongelmaa:

1. Kuumennetaan systeemid, kunnes hiukkaset voivat jarjestyd satunnai-
sesti (metallin sulattaminen).

2. Jaahdytetaan systeemia kyllin hitaasti, jolloin hiukkaset asettuvat ma-
talan energian tiloihin (metallihilan kiteytyminen).

Sovellettaessa jadhdytysmenetelmda optimointiin vastaa systeemin tilaa jo-
kin ratkaisuehdokas (darellisdimensioinen vektori). Endokas uudeksi ratkai-
suksi saadaan muuttamalla satunnaisesti nykyista ratkaisuehdokasta hiu-
kan eli valitsemalla jokin ”1dhelld” oleva ratkaisuehdokas nykyisen sijaan.

Alussa systeemin “lampotila” on korkea eli voidaan valita nykyistd huonom-
piakin ratkaisuvaihtoehtoja suurella todenndkoisyydelld. Lampotilaa laske-
taan hiljalleen, jolloin muutoksia tapahtuu vihemman ja vihemman, kunnes
loydetdan "jahmettynyt” ratkaisu.

Jaahdytysmenetelmén toteutuksessa taytyy huomioida seuraavat tekijat:

1. kaytetty vierailujakauma (visiting distribution), joka kuvaa todennakoi-
syytta siirtymiselle nykyisestd ratkaisuvektorista muutettuun ratkaisu-
vektoriin,

2. jddhdytysaikataulu (cooling schedule), joka maaraa milla tavoin lampo-
tilaa muutetaan jadhdytyksen aikana,

3. hyvdksymistodenndkoisyydet (acceptance probabilities), jotka yleensa
riippuvat lampotilasta T,

4. tasapainotilan tuottaminen kussakin lampotilassa.

Vierailujakaumalla tarkoitetaan nykyiselle ratkaisuvektorille tehtavien muu-
tosten todenndkoisyysjakaumaa. Diskreeteissd optimointitehtdvissa vierai-
lujakauma on diskreetti ja voi pysya samana koko jaahdytyksen ajan. Mah-
dollisten tilasiirtymien joukkoa kutsutaan ratkaisuvektorin naapuristoksi
(neighbourhood). Reaalimuuttujien optimointitehtavissa vierailujakauma on
jatkuva ja riippuu jadhdytysmenetelmdn kunkin hetkisesta lampotilasta:
lampotilan laskiessa todenndkoisyysjakaumasta generoitujen askelten pi-
tuudet yleensa lyhenevit.
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[ Esimerkki 11.2.1 Kauppamatkustajan ongelmaa ratkottaessa (esimerk-
ki 10.3.1 sivulla 164) voidaan kayttdda naapuristoa, joka syntyy vaihtamalla
reitin kaksi kaupunkia keskenddn. Esimerkiksi reitista (a,c,e,d,b) saadaan
reitti (a, d, e, ¢, b) vaihtamalla kaupunkien ¢ ja 4 jarjestykset reitissa.

Jadhdytysmenetelmédn tehokkuus riippuu jadhdytysnopeuden valinnasta.
Globaali optimi l6ydetdadn varmasti vain ddrettéman hitaalla jadhdytyksel-
1. Tehtdava on myo6s koodattava sopivaan esitysmuotoon. Lisdksi jadhdytys-
menetelmén suppenemisnopeuden analysointi on melko hankalaa (kappa-
le 11.3).

Jaahdytysmenetelmalld optimoitava funktio voi olla epdjatkuva. Lisdksi jadh-
dytysmenetelma tuottaa vaikeissa kombinatorisissa (2" tai n! vaihtoehtoa)
optimointitehtdvissa yleensa kohtuullisen hyvia ratkaisuja.

11.2.1 Perusalgoritmi

Olkoon tehtdvdnd minimoida alhaalta rajoitettua funktiota f(x). Olkoon
Afij = f (x/) — f(x') kustannusten muutos, kun valitaan vektori x/ ny-
kyisen ratkaisuehdokkaan x’ sijaan. Vektorin x/ hyviksymistodennikoisyys
riippuu jadhdytysmenetelmassa kustannusten muutoksesta A fi;.

Algoritmi 11.2.1 (Jaahdytysmenetelma)

valitse alkukonfiguraatio x! ja korkea lampotila T(1)
asetak=1jat=1
repeat
repeat
hae uusi tilavektori y muuttamalla vektoria x* satunnaisesti
kaytetyn vierailujakauman mukaisesti
laske kohdefunktion muutos Af = f(y) — f(x¥)
ifAf <0
xk+1 = %
else
aseta todennakoisyydella e 2f/T(®)
xk*+1 =y ja muuten xk+1 = xk
end
k=k+1
until 1dhestytdan tasapainotilaa
pienenna lampotilaa: T(t + 1) € [0, T(t))
asetat =t+1
until systeemissa ei tapahdu muutoksia

Ratkaisuvektorin satunnaisella muutoksella tarkoitetaan siirtymistad johon-
kin naapurikonfiguraatioon kaytetyn vierailujakauman mukaisesti. Keskei-
nen osa toimivaa jadhdytysmenetelmdd onkin sopivan rakenteen loytaminen
naapuristolle, josta uusi ratkaisuehdokas valitaan.
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Esitetyssa algoritmissa kaytettiin eksponenttifunktiosta saatavaa todenna-
koisyytta (ns. Boltzmannin jadhdytys). Alussa keinotekoinen lampdtila T'(t)
on suuri, jolloin todenndkoisyys valita nykyistd huonompi ratkaisu on suu-
ri. Lampotilaa T(t) pienennettdessd muutoksia tapahtuu yha harvemmin,
kunnes toivottavasti pdadytdan tehtavan globaaliin minimiin.

Jadhdytysmenetelmissd pyritddan saavuttamaan mahdollisimman nopea
jadhdytysnopeus ja samalla vélttdmadan paikalliseen minimiin jaamista. Na-
ma pyrkimykset ovat vastakkaisia toistensa kanssa: mitd suurempaa luo-
tettavuutta menetelmaltda halutaan, sitd hitaammaksi jadhdytysnopeus on
valittava.

11.3 Kombinatoriset optimointitehtavat

Oletetaan, ettd optimoitava tilavektori x saa arvoja ddrellisestd joukosta R,
jonka alkioiden lukumaéara olkoon » < co. Kohdefunktio f on siten kuvaus
R ~ R. Seuraavassa otetaan lisdksi kdyttoon indeksit i ja j siten, etta tila-
vektorit x' ja x/ kuuluvat joukkoon R.

Jadhdytysmenetelmén toimintaa voi analysoida mm. Markovin ketjujen avul-
la. Jadhdytysmenetelmdssa muutetaan hiukan nykyista tilavektoria sopivas-
ta jakaumasta perdisin olevalla todenndkoisyydelld P;j (k—1, k). Tdma ehdol-
linen todennédkoisyys kuvaa iteraatiolla k tapahtuvan tilasiirtyman x! — x/
todennakoisyytta. Olkoon vektori x* systeemin tilavektori kmn perdkkaisen
tilasiirtyman jalkeen.

Tilasiirtymia kuvaa v x v -kokoinen matriisi P (k — 1, k). Tilasiirtymien toden-
nakoisyydet riippuvat lampotilaparametrin T arvosta. Jos T on vakio, synty-
va Markovin ketju on homogeeninen (P ei riipu k:sta) ja matriisi P voidaan
maaritelld seuraavasti:

Gij(T)A;(T) kaikilla i # j,
Pij(T) = - o (11.2)
1= Gu(TAY(T) kuni=j.

Tésséd G;j kuvaa tilavektorin x/ generoitumisen todennékdoisyyttd, kun alku-
peréinen tilavektori on x'. Matriisi A;; puolestaan kuvaa siirtymén x' — x/
hyviaksymistodenndkoisyytta.

Madritelmén (11.2) perusteella matriisi P(T) on stokastinen matriisi, silla
2.j Pij(T) = 1 kaikilla i. Edellisen tarkastelun perusteella voidaan jadhdytys-
menetelmait jakaa kahteen luokkaan:

1. Homogeeniset algoritmit: tilasiirtymaét tapahtuvat aina vakiolampotilas-
saT.

2. Epdhomogeeniset algoritmit: lampotilaa T muutetaan tilasiirtymien va-
lilla.
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Jadhdytysmenetelma 16ytda tehtdavan globaalin minimin, mikdli K:n siirty-
man jalkeen patee

PxK e R*) =1, (11.3)

missd R* globaalien minimipisteiden joukko.

Pyrittdessa lahelle optimaalista ratkaisua voidaan joutua kdymaan lapi eks-
ponentiaalinen maara siirtymid. Isoissa tehtavissa tdhan kuluu enemmaéan
aikaa kuin kaikkien eri ratkaisuvaihtoehtojen luettelemiseen.

Jos ratkaisun ei tarvitse olla mielivaltaisen ldahellda optimia, voi jaahdytys-
menetelman tarvitsemien siirtymien lukumaéra kasvaa polynomisesti, joten
ne voivat olla kayttokelpoisia kombinatoristen optimointitehtavien likimaa-
raisia ratkaisumenetelmia. Polynominen laskenta-aika saadaan valitsemalla
sellainen jadhdytysnopeus, ettd tilojen tasapainojakaumaa saadaan approk-
simoitua kayttdmalla sopivan pientda maaraa tilasiirtymid. Takeita globaalin
optimin l6ytymiselle ei voida antaa, mutta todennédkoisyys "kohtuullisen hy-
van” ratkaisun 1oytymiselle on kuitenkin riittdva moniin kaytannoén tehta-
viin.

11.4 Globaali optimointi

Edellisessd kappaleessa analysoitiin jadhdytysmenetelmdn toimintaa disk-
reettien optimointitehtavien tapauksissa. Jatkuvissa optimointitehtavissa ti-
lanne on toinen, koska nykyisesta konfiguraatiosta voidaan paasta uuteen
konfiguraatioon vaikkapa lisddmallda kuhunkin parametrivektorin kompo-
nenttiin x; reaaliluku Ax;. Taten vierailujakauma on jatkuva ja menetelméan
analyysid varten tdaytyy ensin valita menetelmdssa kdytetty jakaumafunktio.

Erdas mahdollisuus on valita vierailujakaumaksi Gaussin jakauma, jolloin vie-
railujakauman tiheysfunktiolle g patee
n

_ 2 _ 2
g(Ax, t) = SRCNAXIT) nexp( (Ax;)?)

@rT@)ynz 1 \2nTt)

missa n on tehtdvan dimensio. Tiheysfunktio on normeerattu eli péatee

(11.4)

j j g(5,0)d6y - doy = 1,
S1=— Sp=—0

missd arvot 6;, i = 1,...,n ovat tilavektorin komponentteihin lisattyja as-
keleita. Tata jakaumaa kaytettdessa on osoitettu, ettd jadhdytysaikatauluksi
on syyta valita

T(1

T(t) = L, (11.5)

Int
missa aloituslampotilan T(1) tulee olla riittdvan suuri. Kyseessa on siis lo-
garitminen jadhdytysaikataulu, joka on varsin hidas.
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Seuraavassa hahmotellaan jadhdytysmenetelman analyysia jatkuvaparamet-
risessa tapauksessa. Suppenemistodistuksessa lasketaan todenndkoisyydet
sille, ettei globaalin optimipisteen x* ldheisyydessa kayda jaahdytyksen ku-
luessa.

Olkoon joukko U (x*) n-ulotteinen pallo, jonka halkaisija on 4 ja keskipis-
te x* € R". Otetaan kayttoon vierailujakauman tiheysfunktiota g(Ax, t) vas-
taava todenndkoisyysmitta my, jolloin m; (U (x*)) on vierailutodennakoisyys
joukossa U (x*) ajanhetkelld t. Talloin todenndkoisyys olla joukon U (x*) ul-
kopuolella on 1 — m; (U (x*)). Asetetaan

[

H(l—mt U(x*))) = 0. (11.6)

Ottamalla kummaltakin puolelta logaritmi ja arvioimalla tulosta Taylorin
sarjakehitelmalla saadaan yhtéapitava ehto

0

> my(U(x*)) = oo. (11.7)

Kayttamalld vierailujakaumana Gaussin jakaumaa ja logaritmista jadhdytys-
aikataulua saadaan arvio [SH87]:

exp(—d?/T(t))

m(U(x*)) ~ ()" (11.8)
mista saadaan edelleen arvio
> my(U(x*)) = Zexp( Int) = Z% (11.9)

t=1 t=1

Tédten menetelmalle saadaan jonkinlainen varmuus suppenemisesta (ns. heik-
ko suppeneminen eli suppeneminen tilastollisessa mielessd), vaikkakin sup-
penemiseen vaaditaan ddarettoman pitka jaahdytys.

Nopeassa jdadhdytysmenetelmdssd (fast annealing eli FA [SH87]) korvataan
vierailujakauma (11.4) Cauchyn jakaumalla

T(t)
(1AX[12 + T(t)2)(n+1)/2°

g(Ax,t) = (11.10)
joka tuottaa suuremmalla todenndkoisyydella pitkia askeleita. Talloin jadh-
dytysnopeudeksi voidaan valita

T(1)

T(t) = 5 (11.11)

ja saadaan vastaava suppenemistulos kuin edella.

Muitakin vaihtoehtoja vierailujakauman valitsemiseen on. Ohjelmisto ASA
(adaptive simulated annealing) minimoi laatikkorajoitteet x! < x < x% sisal-
tavaa optimointitehtdavaa, ja uusi iteraatiopiste saadaan seuraavasti:

xE = xk byt - xh, i=1,...,m, (11.12)
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missd satunnaismuuttujan y; € [-1,1], i = 1,...,n tiheysfunktio on
n 1 n
gly,t) =] [Tei(yi,0). (11.13)

2([yil + Ti(t) In(1 + 1/T; (1))

i=1 i=1

Siis tiheysfunktio on tulo alkioittaisista tiheysfunktioista g;(y;,t). Menetel-
massa pidetdaan ylla erillisid vierailujakauman lampétiloja T;(t) kaikille op-
timoitaville muuttujille x;. Uusia alkioita x; generoidaan niin kauan kunnes
yhtdld (11.12) tuottaa laatikkorajoitteet toteuttavan vektorin x alkion. Mene-
telmdssa tarvittavat satunnaismuuttujat y; voidaan generoida tasajakautu-
neiden satunnaismuuttujien 7; € [0, 1] avulla:

o 1 L w1l
yi = sgn(ri 2>Tl<t>(<1+Ti(t)> 1).

Télle vierailujakaumalle voidaan kayttaa jadhdytysaikataulua
Ti(t) = Ti(1) exp(—c; t'/™), (11.14)

missd ¢; > 0 on menetelman parametri. Jidhdytysnopeus riippuu tehtdavan
dimensiosta n: mitd suurempi on n, sitd hitaammin taytyy lampotilaa laskea.
ASA-ohjelmisto tutkii aika ajoin l6ydetyn minimiarvon herkkyytta kunkin
muuttujan x; suhteen ja muuttaa lampotiloja T;(t) taman mukaisesti.

11.5 Pienimman neliosumman sovitus

Seuraavassa ratkaistaan epédlineaarinen pienimman neli6summan minimoin-
titehtava kayttamalla Netlib-verkkoarkistosta 10ytyvda ohjelmistoa. Kaytet-
tyd menetelméaa on kuvattu viitteissd [GFR94, CMMRS87].

Tédssd menetelmdssd korvataan vierailujakauma askelpituuksilla s;, joita muu-
tetaan suuremmiksi tai pienemmiksi sen mukaan kuinka usein tilavektori
X + s hyviaksytdan uudeksi iteraatiopisteeksi. Menetelma kayttaa eksponen-
tiaalista jadhdytysaikataulua T(t + 1) = cT(t), missd ¢ € (0,1). Téllaista
aikataulua kutsutaan usein pikajddhdytykseksi (simulated quenching). Al-
goritmissa pienennetddan lampdotilaa hyvin nopeasti, eivdtka edelld esitetyt
suppenemistulokset ole enda voimassa.

[ Esimerkki 11.5.1 Sovitetaan epélineaariseen malliin

y = f(t,a) +€=a; +ast+azt?+asexp(—(t —as)?/(2a))

11.15
+azexp(—(t —ag)?/(2a3)) + € ( )
mittausdata (t;, y;), i = 1,...,m. Mallissa esiintyvd € on virhetermi. Minimoin-
titehtdvaksi saadaan
m "
minimi F(a) = > (yi— f(ti,a))?, kuna € R, (11.16)
i=1

eli kyseessd on yhdeksdan vapaan muuttujan epdlineaarinen minimointitehtava.
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Datapisteitd oli kaytettavissa 200 kappaletta ja alkuarvauksena oli a = 1. So-
vitukselle annettiin laatikkorajoitteet -5 < a; < 10, i = 1,...,9. Todelliset
parametrit olivat

a= (0.5, -04, 0.1, 6.0, -1.0, 1.1, 5.0, 2.1, 0.9)

ja mittausdata oli generoitu lisdidamalld tarkasta mallista saatuihin y-arvoihin
tasajakautuneita satunnaislukuja valilta [-0.5,0.5].

Mallin parametrien hakemiseen kaytettiin Netlib-verkkokirjastostaloytyvaa jaah-
dytysmenetelmédan perustuvaa Fortran-koodia simann. f (versio 3.2).

Jaahdytysnopeudeksi asetettiin ¢ = 0.9 ja alkulampdotilaksi 500. Askelpituuk-
siksi asetettiin alussa arvot s; = 2. Kussakin lampaotilassa tehtiin 900 tilasiirty-
maa tasapainotilaan padsemiseksi. Talloin sovitukseen tarkkuudella 106 tar-
vittiin 900 x 206 = 185400 funktion arvon laskemista. Residuaaliksi lopussa
saatiin F(a*) ~ 16.7.

Edelld kuvatulla tavalla saadaan mallin parametreiksi
a* =~ (0.87, —0.39, 0.08, 5.7, —0.99, 1.1, 4.7, 2.1, 0.89).

Alkuperaisilla parametrien arvoilla saadaan residuaali F(a) ~ 17.1 eli huonom-
pi kuin jadhdytysmenetelmén tuottamalla tuloksella. Menetelma toimii varsin

1 1 1

|
50 100 150 200 250
k

Kuva 11.1: Pienimmaén nelibsumman minimointitehtdvisséa kdytetty data on merkit-
ty symbolilla x ja sovitettu malli paksulla viivalla. Alemmassa kuvassa on esitetty
virheen pieneneminen iteraatioiden funktiona.
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hyvin ottaen huomioon mittausdatan hairidisyyden. Toisaalta mittauspisteita
oli kaytettdvissd kohtalaisen paljon.

Kuvassa 11.1 on esitetty mittausdata ja mittausdataan sovitettu malli. Sovituk-
sesta saatua mallia kuvaa paksulla piirretty kdyra. Alemmassa kuvassa on esi-
tetty minimointitehtdavan kohdefunktion F(a) arvon kehitys iteraatioiden funk-
tiona logaritmisella asteikolla. Jadhdytyksen alkuvaiheissa pysdahdytdan joksi-
kin aikaa paikalliseen minimiin, kunnes l6ydetdaan lopullista mallia vastaavat
parametrien arvot.

Taman tyyppisessd epédlineaarisessa pienimmaén neliosumman tehtdavassa kan-
nattaa pyrkid hyodyntdmaan kaikkea tutkittavaan ilmioon liittyvaa tietoa. Tas-
sdkin tapauksessa olisi ollut mahdollista antaa kohtuullisen hyva alkuarvaus
tarkastelemalla kuvassa 11.1 esitettyd mittausdataa. Suoraviivainen optimoin-
ti el myoskaan valttamatta anna parasta mahdollista ilmiota kuvaavaa mallia.
Tuloksien jarkevyys on aina syyta tarkistaa.

11.6 Jaahdytysmenetelman kayttokohteet

Jadhdytysmenetelmia voi yrittaa kayttda tehtaviin, joissa kohdefunktio on
epdjatkuva tai epasiled ja vahvasti epédlineaarinen. Jos on mahdollista kayt-
taa jotain tehokasta sileiden tai epasileiden tehtavien ratkaisuohjelmistoa,
kannattaa niin tehda. Toisaalta jadhdytysmenetelma voi olla kdyttokelpoi-
nen esimerkiksi isoissa kombinatorisissa tehtavissd, joissa kohtuullisen hy-
va ratkaisu on riittava.

Mikali ratkaistavana on suuri kombinatorinen optimointitehtava, josta on
loydettavissd sopiva struktuuri (geneettinen koodaus tai jadhdytysmene-
telmdn naapuristorakenne), voi menetelmien tehokkuus olla varsin hyva
likimaaraistd optimia haettaessa. Tyypillinen sovelluskohde on esimerkik-
si kauppamatkustajan ongelma, vaikkakaan menetelmien tehokkuus hyvin
suurissa tehtavissa ei ole erityisen kehuttava.

Yleisalgoritmeiksi ei jadhdytysmenetelmistd vield ole ja toimivan energia-
funktion, vierailujakauman ja jadhdytysnopeuden loytdminen voi vaatia mo-
nia kokeilukertoja. Lisdksi uuden ratkaisuehdokkaan generointimenetelma
vaikuttaa usein suuresti tehokkuuteen.

Jadhdytysmenetelma saattaa perusmuodossaan olla hyvin hidas menetelma,
kuten luvussa 10 esitellyt geneettiset algoritmitkin. Kummankin menetel-
man kayttokelpoisuus riippuu paljon kaytetystd koodauksesta seka tieten-
kin tehtdavan rakenteen soveltumisesta ratkaisumenetelman kayttoon.

Jos tehtavallda on monia paikallisia minimeja, voi koettaa useiden alkuarvaus-
ten kayttoa tai jotain monipuolisempaa globaalin optimoinnin menetelmaéa.
Yleensa ndissa on yhdistetty paikalliseen optimointiin tarkoitettu menetel-
ma ja jokin globaali strategia (luku 9).
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[ Esimerkki 11.6.1 Kéaytannon esimerkki jadhdytysmenetelmien kidytostd ver-
rattuna muihin menetelmiin on suprajohteiden Ginzburg-Landau -yhtdléiden
ratkaiseminen. Artikkelissa [DGR90] on ratkaistu pienia kaksiulotteisia tehta-
vida jadhdytysmenetelmalld. Artikkelissa [WH91] on kaytetty jyrkimméan suun-
nan menetelmad, jolla on voitu tehostaa ratkaisemista. Artikkelissa [GSB*92]
on kdytetty gradienttimenetelmid, jolloin on voitu ratkaista vaikeampia ja suu-
rempia tehtdvid. Uusimpia tuloksia on esitelty artikkelissa [JP93], jossa on rat-
kottu kolmiulotteista tehtdvaa kayttdaen katkaistua Newtonin menetelmaa.

Jadahdytysmenetelmalld saatiin tdassd tehtdavassd ensimmadiset tulokset ja voitiin
osoittaa optimointiin perustuvan menetelméan kayttokelpoisuus. Suuremmissa
tehtdvissd kdytettiin puolestaan gradienttimenetelmid, joiden avulla ratkaise-
miseen tarvittava aika saatiin hyvéksyttaville tasolle.

11.7 Lisatietoja

Kirjat Simulated Annealing and Boltzmann Machines [AK89] ja Simulated
Annealing: Theory and Applications [VLA88] ovat hyvida johdatuksia jaah-
dytysmenetelmien ominaisuuksiin ja taustaan. Kombinatoristen optimointi-
tehtdvien ratkaisua jadhdytysmenetelmilld on analysoitu teoksessa The An-
nealing Algorithm [OvG89]. Teoksessa Genetic algorithms and simulated an-
nealing [Dav87] on esitelty jadhdytysmenetelmia ja geneettisia algoritmeja.
Artikkelissa [BL93] on kasitelty jadhdytysmenetelmien rinnakkaistamista.
Jadhdytysmenetelmiin perustuvista ohjelmistoista on kerrottu liitteessa B.

Boltzmannin jadhdytysta on kasitelty teoksissa [Ing93, IR92]. Metropoliksen
algoritmia on kasitelty teoksissa [Kan93, MRR*53]. Teoksissa [AK89, VLAS8S,
OvG89] on esitetty asymptoottisia (k — o) suppenemistuloksia jadhdytys-
menetelmille.

CSC:n julkaisemista oppikirjasta Fortran 90/95 16ytyy erdan sellaisen ge-
neettisen algoritmin toteutus, joka sisadltdad myos jadhdytysmenetelmien piir-
teita.
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12 Derivaattojen
laskeminen

Eréas tyypillisimpid virheitd optimointitehtdvien ratkaisussa on vaarin laske-
tut funktion derivaatat. Derivaattojen oikeellisuus kannattaa aina varmistaa,
oli sitten kyseessa differenssiarvio tai analyyttisesti lasketut derivaatat. Seu-
raavassa on vertailtu erdita tapoja laskea tarvittavat derivaatat.

12.1 Gradienttimenetelmat optimoinnissa

Jos optimointitehtdvdn ratkaisemiseen kdytetddn luvussa 6 esiteltyja gra-
dienttimenetelmid, tarvitaan arviot funktion derivaatoille esimerkiksi las-
kettaessa gradienttivektori tai Hessen matriisi. Tyypillinen gradienttimene-
telméan iteraatio on seuraavaa muotoa:

Algoritmi 12.1.1 (Gradienttimenetelman iteraatio)

Ratkaise hakusuunta p* yhtaloryhmasta Hyp* = —V.f (x¥).
Hae uusi piste ratkaisuavaruudesta: x**1 = x* + Axpk, A > 0.
Tutki optimaalisuutta: jos |V f (xk+1)|| < €, voit lopettaa.

Téasséd iteraatiossa tarvitaan kohdefunktion gradientin arvot V f (x%). Jos ky-
seessd on Newtonin menetelmd, tarvitaan myos kohdefunktion toisia deri-
vaattoja Hessen matriisin Hy = VVT f (x¥) muodostamiseen. Sekanttimene-
telmissd tarvitaan vain kohdefunktion gradienttivektorit. Toisaalta Hessen
matriisia voi arvioida analyyttisesti laskettujen gradienttivektoreiden avulla.

12.1.1 Suuret tehtavat

Derivaattojen laskeminen suurten tehtédvien tapauksessa on usein aikaavie-
vaa ja hankalaa. Jos kiytetddn késin laskettuja analyyttisia derivaattalausek-
keita, niiden tarkistaminen vie my0s oman aikansa. Erds mahdollinen tapa
tarkistaa derivaattalausekkeet on kayttdda monista ohjelmistoista 1oytyvia
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tarkistusrutiineja, jotka vertaavat derivaattakoodin tuottamia arvoja diffe-
renssiarvioista saataviin arvoihin. Kuitenkaan tamén tyyppinen vertailu ei
voi loytda kaikkia mahdollisia virheita.

Seuraavassa esiteltyja symbolienkésittelyjarjestelmien ja automaattiseen de-
rivointiin kehitettyjen vdlineiden tarjoamia mahdollisuuksia kannattaa kayt-
tdd apuna suurten tehtdvien kasittelyssa. Isoissa tehtdvissd voi usein hyo-
dyntda tehtavan erikoisominaisuuksia (symmetrisyys ja rakenteellisuus), jol-
loin derivaatat voidaan usein laskea huomattavasti tehokkaammin.

Myo6s kappaleessa 12.3 esiteltdvid differenssiapproksimaatioiden laskukaa-
voja voidaan kayttaa suurissa tehtdvissd. Jos Hessen matriisi on harva, voi-
daan sen rakennetta hyodyntda differenssiarvioita laskettaessa (esimerk-
ki 12.3.1 sivulla 191).

12.1.2 Symbolinen derivointi

Mikali optimointitehtdvéan ratkaisemiseen tarvittavat derivaatat voidaan las-
kea analyyttisesti, kannattaa se useimmiten tehda. Jos optimoitava funktio
on esitettdvissa symbolisessa muodossa, voi derivaatat laskea symbolienka-
sittelyjarjestelmilla (esimerkiksi Macsyma, Maple tai Mathematica) ja tulos-
taa vaikkapa Fortran-koodina tiedostoon.

Listaus 12.1: Mathematica-rutiinit symbolisessa muodossa esitettyjen funktioiden
derivaattojen laskemiseksi.

Grad[f_,var_List] := D[f, #]& /@ var;

Div[F_List, var_List] := Inner[D, F, var, Plus];
Lap[f_, var_List] := Div[Grad[f, var], var];
Hesse[f_, var_List] := Outer[D, Grad[f, var], var];
Jac[F_List, var_List] := Outer[D, F, var];

[ Esimerkki 12.1.1 Listauksessa 12.1 on esitetty muutamia Mathematica-rutii-
neita funktioiden derivaattojen laskemiseen symbolisesti.

Rutiini Grad laskee gradienttivektorin, Div laskee divergenssin, Lap toimii
Laplace-operaattorina, Hesse laskee Hessen matriisin ja Jac Jacobin matrii-
sin. Vastaavat rutiinit voi kirjoittaa muillakin symbolienkasittelyjarjestelmilla.

Lasketaan Rosenbrockin funktion gradientti ja Hessen matriisi Mathematical-
la kdyttden rutiineita Grad ja Hesse. Olkoot Mathematica-rutiinit tiedostossa
Derivaatat.m.

In[1]:= <<Derivaatat.m

In[2]:= f = 100 (x2 - x1A2)A2 + (1 - x1)A2
2 2 2
Out[2]= (1 - x1) + 100 (-x1 + x2)

In[3]:= gf = Simplify[Grad[f, {x1,x2}]]
3 2
Out[3]= {-2 + 2 x1 + 400 x1 - 400 x1 x2, 200 (-x1 + x2)}

In[4]:= Hf = Simplify[Hesse[f, {x1,x2}]1]
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2
out[4]= {{2 + 1200 x1 - 400 x2, -400 x1}, {-400 x1, 200}}

Lausekkeiden tulostamisessa voi myds kayttda apuna Mathematican muotoilu-
komentoja FortranForm, TableForm ja TeXForm, vaikkakin ndissd rutiineissa
on joitakin heikkouksia, eivatkad ne sellaisinaan riitd kaikkiin kayttotarkoituk-
siin.

[ Esimerkki 12.1.2 Listauksessa 12.2 on esimerkki derivaattojen laskemisesta
kéayttden Maplen Tinalg-paketista 10ytyvia rutiineja. Aluksi lasketaan funk-

tiolle
_ cos(x1x»)
f(X) - ( Sil’l(X] + X2) )
Jacobin matriisi ja divergenssi. Taman jalkeen sovelletaan funktioon
fx) =x3} (x% + 2)

gradienttioperaattoria, Laplace-operaattoria ja Hessen matriisin laskevaa rutii-
nia hessian.

Listaus 12.2: Derivaattojen laskeminen Maplella symbolisessa muodossa esitetyille
funktioille. Tdssa kédytetddan Maplen mukana tulevasta 1inalg-paketista 16ytyvia
rutiineja.

with(Tinalg):

# Lasketaan vektoriarvoiselle funktiolle
# Jacobin matriisi ja divergenssi

X := vector(2);
F := vector([ cos(x[11*x[2]), sin(x[1]+x[21)1);
jac := jacobian(F,x);

div := diverge(F,x);

# Skalaariarvoisen funktion gradientti,
# Laplace-operaattori ja Hessen matriisi
o= (x[11%*3)*(2 + x[2]*%2);

gradientti := grad(f,x);

lap := diverge(grad(f,x),x);

hesse := hessian(f,x);

Isoissa tehtavissa kannattaa tietenkin hyodyntda Hessen matriisin symmet-
risyytta laskemisessa ja tallettamisessa.

Suoraviivainen symbolienkasittelyjarjestelmien kdytto voi tuottaa huomatta-
via vaikeuksia gradienttivektorin sekda Hessen ja Jacobin matriisien muodos-
tamisessa. Jos kohdefunktio koostuu n:sta termistd, on muodostetussa de-
rivaattalausekkeessa ennen sievennysta tyypillisesti luokkaa n? termié. Ta-
ten monimutkaisten lausekkeiden suora symbolinen derivointi tuottaa hyvin
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hankalasti kasiteltdavia lausekkeita. Symbolienkasittelyjarjestelmia voi myos
yrittdd kayttaa syntyvien lausekkeiden sieventdmiseen, mutta tulos ei valt-
tamattd ole kovin hyva ja vie usein paljon laskenta-aikaa. Lisdksi kohde- tai
rajoitefunktioiden symbolisen lausekkeen esittdminen voi olla mahdotonta
tai erittdin vaikeaa.

Derivaattojen laskemisen lisdksi voi symbolienkésittelyjarjestelmia siis kayt-
tad saatujen lausekkeiden sieventamiseen ja optimointiin. Toinen ldhesty-
mistapa on automaattinen derivoiminen (kappale 12.2), jossa derivoidaan
aliohjelmia. Lopputuloksena voidaan tuottaa esimerkiksi Fortran- tai C-koo-
dia.

Automaattisen derivoinnin etuna on saadun koodin tiiviys ja tehokkuus.
Lisdksi useat menetelméat tuottavat samalla virhearvion aliohjelmakoodin
laskemalle funktion arvolle.

Kehitteilld on my6s ympdristja, joissa voidaan linkittdd symbolienkasit-
telyjarjestelmd ja numeerinen laskentaympadristo. Tdllaisia jarjestelmida on
rakennettu mm. Mathematican ja Maplen ympadrille.

12.2 Automaattinen derivoiminen

Automaattisella derivoinnilla (automatic differentiation, algorithmic diffe-
rentiation) tarkoitetaan aliohjelman (siis tietokoneella laskettavan koodin)
muodossa annetun funktion symbolista derivoimista.

Seuraavissa esimerkeissa kaytetdan hyvaksi Maple-ohjelmistoa automaatti-
sen derivoinnin havainnollistamiseksi.

[ Esimerkki 12.2.1 Lasketaan funktion
fx)=cla—-x)*+(a-x)*(b-x)°
arvo kayttden Maple-ohjelmiston ohjelmointikielta:

f := proc(x)
local s1,s2;
sl :=a - x;
s2 :=b - x;
c*s1A3 + (s1*s2)A2
end;

Tama ohjelmakoodi voidaan "derivoida” kdyttden ketjusaantoa

of(x(u)) of(x(u)) ox(u)
ou B ox ou -’

(12.1)

Maplen komennolla D(f) saadaan funktion derivaatan g(x) = df(x)/dx las-
keva koodi:

g := proc(x)
local sl1,s2;
sl := a-X;
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s2 := b-x;
-3%C*s1A2-2%s1%s2A2-2%s1A2%*s2
end;

Téata tapaa ohjelmakoodin derivoimiseksi kutsutaan eteenpdin suuntautuvaksi
(forward mode). Pyrkimyksena olisi, etta tuotettu koodi olisi mahdollisimman
tiivista ja tehokasta. Tehokkuuden kannalta tulisi useassa eri paikassa koodia
esiintyvat identtiset lausekkeet laskea vain yhteen kertaan kayttden tilapdis-
muuttujia.

Edelld saatu koodi ei kuitenkaan ole kovin tehokas. Kdyttamalla Maplen rutiinia
optimize funktiokoodin optimointiin saadaan seuraava tulos:

> with(codegen) :

> optimize(D(F));

proc(x)

local s1, s2, tl, t4;
sl :=a - X; s2 :=b - x; tl := slA2; td := s2A2;
-3%c*tl - 2%sl*t4 - 2%s2*tl

end proc

Tama derivaatan laskeva koodi on jo varsin tehokas. Luonnollisesti monimut-
kaisemmissa lausekkeissa ja ohjelmakoodeissa on edelld kuvatun kaltainen
koodin virittely tarkeampaa kuin tassa yksinkertaisessa esimerkissa.

[ Esimerkki 12.2.2 Seuraavassa on esimerkki kahden muuttujan funktion deri-
voimisesta. Taméa esimerkki ei toimi Maplen uusimmilla versiolla, silla niiden
mukana ei enda tule Maplen share library -arkistoa.

Maple-ohjelmalla kirjoitetusta Rosenbrockin funktion arvon laskevasta koo-
dista voidaan generoida gradienttivektorin ja Hessen matriisin alkiot laskeva
rutiini seuraavasti:

> with(share):

> read ‘°‘.sharename. ‘/autodiff/GRADIENT.m*;

> F := proc(x,y) 100*(Cy - xA2)A2 + (1 - x)A2 end;

F := proc(x,y) 100*(y-xA2)A2+(1-x)A2 end

> G := GRADIENT(F);

G := proc(x,y)
RETURN(-400%* (y-xA2) *x-2+2%x,200%y-200%xA2)

end

> H := GRADIENT(G);

H := proc(x,y)
RETURN(1200%xA2-400*y+2,-400%*x,-400%*x,200)

end

Téssa kaytettiin Maplen share library -rutiinia GRADIENT automaattiseen de-
rivointiin, silla esimerkissda 12.2.1 kdytetty funktio D laskee derivaatan vain
yhden muuttujan suhteen.

Automaattisessa derivoinnissa pyritddn mahdollisimman tiiviiden ja tehok-
kaasti laskettavien lausekkeiden muodostamiseen. Edellinen esimerkki oli
varsin yksinkertainen ja siind selvittiin ilman paikallisia tilapdismuuttujia.
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[ Esimerkki 12.2.3 Seuraavassa lasketaan funktion

fx, ) => aixexp(—(y — pi)/s?)
i=0

gradienttivektori. Funktion arvon laskeva ohjelmakoodi sisdltaa silmukan.

> F := proc(x,y,a,p,s,n) local 1i,t;
t := 0;
for i from 0 to n do
t := t + alil*x*exp(-(y-p[i1)/s[i1A2);
od;
RETURN(t)
end:
> G := GRADIENT(F,[x,yD);
G := prOC(X;Ysasp!S!n)
local dt,i,t;
dt := array(1 .. 2);

dt[1] := 0;
dt[2] := 0;
t := 0;

for i from 0 to n do
dt[1] dt[1]+a[il*exp(-Cy-p[i1)/s[1]1A2);
dt[2] dt[2]-a[i]*x/s[1]A2*
exp(-Cy-p[il)/s[i1A2);
t = t+alil*x*exp(-(y-p[i]1)/s[i]1A2)

od;
RETURN(dt[1],dt[2])
end

Tama esimerkki ei toimi Maplen uusimmilla versiolla, silld niiden mukana ei
enda tule Maplen share library -arkistoa.

Funktion GRADIENT tuottama ohjelmakoodi laskee osittaisderivaatat muuttu-
jien x ja y suhteen. Syntynyttd ohjelmakoodia voisi vield nopeuttaa. Silmukas-
sa laskettavat paikallisen muuttujan t arvot ovat tarpeettomia derivaattojen
laskemisen kannalta.

12.3 Differenssiarvioiden kaytto

Kaytettdessa derivaatoille differenssiarvioita on syyta huomioida numeeri-
sen tarkkuuden vaikutukset arvioiden laskemiseen. Useat valmisohjelmistot
(esimerkiksi aliohjelmakirjastot IMSL ja NAG) osaavat arvioida haluttaessa
derivaattoja differensseilld, mutta tdhdn kuluu jonkin verran ylimdaraista
laskutyotd. Monet ohjelmistot sisdltdavat myos derivaattojen oikeellisuutta
tarkistavia rutiineja.

Huomautus 12.3.1 Askelpituuden h valinnalla on suuri merkitys differens-
siarvion tarkkuuden kannalta: liian pieni askelpituus tuottaa numeerisesti
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epatarkkoja tuloksia ja liian suuri antaa epdatdsmallisen arvion derivaatalle.
Mikali numeroarvot ovat suuruusluokkaa 1, hyva ensimmainen arvio askelpi-
tuudelle on h = ,/€p (€p on konevakio), joka on 32-bittisessd aritmetiikassa
~ 1074,

12.3.1 Gradienttivektorin differenssiarviot

Funktion f(x) gradienttivektorille V f(x) = (nl(x),...,nn(x))T voidaan
tehda differenssiarviot:

al) _
n; = fix+ ”h;) f(x), eteenpdin laskettu differenssi,
13
_ — h.et
in = S fPEX e ), taaksepdin laskettu differenssi, (12.2)
13
al) _ el
n; = fx+ hie) - f(x— hie ), keskeisdifferenssi.
2h;
Téssa el on i:s yksikkovektori: e! = (0,...,0,¢e; = 1,0,...,0)T. Parametri h;

on suuntaan e’ valittu askelpituus.

Keskeisdifferenssin virhe on luokkaa @(h?) ja muiden arvioiden virhe on
luokkaa O (h;).

12.3.2 Hessen matriisin differenssiarviot

Toisten derivaattojen arvioiminen differensseillda on melko epéatarkkaa. Mi-
kali derivaattoja ei voi laskea tarkasti, on useimmiten tehokkainta kayttaa
menetelmad, jossa ei tarvita toisten derivaattojen differenssiarvioita (esi-
merkiksi sekanttimenetelmaét). Seuraavassa kuitenkin esitelladn muutamia
tapoja laskea differenssiarvio Hessen matriisille. Kayttokelpoinen menetel-
ma on gradienttivektoria kdyttdava Hessen matriisin arvio, johon perustuu
diskreetti Newtonin menetelmdi.

Jos Hessen matriisille H(x) = VV7 f(x) halutaan differenssiarvio, voidaan
matriisin alkioille H;; kédyttda esimerkiksi kaavoja
f(x+ hel) + f(x—hel) —2f(x)

Hy - = , (12.3)

i Jy — iy _ J
Hy = f(x+ he' + hel) f(xJ;Lzhe ) — f(x+ he )+f(x). (12.4)
Téassd on oletettu yksinkertaisuuden vuoksi, etta differenssiaskel h on sama
kaikkiin suuntiin e?.

Jos funktion gradientti V f(x) voidaan laskea analyyttisesti, Hessen matrii-
sin H(x) = (H;;) sarakekomponenteille H; = (Hlj,sz,...,Hnj)T voi ko-
keilla gradienttia kayttavaa differenssiapproksimaatiota

_ Vf(x+hel) - Vf(x)
- N .

H; (12.5)
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Jos optimointitehtdvassa esiintyvda Hessen matriisi on harva, voidaan sille
laskea differenssiarvio hyvin tehokkaasti. Hyvinkin suuria Hessen matriiseja
voidaan arvioida muutaman sopivissa pisteissa lasketun gradienttivektorin
avulla. Seuraavassa on tdsta esimerkki.

[ Esimerkki 12.3.1 Diskreetissd Newtonin menetelmdisscdi arvioidaan Hessen mat-
riisia differenssiarvioiden avulla. Mikéli Hessen matriisi on harva ja sen rakenne
on sddnnollinen, voidaan differenssiarvio laskea hyvin tehokkaasti kdyttamalla
sopivissa pisteissd laskettua gradienttivektoria.

Jos funktio f(x) on kvadraattinen, padtee Taylorin sarjakehitelmén perustella
Vfx+s)=Vf(x) +H(X)s. (12.6)

Olkoon askel s € R" pieni, jolloin kahdesti differentioituvalle yleiselle fuktiolle
f pétee edellisen yhtédlon perusteella
H(x)s =~ Vf(x+s)— Vf(x). (12.7)

Valitsemalla askel s sopivasti voidaan Hessen matriisia siis arvioida gradient-
tivektorien avulla.
Olkoon laskettavana Rosenbrockin n-ulotteisen funktion Hessen matriisi, joka
koostuu diagonaalilla olevista kooltaan 2 x 2 lohkoista eli on muotoa

X X

X X

H= . (12.8)

Lasketaan vektorit y! jay? € R™:

) 1 )
t=——(V +hz') -V i=1,2 12.
y h\lle( fx+hz) -VfX), i=1.2, (12.9)
missd z! = (1,0,1,0,...)T jaz? = (0,1,0,1,...)T. Merkitidin vektorin y! alkioi-
ta (vi,»4,...,»}) javastaavasti vektorin y? alkioita. Vertaamalla kaavaa 12.9
kaavaan 12.5 havaitaan, ettd patee esimerkiksi

Hi ~yl, Hip=Hn~y{, Hx~y5 jne

Taten kaikki Hessen matriisin alkiot saadaan arvioitua gradienttivektorien V f (x),
Vf(x+hz') ja Vf(x+ hz?) avulla riippumatta tehtdvin dimensiosta n.

12.3.3 Jacobin matriisin differenssiarviot

Funktion f(x) Jacobin matriisille J (x) voidaan laskea differenssiarviot sovel-
tamalla gradienttivektorin differenssikaavoja (12.2). Seuraavassa esimerkke-
ja differenssiarvioista J (x) = (J;;):

fix+hjel) - fi(x)
hj

Jij , eteenpdin laskettu differenssi,
) ) (12.10)
. hiel) = fi(x— hiel
Jij = fix+hye )Zh-ﬁ(x tAs ), keskeisdifferenssi.
J
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Jacobin matriisin differenssiarvioita voi tarvita esimerkiksi menetelmissa,
joissa kdytetddn rajoitteiden h(x) = 0 ja g(x) < 0 derivaattoja.

12.4 Ohjelmistoja

Edelld on esitelty Mathematica- ja Maple-ohjelmistojen kidyttod symboliseen
ja automaattiseen derivointiin. Muutkin kehittyneet matemaattiset symbo-
lienkdsittelyjarjestelmaét tarjoavat vastaavanlaisia mahdollisuuksia [Sof94,
KN94].

ADIFOR on uusi Fortran-koodin kasittelyyn perustuva automaattisen deri-
voinnin ohjelmisto, joka on kehitetty erityisesti suurten tehtivien tarpeisiin
[BCC*92].

Teoksessa Optimization Software Guide [MW93] on esitelty muutamia au-
tomaattiseen derivointiin soveltuvia ohjelmistoja (esimerkiksi JAKEF, joka
perustuu Fortran-aliohjelmakirjastojen kayttoon).

Opas Matemaattiset ohjelmistot [HHL* 03] esittelee joukon CSC:ssd kaytetta-
vissd olevia ohjelmistoja. Hyvia vinkkejda Mathematica-ohjelmiston kadyttéon
loytyy teoksista [Mae90, Wol91]. Lisdksi IMSL- ja NAG-aliohjelmakirjastot ja
Netlib-verkkoarkisto sisaltavat rutiineita differenssiarvioiden laskemiseen ja
derivaattojen tarkistamiseen.

12.5 Lisatietoja

Kokoelmateoksessa Automatic Differentiation of Algorithms [GC91] on run-
saasti symboliseen ja automaattiseen derivointiin liittyvia artikkeleita. Au-
tomaattista derivoimista on kasitelty artikkeleissa [Mon94, GVHM91, Iri91].
Mathematica-ohjelmiston kédyttoda on esitelty raporteissa [Sof93a, Sof94,
Sof93b]. Automaattiseen derivointiin liittyvid ohjelmistoja on esitelty viit-
teissd [Abb94, Pel94, Gom90, Cap92]. Lisdtietoa automaattisesta derivoin-
nista loytyy www-osoitteesta http://www.autodiff.org/.

Differenssiarvioiden laskemisen perusteet on esitetty teoksessa Numerical
Methods for Unconstrained Optimization and Nonlinear Equations [DS83] ja
diskreettid Newtonin menetelmaa on kasitelty kirjoissa Practical Optimiza-
tion [GMW81] ja Introduction to Non-linear Optimization [Sca85].



13 Yksiulotteinen optimointi ja luottamusalue 193

13 Yksiulotteinen

optimointi ja
luottamusalue

Tdssd luvussa kerrotaan epélineaarisen optimoinnin viivahaku- ja luotta-
musaluemenetelmien taustasta sekd menetelmien merkityksesta laskennan
tehokkuuden kannalta. Lisdksi kerrotaan yhden muuttujan optimointitehta-
vien ratkaisumenetelmista.

13.1 Viivahaku- ja luottamusaluealgoritmit

Ratkaistaessa jatkuvasti differentioituvaa, epédlineaarista optimointitehtavaa

mil;imif(x), kunx € F Cc R™, (13.1)

kédytetadn yleensd iteratiivista ratkaisumenetelmad, jossa valitaan askel sk
siten, ettd funktion arvo pienenee uudessa iteraatiopisteessa xk*1 = x¥ + sk
(luku 6).

Viivahakualgoritmeissa (line search) 1oydetdan uusi iteraatiopiste kulkemalla
hakusuuntaan p* € R", kunnes 1oydetain uusi iteraatiopiste:

k+1

XK = xk 4 Arpk, A > 0. (13.2)

Hiukan toisenlaiseen ldhestymistapaan perustuvia luottamusaluealgoritme-
Jja (trust region) on kasitelty sivulta 199 alkaen.

Kummankin tyyppiset menetelméit ovat osoittautuneet kayttokelpoisiksi vai-
keidenkin optimointitehtdvien ratkaisemisessa. Luottamusaluemenetelmia
on kaytetty mm. rajoitteettomassa optimoinnissa ja epilineaaristen yhta-
l6ryhmien ratkaisussa. Viivahakumenetelmille puolestaan on loydetty run-
saasti kdyttokohteita mm. rajoiteellisten optimointitehtdvien ratkaisemises-
sa.
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13.2 Yksiulotteinen optimointi

Olkoon minimoitava funktio f(x) jatkuva skalaarifunktio R — R. Paikalli-
sen minimin sijainti on tiedossa, kun on loydetty kolme pistettd a < b < ¢
siten, ettd f(b) < f(a) ja f(b) < f(c). Kuvassa 13.1 on esitetty skalaari-
funktion minimoinnin periaate.

Kuva 13.1: Skalaarifunktion minimin hakeminen.

Aluksi minimikohtaa rajaavat pisteet (a, b, c¢). Taman jalkeen funktion arvo
lasketaan pisteessd d, jolla voidaan korvata piste ¢ jne. Kullakin askeleel-
la valitaan jatkoon keskipiste, jossa funktion arvo on pienempi kuin sita
reunustavissa pisteissa. Iteraation 3 jalkeen minimi on pisteiden (e, b, f)
valissa.

CSC:n oppaassa Numeeriset menetelmdt [HKR93] on kerrottu mm. kultai-
sen leikkauksen menetelmdn, Brentin menetelmdn ja Newtonin menetelmdin
kaytostad skalaarifunktion minimointiin.

Skalaarifunktion minimoinnissa on Newtonin menetelman iteraatioaskel

S (xx)
S (xk)”
Newtonin menetelméa suppenee neliollisesti optimipisteen laheisyydessa, mut-

ta ilman varmistuksia se on epdluotettava tormattaessa toisen derivaatan
nollakohtaan.

X+l = Xk — (13.3)

Kultaisen leikkauksen menetelma on yksinkertainen vaikkakin hitaampi kuin
Newtonin menetelma, eikd se vaadi kohdefunktiolta differentioituvuutta.
Erityyppiset interpolaatiomenetelmaét (esimerkiksi Brentin menetelméd) ovat
luotettavampia kuin Newtonin menetelma ja lahes yhta tehokkaita, varsin-
kin jos kohdefunktion derivaatat ovat kohtuullisen tyolaita laskea.

13.3 Viivahakualgoritmit

Epdlineaaristen optimointitehtdvien viivahakuun perustuvat ratkaisualgorit-
mit ovat perusrakenteeltaan seuraavia:
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Algoritmi 13.3.1 (Viivahakumenetelmat)

1: Hae kidypd alkuarvaus x' € F. Aseta k = 1.
2: Jos olet kyllin ldhella optimia, lopeta iterointi.

3: Valitse kdypd hakusuunta p* € R", jolle patee f(x* + Apk) <
f(x*)
siten, ettd xX + Ap¥ € F, A > 0.

4: Viivahaku: etsi askelpituus Ay = arg minimiaso f(x* + Apk)
siten, ettd xX + Agp* € F.

5: Aseta xk*1 = xK + Ayxpk ja k = k + 1. Mene vaiheeseen 2.

Viivahakualgoritmeja on kehitetty hyvin monenlaisiin tarkoituksiin, ja esi-
merkiksi funktion arvon laskemiseen kuluvan tyon méaara vaikuttaa tehok-
kaimman menetelman valintaan. Lisdaksi optimointialgoritmit asettavat vaa-
timuksia viivahaun tarkkuudelle.

Takautuvat viivahakualgoritmit ovat yleisimmin kaytettyja viivahakumene-
telmid ja ne ovat osoittautuneet luotettaviksi ja joustaviksi. Yksinkertaisim-
millaan kyseessa on Armijo-tyyppinen viivahaku, jossa valitaan askelpituu-
deksi 1, mikéli kohdefunktion arvo pienenee riittavasti, ja muuten pienen-
netaan rekursiivisesti askelpituutta vakiokertoimella T € (0, 1).

13.3.1 Viivahakumenetelmien toteutus

Viivahakua kdyttavissa optimointialgoritmeissa valitaan aluksi hakusuunta
ja kdytetddn tdman jalkeen jotain sopivaa menetelmad minimin loytamisek-
si kuljettaessa kyseiseen suuntaan. Menetelmasta riippuen voidaan kayttaa
epdtarkkaa hakua tai tarkkaa hakua. Esimerkiksi liittogradienttimenetel-
missd on viivahaun tarkkuudella ainakin teoriassa suuri merkitys suppene-
misen kannalta, kun taas sekanttimenetelmia kaytettdessd viivahaun tark-
kuus voi olla usein melko pieni.

Olkoon vektori p € R" suunta, johon funktion arvo vdhenee, joten téalldin péa-
tee (V f(x),p) < 0. Viivahakualgoritmit pyrkivit 1oytamaan aarellisella maa-
ralla askeleita pisteen, joka toteuttaa sopivat ehdot koskien kohdefunktion
arvoja ja suuntaderivaattaa hakusuoralla. Viivahakualgoritmeissa asetetaan
hyvaksyttaville askelpituudelle A esimerkiksi riittdvin pienentymisen ehto:

Sf(x+Ap) = f(x) + uA(V f(x),p), (13.4)
sekd esimerkiksi kaarevuusehto:
(Vf(x+Ap),p)| = nl{Vf(x),p)l, (13.5)

missd 0 < u < n < 1. Kannattaa huomata, ettd kun suunta p on funktion
vahenemissuunta pisteessa x, patee esimerkiksi (V f(x),p) < 0. Ehto (13.4)
takaa funktion arvon riittivan pienentymisen ja ehto (13.5) takaa, ettei olla
liian kaukana funktion minimista suoralla x + Ap.

Kaytettdessd esimerkiksi ehdot (13.4) ja (13.5) toteuttavaa viivahakualgorit-
mia voidaan monille ratkaisumenetelmille todistaa suppenemistuloksia.



196 Optimointitehtdavien ratkaiseminen

Viivahaun tarkkuuden méérittelemiseen voidaan kayttda myos yhtaloa

KVf(x+Ap),p)| < —n{Vf(x),p). (13.6)

Kun kerroin n on pieni, on kyseessa tarkka viivahaku (accurate line search).
Kun n = 0, on kyseessa eksakti viivahaku.

Kirjallisuudessa viitataan viivahakualgoritmien yhteydessa usein myos Wol-
fen ehtoihin, jotka ovat

fE+Ap) = f(X)+ AV f(x),p), (13.7)
(VFx+Ap),p) = 02AVf(x),p), (13.8)

4

missd 0 < o7 < 02 < 1. Ensimmainen epayhtalo takaa riittdvan viahennyksen
funktion arvolle ja toinen riittdvan vahennyksen suuntaderivaattaan.

13.3.2 Takautuvat viivahakualgoritmit

Takautuvalla viivahakualgoritmilla (backtracking line search) tarkoitetaan
menetelmad, jossa hyviaksytaan askelpituus A; = 1, jos ehto (13.7) toteutuu,
ja muussa tapauksessa kokeillaan yha lyhyempda askelpituutta. Puhtaas-
ti takautuvissa viivahakualgoritmeissa (esimerkiksi Armijo-viivahaku) vali-
taan uudeksi koeaskeleeksi Ak, vakio-osa T edellisestd askeleesta Ay, esi-
merkiksi Ax+1 = 0.1 Ag. Mikdli askelpituus A; = 1 hyvaksytddn usein, on
Armijo-tyyppinen viivahakualgoritmi varsin tehokas.

Seuraavassa esitetddn monipuolinen nelitlliseen ja kuutiolliseen interpolaa-
tioon perustuva viivahakualgoritmi:

Algoritmi 13.3.2 (Takautuva viivahakumenetelma)

1: Valitse suunta p, siten ettd (V f(x),p) < 0. Valitse parametri
o1 < 0.5, esimerkiksi o = 1074.

2: Aseta A = 1.

3: Laske piste x* = x + Ap. Jos yhtdlon (13.7) ehto toteutuu,
palauta x* ja lopeta viivahaku.

4: Jos askelpituus A on liian pieni, palauta x ja lopeta iterointi
virheeseen.

5: Pienennd parametrin A arvoa kertoimella, joka on vélilla [0.1, 0.5].

(1) Ensimmaisellda hakukerralla valitse uusi askelpituus A
siten, ettd se minimoi kvadraattisen funktion, joka sovi-
tetaan dataan f(x), Vf(x) ja f(x"). Uuden askelpituu-
den A, tulee olla > 0.1. Aseta f, = f(x") jaA = A,.

(2) Myohemmilla hakukerroilla valitse uusi askelpituus A
siten, ettd se minimoi kuutiollisen funktion, joka sovite-
taan dataan f(x), V. f(x), f(x") ja f,. Uuden askelpituu-
den A, tulee olla vililla [0.1A,0.5A]. Aseta A = A..

6: Palaa vaiheeseen 3.
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Algoritmi 13.3.2 toteuttaa Wolfen ensimmadisen ehdon (13.7). Teoksesta Nu-
merical Methods for Unconstrained Optimization and Nonlinear Equations
[DS83] loytyy funktion f(x) suuntaderivaattaa kayttava algoritmi, joka to-
teuttaa myos ehdon (13.8).

[ Esimerkki 13.3.1 Minimoidaan kaksiulotteista Rosenbrockin funktiota
2
Fx) =100 (x2 = x%)" + (1-x1)°
pisteestd xX = (-1.2,1.0)T suuntaan p* = -V f(x¥) = (215.6,88.0):

Ax = arg mjAnigni FxK + Ap*). (13.9)
>

Tehtdvassa on siis kyse tyypillisestd n-ulotteisen optimointitehtavén viivahaus-
ta. Listauksessa 13.1 on esitetty Mathematicalla toteutettu viivahakurutiini
LinSearch. Algoritmi 16ytyy mm. teoksesta [DS83]. Lisdksi kdytetdan luvus-
sa 12 esitettya rutiinia Grad funktion gradientin laskemiseen.

In[1]:= <<Derivaatat.m; <<LinSearch.m

In[2]:= f[x1_,x2_] = 100 (x2 - x1A2)A2 + (1 - x1)A2;
In[3]:= gf[x1_,x2_] = Simplify[Grad[f[x1,x2],{x1,x2}]1];
In[4]:= x0 = {-1.2, 1};

In[5]:= fx0 = Apply[f, x0]

Out[5]= 24.2

In[6]:= gx0 = Apply[gf, x0]; p0 = - gx0

Out[6]= {215.6, 88.}

In[7]:= maxstep = 100; steptol = 10A(-8);

In[8]:= LinSearch[f, x0, p0, maxstep, steptol, fx0, gx0]

Out[8]= {{-0.964472, 1.09613}, 6.61237, 0}

Viivahaun optimipisteeksi saatiin siis (—0.96,1.10)7 ja funktion arvoksi kysei-
sessd pisteessa saatiin 6.6.

Kuvassa 13.2 on esitetty takautuvan viivahakualgoritmin toiminta. Listauksen
13.1 viivahakualgoritmi kokeilee tdssa tapauksessa askelpituuksia

A =1{1, 0.1, 0.05, 0.025, 0.0125, 0.00254392},
joista viimeinen hyvdksytdadn. Kuvaan 13.2 ei ole otettu ensimmaista eli kaik-

kein pisinta askelta. Kaytetty viivahakualgoritmi ei huomaa kohdan A = 0.025
vieressd olevaa minimikohtaa.
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Listaus 13.1: Neliollistd ja kuutiollista interpolaatiota kdyttdvd Mathematicalla
ohjelmoitu viivahakurutiini LinSearch.

LinSearch[f_,x0_,p0_,maxstep_,steptol_,fx0_,gx0_] :=
Block[{x = x0, p = p0, alphatol = 10A(-4), RCODE = -1,
steplen, Tinegrad, fx, Tlambdamin, Tambda, 1mb2,
Imbtmp, fx2, templ, temp2, Tmbdiff, discr, a, b},
steplen = Sqrt[Apply[Plus, pA2]];
If[steplen > maxstep,
p = p*maxstep/steplen; steplen = maxstep];
Tinegrad = Apply[PTus, gx0*p];
Tambdamin = steptol/Max[Abs[p]/Max[Abs[x],1]1];
Tambda = 1.0;
While[RCODE < O,
x = x0 + lambda*p; fx = Apply[f, x];
If[fx <= (fx0 + alphatol * Tambda * linegrad),
(* tarpeeksi hyvd ratkaisu 1oytyi *)
RCODE = 0,
If[Tambda < Tambdamin,
(* ei Toytynyt x0:sta poikkeavaa ratkaisua *)
x = x0; RCODE =1,
If[lambda == 1.0,
(* laske uusi lTambda ensimmaisessd vaiheessa *)
Tmbtmp = -Tinegrad/
2*(fx - fx0 - linegrad)),
(* laske uusi lambda myoh. kayttdd varten *)
templ = fx - fx0 - lambda*1inegrad;
temp2 = fx2 - fx0 - Tmb2*1inegrad;
Tmbdiff = 1/(Tambda-1mb2);
a = Imbdiff*(templ/TambdaA2-temp2/1mb2A2);
b = Tmbdiff*(Tambda*temp2/Tmb2A2-
Tmb2*templ/TambdaA2);
discr = bA2 - 3.0%a*1linegrad;
Iffa == 0.0,
Tmbtmp = -Tinegrad/(2.0%*b),
Tmbtmp = (Sqrt[discr] - b)/(3.0*%a)];
If[Tmbtmp > 0.5*Tambda, Tmbtmp = 0.5*lambda]
]
]
1;
If[RCODE < 0, fx2 = fx; Tmb2 = Tambda;
Tambda = Max[Tmbtmp, 0.1*Tambda]]
1;
{x, fx, RCODE} (* palauta arvot *)
]
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Kuva 13.2: Viivahakualgoritmin toiminta minimoitaessa kaksiulotteista Rosenbroc-
kin funktiota. Vasemmalla on funktion esitys tasa-arvokdyrien avulla ja oikealla
funktion arvot viivahakuun kéytetylld puolisuoralla.

13.4 Luottamusalueen kaytto

Viivahakualgoritmeissa valitaan hakusuunta esimerkiksi Newtonin menetel-
malla, ja timén jalkeen haetaan yksidimensioisella viivahaulla funktion (li-
kimdaarainen) minimikohta kyseiseen suuntaan. Luottamusaluealgoritmeissa
(trust-region methods) pyritdan kayttamaan tehokkaammin hyvaksi kohde-
funktion paikallista kvadraattista mallia uuden hakupisteen 16ytamisessa.

Luottamusaluealgoritmeissa askeleeksi sk € R valitaan funktion f(x) kva-
draattisen mallin

G(xk +s%) = F(xK) + (Vf(xK),sk) + %(sk,H(xk)sk) (13.10)

minimoiva vektori s¥, joka ratkaisee likiméaarin tehtavan

minimi G(x* +sk), kun |Dis¥| < A, (13.11)
S

missd parametri A > 0 on luottamusalueen sidde. Diagonaalimatriisi Dy toi-
mii skaalaustekijand. Matriisi Hy on kohdefunktion Hessen matriisi tai sen
arvio.

Seuraavassa on esitetty luottamusaluealgoritmin yleisrakenne:

Algoritmi 13.4.1 (Luottamusaluealgoritmi)

valitse alkuarvaus x!
laske f(x!), Vf(x') jaHy = VVT f(x!)
fork=1,2,...

ratkaise sk likimaarin yhtalosta (13.11)
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G(x*) — G(xk + sk)
S (xk) — f(xk +sk)
laske uusi arvio luottamusalueen siteelle A
if askel sk on hyviksyttavissa: i = n > 0
xk+1 = xk 4+ gk
else
xk+1 = xk

laske 7 =

end
if |xk1 —xK| > €
laske f(x*¥*1), V f(xk*1) ja Hi1 = VVT f(xk+1)
end
until || x**! —x¥|| <€

[ Esimerkki 13.4.1 Netlib-verkkoarkistosta loytyvin Minpack-ohjelmiston sisil-
tdmaa dogleg-luottamusaluealgoritmia on kasitelty teoksessa [DS83]. Kuvassa
13.3 on havainnollistettu menetelmén perusideaa.

Piste x* on nykyinen iteraatiopiste ja skalaari A > 0 on luottamusalueen koko.
Piste x¢ on Cauchy:-piste eli jyrkimmaltda suuntavektorilta haettu kvadraattisen
mallin minimipiste. Piste x5y on puolestaan Newton-askeleen tuottama uusi
iteraatiopiste. Piste x,, on pisteiden x* ja xy vilissa.

Téassd luottamusaluealgoritmissa saadaan uusi iteraatiopiste murtoviivalta, jo-
ka yhdistad pisteet x¥, x¢, X, ja Xy. Jos luottamusalue on pieni, kuljetaan nega-
tiivisen gradientin suuntaan, ja jos luottamusalue on suuri, kuljetaan Newton-
askeleen suuntaan.

Kuva 13.3: Minpack-ohjelmiston dogleg-kdyréidn perustuva luottamusaluemenetel-
mad.
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13.5 Lisatietoja

Viivahaku- ja luottamusaluealgoritmeista loytyy lisédtietoa teoksista [DS83,
Sca85, KMN89, GMW81]. Lahdekoodeja 1oytyy mm. TOMS-algoritmeista. Nu-
merical Recipes -teokset [PTVF92a, PTVF92b] sisdltavat yksinkertaisen viiva-
hakualgoritmin kuvauksen ja lahdekoodin.

Wolfen ehtoja on esitelty viitteissd [BN89, DS83, Noc92, OR70]. Artikkelissa
[Noc92] on esitetty katsaus uusimpiin rajoitteetonta optimointia koskeviin
tuloksiin. Viivahaun kaarevuusehtoja on kasitelty teoksissa [GMW81, MW93].
Sisdpistemenetelmien viivahakuun liittyvia erikoiskysymyksia on tarkasteltu
artikkelissa [MW].

Luottamusaluemenetelmid on esitelty viitteissa [GMW81, DS83]. Teoksessa
Practical Methods of Optimization [Fle87] on esitelty sekd viivahaku- etta
luottamusaluemenetelmia.



Liitteet
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A Optimoinnin
peruskirjallisuutta

Optimoinnista on saatavilla runsaasti opetukseen ja itseopiskeluun sopivaa
kirjallisuutta. Seuraavassa esitellddan teoksia, joista on hyotya niin optimoin-
nin teorian opiskelussa kuin kdytdnnon tehtavien ratkaisemisessakin.

Seuraavassa esiteltyjen kirjojen sisalto painottuu jatkuvasti derivoituvien ja
ddrellisulotteisten optimointitehtdvien ratkaisemiseen. Globaalin optimoin-
nin problematiikkaa ei useimmissa tassa esitellyissa teoksissa kasitelld, vaik-
ka mukana on kaksi yleisid heuristiikkoja esittelevaa teosta.

A.1 Englanninkielisia perusteoksia

Scientific Computing — An Introductory Survey [Hea97]

Michael Heathin teos on monipuolinen ja pateva johdatus numeeriseen las-
kentaan. Vaikka teos esittelee suuren joukon aihepiireja lineaarialgebrasta
satunnaislukuihin, paastaan eri osa-alueilla varsin pitkélle.

Teos sisdltad runsaasti esimerkkeja ja eritasoisia harjoitustehtivia, joten se
soveltuu hyvin opiskeluun ja opetukseen. Teoksessa on 200 harjoitustehta-
vaa seka lisdksi 180 tietokoneella ratkaistavaksi tarkoitettua tehtavaa.

Teos esittelee monipuolisesti tdirkeimmat optimointitehtdvien ratkaisualgo-
ritmit. Kirjassa ei juuri kéasitella optimoinnin teoreettisia perusteita vaan
keskitytddn ratkaisumenetelmien esittelyyn ja kayttoesimerkkeihin. Esitel-
tavat menetelmat ovat luotettavia ja tehokkaita. Lisdksi teos tuo esille me-
netelmien toteutuksia eri ohjelmistoissa ja algoritmikokoelmissa.

Practical Optimization Methods With Mathematica Applications [Bha00]

Teos on kaytannonldheinen johdatus optimointitehtdvien muodostamiseen
ja ratkaisuun. Teoksessa on paljon esimerkkeja ja graafisia havainnollistuk-
sia.

Kirjan sisdltdmien runsaiden havainnollistusten toteuttamiseen kaytetadn
Mathematica-ohjelmistoa. Kirjan mukana on CD-ROM, joka sisdltda Mathe-
matica-koodeja ja esimerkkeja optimointitehtdvien ratkaisemisesta. CD:lla
on myos toteutuksia kirjassa esitellyista algoritmeista. Nama sopivat ldhin-
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na opetuskayttoon. Tosin Mathematican tehokas kaytto opiskelussa edellyt-
tad jonkintasoista aiempaa tutustumista ohjelmistoon.

Kirjassa kasitellaan jonkin verran (tosin hiukan ylimalkaisesti) my0s opti-
moinnin teoreettisia perusteita seka erilaisten optimointialgoritmien kayt-
tadytymista.

Teoksen esitystapa ei ole aina niin tasmallista ja yleispatevda kuin toivoi-
si. Kdytdnnonldheisyyteen ja konkreettisuuteen pyrkiminen on paikoin viety
liiankin pitkélle. Eradt huomautukset ja varoitukset ovat epatasmallisia liit-
tyen usein johonkin konkreettiseen esimerkkiin. Hiukan syvéallisemmalla ja
eksaktimmalla esitystavalla teoksesta saisi luotettavamman oppikirjan.

Teoksessa kdytetdadn varsin suuri sivumaara lineaaristen optimointitehta-
vien ratkaisemiseen. Esitellyiksi tulevat niin simplex-menetelmé kuin sisa-
pistemenetelmatkin. Teoksessa kasitelladn myoOs rajoitteellisten tehtdvien
kehittyneempia ratkaisumenetelmia.

Teoksessa on runsaasti harjoitustehtavia, jotka usein liittyvét jonkin konk-
reettisen optimointitehtdvan muodostamiseen ja ratkaisemiseen. Paino on
hyvin selvasti kdytdnnossa: eri tilanteissa vastaan tulevien optimointitehta-
vien ratkaisemisessa.

Nonlinear Programming: Theory and Algorithms [BSS93]

Teos on perusteellinen johdatus optimoinnin matemaattisiin perusteisiin ja
tarkeimpiin optimointialgoritmeihin. Teoksesta on muodostunut klassikko
optimoinnin perusoppikirjana. Puolet teoksesta on varattu optimointiteo-
rian esittamiseen ja toinen puoli perusalgoritmeille.

Teos sisdltdad runsaasti harjoitustehtavia ja soveltuu hyvin optimointiteoriaa
korostavan yliopistokurssin materiaaliksi. Optimointitehtdavien muodosta-
minen kdytdannon tapauksissa jaa vahemmalle painotukselle.

Vaikka teos on alunperin julkaistu jo vuonna 1979, puolustaa sen toinen
painos yhd paikkaansa optimointiopin perusesityksena ja kdsikirjana. Teok-
sen selked esitystapa, lukuisat havainnollistukset ja monet harjoitustehtavat
tekevat siitd yha hyvan vaihtoehdon. Uusimpia optimoinnin teorian ja kay-
tannon oivalluksia ei teoksesta 10ydy, joten sitda on hyva tiaydentda muilla
lahteilla.

Linear and Nonlinear Programming [NS96]

Teoksen painopiste on optimointialgoritmien esittelyssa ja analyysissd. Op-
timoinnin peruskasitteet ja johdatus teoriaan esitetdan tiiviisti. Myos tarvit-
tavat esitiedot loytyvat tiivistelmina teoksesta: lineaarialgebra, tietokonea-
ritmetiikan perusteet ja algoritmien skaalautuminen.

Yllattdvankin suuri osa teoksesta kasittelee lineaaristen optimointitehtavien
ratkaisumenetelmia. Teos esittelee seka klassisen simplex-menetelméan etta
nykyaikaisia sisdpistemenetelmid. Epdlineaarisen optimoinnin perusalgorit-
mit esitellddn suppeammin. Mukana on silti myos edistyneempéad materiaalia
kuten katkaistu Newtonin menetelma ja muita muistinkdytoltaan tehokkaita
menetelmid.

Teos sisdltdaa esimerkkeja algoritmien kdytostda tehtdvien ratkaisemiseen.
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Myo6s harjoitustehtdvid on annettu. Optimointitehtdvien muodostamiseen
liittyvaa problematiikkaa kéasitelladn varsin suppeasti.

Teos on piteva ja melko ajantasainen johdatus optimointiin, vaikkakaan sen
painotukset eivat sovellu kaikkiin tarpeisiin. Teoreettiset perusvalmiudet on
ehka opiskeltava muista ldhteistd, samoin optimointitehtdvien muodostami-
seen liittyvat kdytannon taidot.

How to Solve It: Modern Heuristics [MF99]

Michalewicz ja Fogel ovat kirjoittaneet katsaustyyppisen esityksen ongel-
manratkaisuun. Teos on samalla johdatus uusien, heurististen menetelmien
kaytto6n mm. optimointitehtdvien ratkaisemisessa.

Monet teoksen esimerkeistda ovat ymmarrettavissa vahaisilla taustatiedoilla
ja haastavat siten kenet tahansa pohtimaan ongelman ratkaisua.

Koska Michalewicz ja Fogel ovat tutkineet geneettisten algoritmien kayt-
t0d ongelmanratkaisuun, on teoksessa vahva painotus evoluutioalgoritmien
soveltamisella erityyppisiin tehtdviin, etupddssa erilaisiin optimointiongel-
miin. Toisaalta teos sisdltdd myos ajan tasalla olevan johdatuksen muihin
paljon kaytettyihin heuristiikkoihin: jadhdytysmenetelméan, tabu-hakuun,
neuroverkkoihin ja sumeaan logiikkaan. Ajantasaisuus on toisaalta myods
teoksen ongelma: paikka paikoin tekstissd on luettelomaisuutta, enkd yh-
tadn ihmettelisi, jos monet esitellyista heuristiikoista menettdisivat suosio-
taan ldhivuosien aikana.

Monet esimerkeistd ovat irrallisia erikoistapauksia, eivatkd valttamatta au-
ta reaalimaailman ongelmien ratkaisemisessa. Teoksesta ei ole kovin paljon
apua reaalimaailman ongelman muuntamiseen ratkaistavissa olevaksi mate-
maattiseksi probleemaksi. Teoksen ansiot ovat toisaalla: teos on monipuoli-
nen ja kiinnostava katsaus uusiin tietokonepohjaisiin hakualgoritmeihin.

An Introduction to Genetic Algorithms [Mic98]

Mitchellin kirja on mielestdni paras saatavilla oleva johdatus geneettisten
algoritmien (GA) kayttdoon. Teos on varsin tiivis, eikd ylimaaraista painolastia
ole mukana.

Kirjassa kasitelladn GA-menetelmien taustaa ja merkitysta. Lisdksi teos esit-
telee menetelmien sovelluksia ja kdyttdd mallintamisessa. Mitchell esittelee
GA-menetelmien kayttoa optimoinnin lisdksi sdatotehtavissa ja koneoppimi-
sessa. Kirjassa on myos hyva katsaus GA-menetelmien teoreettisiin perus-
teisiin. Teos antaa myo6s hyvid ideoita menetelmien jatkokehittelyn pohjaksi.

A.2 Suomenkielisia teoksia

CSC on julkaissut tdmédn oppaan lisdksi useita kasikirjoja, joissa kasitellaan
optimointia [HHL*02, Haa01, HHL*03]. Lisdksi muun muassa Jyvaskylan yli-
opistossa on julkaistu asiaa késitteleva luentomoniste [Mie98].
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B Ohjelmistoja

Seuraavassa esitelldaan CSC:ssad kaytettavissa olevia optimointitehtavien ka-
sittelyyn soveltuvia ohjelmistoja. Tarkempia kuvauksia loytyy liitteen lopus-
sa olevan kirjallisuusluettelon teoksista.

B.1 CSC:n ohjelmistotuki ja neuvontapalvelut

Tassd luvussa kerrotaan erdistd optimointitehtdvien ratkaisemiseen soveltu-
vista ohjelmistoista. Ohjelmistojen késikirjoihin voi tutustua CSC:ssa ja erdi-
ta kasikirjoja voi tarvittaessa saada myos lainaksi. Kaikkien ohjelmistojen
kayttod ei voida tukea yhtd hyvin ja siksi joidenkin ohjelmistojen asiakastuki
rajoittuu ldhinnd niiden asennukseen CSC:n koneille (taulukko B.2).

CSC jarjestaa koulutustilaisuuksia erdiden ohjelmistojen kaytosta. Lisdksi
CSC jarjestda eri sovellusalojen koulutusta, esimerkiksi numeeristen mene-
telmien, visualisoinnin tai ohjelmankehityksen alueilta. CSC:n toimintaa on
esitelty liitteessa E.

B.2 Optimointitehtdvien ratkaisuohjelmistot

Taulukossa B.1 on lueteltu erityyppisistd optimointitehtavista kaytettyja ly-
henteita.

Taulukossa B.2 on listattu joidenkin optimointiohjelmistojen tarkeimmat
ominaisuudet. Ohjelmistot on jaoteltu kdyttétavan mukaan aliohjelmakir-
jastoiksi (useimmat ovat Fortran-pohjaisia) ja erillisiksi sovellusohjelmiksi.
Osa ohjelmista tarjoaa lisdksi interaktiivisen kayttoliittyméan. Fortran-alioh-
jelmakirjastoja voi kayttad myos C-kielisestd ohjelmasta kédsin [HHL*03].
Téssd oppaassa esitellddn 1dhinnd ohjelmistoja, jotka on saatavissa Unix-
ympadristoon. Macintosh- ja PC-tietokoneilla voi ohjelmatarjonta olla osin
erilaista.

Optimointikoodeja 16ytyy myos Netlibista (sivu 214). Optimointitehtavien
ratkaisumoduuleita 16ytyy lisdksi eri alojen sovellusohjelmista, mutta ndita
ei seuraavassa kasitella.
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Taulukko B.1: Optimointitehtavien tyyppien lyhenteita.

Tyyppi Selitys

LP Lineaarinen optimointi

QP Kvadraattinen optimointi

NET Verkko- ja kuljetustehtavat

MIP Sekalukuoptimointi, osa muuttujista saa kokonaislukuarvoja
NLP Optimointitehtdavan kohdefunktio tai rajoitteet epdlineaarisia

NLEQ Epdlineaariset yhtdlot ja yhtaloryhmat

DNLP Ei-differentioituva tai epdjatkuva (discontinuous)
epdlineaarinen optimointi

LSQ Lineaariset pienimmaéan neliosumman tehtavat

NLSQ Epdlineaariset pienimman neliosumman tehtavat

Taulukko B.2: CSC:n tarjoamia optimointiin soveltuvia ohjelmistoja. Ajan tasalla
olevaa tietoa ohjelmistoista saa liitteen E yhteystietojen avulla.

Ohjelmisto Tehtéavit Kéyttoliittyma
Lamps LP, MIP Interaktiivinen
GAMS LP, MIP, NLP, NLSQ Komentotiedosto
Minos LP, NLP Komentotied. ja aliohjelmakirjasto
Lapack LSQ Aliohjelmakirjasto
IMSL LP, NLP, LSQ, NLSQ Aliohjelmakirjasto
NAG LP, MIP, NLP, Aliohjelmakirjasto
LSQ, NLSQ
Minpack NLSQ, NLEQ Aliohjelmakirjasto
Sminl NLP, DNLP Aliohjelmakirjasto
FSQP NLP Aliohjelmakirjasto
Matlab LP, NLP, LSQ, NLSQ Interaktiivinen
Mathematica LP, NLP, LSQ, NLSQ Interaktiivinen
Maple LP, NLP, LSQ Interaktiivinen
SAS/OR LP, NET, NLP Interaktiivinen ja komentotiedosto
SAS/STAT LSQ, NLSQ Interaktiivinen ja komentotiedosto
Splus LSQ Interaktiivinen
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Mallinnuskieli GAMS on kehitetty erityisesti taloustieteen optimointitehta-
vien ratkaisemiseen [BKM88]. GAMSin mallikirjastosta 10ytyy esimerkkeja
erityyppisten tehtdvien ratkaisemisesta.

Aliohjelmakirjastot IMSL ja NAG sisdltavat testattuja ja tehokkaita Fortran-
rutiineita, joiden kaytté on melko vaivatonta kasikirjojen ja esimerkkiohjel-
mien avulla [HHL*03].

Monilla ratkaisuohjelmistoilla on rajoituksia ongelman koon suhteen, ja te-
hokkuus voi kérsia dramaattisesti tehtdvan dimension kasvaessa. Jos tehta-
vassd on epadlineaarinen kohdefunktio ja epélineaariset rajoitusehdot, tehta-
van ratkaiseminen tehokkaasti voi vaatia paljon tutkimustydtd. Oikean me-
netelmdn valintaan kannattaa siis kiinnittdd huomiota. Epdjatkuvuuksista
selviavat lahinna vain tilastollisiin menetelmiin perustuvat ohjelmistot seka
“raakaa voimaa” kayttavat menetelmat, jotka syovat runsaasti tietokoneen
laskenta-aikaa.

Uusia jadhdytysmenetelmiin, geneettisiin algoritmeihin tai neuroverkkojen
(neural nets) simulointiin perustuvia koodeja on jonkin verran jo saatavilla.
Joissakin tehtavissa niilla menetelmilla on saavutettu hyvia tuloksia.

B.3 Yleiskdyttoiset ohjelmistot

Seuraavassa esitellddn yleiskayttoisida ohjelmistoja kuten matriisikieli Mat-
lab, symbolienkasittelyjarjestelméat Mathematica ja Maple seka tilastolliset
ohjelmistot SAS ja Splus. Lisdksi kerrotaan mallinnuskieli GAMSista ja NAG-
ja IMSL-aliohjelmakirjastoista.

B.3.1 Matlab

Matlab (matrix laboratory) on nimensa mukaisesti matriisien numeeriseen
kasittelyyn kehitetty ymparisté [HHL"03, Kiv91]. Matlabin rutiinikokoelma
Optimization Toolbox sisdltda joukon optimointirutiineita, joita voi kayttaa
mm. eri menetelmien testaamiseen ja erilaisiin kokeiluihin [Gra93]. Joitakin
Matlabin Optimization Toolboxin rutiineista on lueteltu taulukossa B.3. Lisa-
tietoja saa Matlabin sisdltd komennolla help. Matlab-istunnon voi lopettaa
komennolla quit.

B.3.2 Mathematica ja Maple

Symbolienkasittelyjarjestelmédt Mathematica ja Maple ovat pienten mallien
kasittelyssa ja erilaisissa kokeiluissa hyvin kayttokelpoisia, mutta niita ei
voi sellaisinaan suositella isojen tehtdvien toistuvaan ratkaisemiseen. Mat-
hematicassa ja Maplessa on rutiineita pienten LP-tehtdvien ja rajoitteetto-
mien epdlineaaristen optimointitehtdvien ratkaisemiseen numeerisesti.
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Taulukko B.3: Erditd Matlabin tydkalupakkiin Optimization Toolbox kuuluvia ru-
tiineita. Lisdtietoja saa komennolla help rutiinin_nimi. Kdypd alue ‘F, toteuttaa
rajoitteet {AX < b, AgyXx = beg, 1 = x < u | x € R"}. Kdypd alue F» toteuttaa edel-
listen rajoitteiden liséksi rajoitteet {g(x) < 0, h(x) = 0}. Rutiinilla optimset voi
madadritelld optimointirutiinien asetuksia.

Tehtavéi Matem. esitys Funktiokutsu  Menetelmad
Skalaari- min f(x), fminbnd Interpolaatio ja
funktio x € [a,b] C R kultainen leikkaus
Lineaarinen minc’x, Tinprog Simplex-algoritmi
optimointi x e Fy tai sisdpistemenet.
Kvadraatt. min $x"Hx + c’x, quadprog Projektiomenet.
optimointi x € F1 (active set)
Rajoitteeton min f(x), fminunc BFGS, DFP tai
optimointi x e R" jyrkin suunta
Rajoitteeton min f(x), fminsearch Polytooppihaku
optimointi x € R"

Rajoitteellinen  min f(x), fmincon SQP-menet.
optimointi xe P

Monitavoite- miny ), f(x) —wy < g fgoalattain SQP ja ansiofunktio
optimointi

Minimax- minmaxi <i<p fi(x), fminimax SQP ja ansiofunktio
optimointi G(x) <0, xeR"

Epélineaarinen min >, f;(x)?, TsgnonTin Levenberg-Marquardt
pns-tehtava x € R" tai Gauss-Newton
Epdlineaariset f(x) =0, f:R" —~ R"®* fsolve Levenberg-Marquardt
yhtalot tai Gauss-Newton

Mathematican kayttod kuvaillaan mm. teoksissa Mathematica, A System for
Doing Mathematics by Computer [Wol91], Johdatus Mathematica-ohjelmiston
kdyttoon [Lau92] ja Mathematica-opas [Rus93a). Maplen alkeisoppaita ovat
mm. MAPLE, First Leaves, A Tutorial [CGG*] ja The Maple Handbook [Red92].

B.3.3 Mallinnuskieli GAMS

GAMS (General Algebraic Modeling System) on mallinnuskieli ja ratkaisuoh-
jelmisto lineaarisille, epélineaarisille ja sekalukuongelmille. GAMS soveltuu
kaytettdavdaksi mm. taloustieteen ja operaatiotutkimuksen mallinnustehta-
vissd. GAMSin kayttoopas on GAMS: A User’s Guide [BKM88]. Lisdksi CSC on
julkaissut teoksen GAMS-ohjelmiston pikaopas [Haa93]. Www-osoitteesta

http://www.csc.fi/oppaat/gams/

16ytyy kurssimateriaalia GAMSin kaytosta.
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Ohjelmistoon kuuluu laajahko mallikirjasto (noin sata mallia mm. kansanta-
loustieteen ja operaatiotutkimuksen aloilta), joita voi kdyttaa hyvaksi omas-
sa mallinnustyossd. Mallikirjastosta 1oytyy esimerkkeja LP-, NLP- ja MIP-
tehtavista sekd mm. kuljetus- ja verkkoprobleemien esittdmisesta ja ratkai-
susta GAMS-kielella.

B.3.4 Tilasto-ohjelmistot SAS ja Splus

SAS/OR on operaatiotutkimuksen tarpeisiin kehitetty ohjelmistopaketti, jo-
ka osaa kasitella mm. LP-, verkko- ja kuljetustehtavia. SAS/STAT puolestaan
on kattavimpia tilastoanalyysipaketteja ja sisaltda mm. useita rutiineita pie-
nimman neliosumman tehtdvien ratkaisemiseen.

SAS-ohjelmiston kayttéoppaita on useita, joista mainittakoon SAS/OR User’s
Guide [SASa], SAS/STAT User’s Guide [SASb] ja SAS/OR-opas [Rus93b].

Splus on puolestaan modulaarinen Unix-ympdariston tilastollinen ohjelmisto
ja sisaltaa rutiineja mm. LSQ-tehtaviin.

SAS- ja Splus-ohjelmistoja on esitelty CSC:n oppaassa Matemaattiset ohjel-
mistot [HHL™03].

Taulukko B.4: IMSL-aliohjelmakirjaston (versio 3.0) rutiineja optimointitehtédvien
ratkaisuun.

Tehtavé Rutiinit Menetelmé
Skalaarifunktio uvmif uvmid Interpolaatio ym.
Skalaarifunktio uvmgs Kultainen leikkaus
Lineaarinen optimointi diprs Simplex-menetelma
Kvadraattinen optimointi  gprog Dual quadratic programming
Rajoittamaton NLP uminf uming Sekanttimenetelma
Rajoittamaton NLP umidh umiah Modifioitu Newton
Rajoittamaton NLP umcgf umcgg Liittogradienttimenetelma
Rajoittamaton NLP umpo’l Polytooppihaku
Laatikkoraj. NLP bconf bcong Sekanttimenetelma
Laatikkoraj. NLP bcodh bcoah Modifioitu Newton
Laatikkoraj. NLP bcpol Polytooppihaku

Lin. raj. NLP Tconf Tcong Aktiivijoukko ja BFGS
Rajoitteellinen NLP nconf ncong SQP-menetelma

NLSQ unTsf unlsj Levenberg-Marquardt
Laatikkoraj. NLSQ bclsf bclsj Levenberg-Marquardt

B.3.5 Aliohjelmakirjastot IMSL ja NAG

IMSL- ja NAG-aliohjelmakirjastot ovat keskenaan kilpailevia hyvin dokumen-
toituja matemaattisia aliohjelmakirjastoja. IMSL:n vahvuus on tilastollisessa
analyysissd ja NAGin lineaarialgebrassa. Kummassakin kirjastossa on katta-
va joukko Fortran-rutiineita tavallisimpien optimointitehtdvien ratkaisemi-
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Taulukko B.5: NAG-aliohjelmakirjaston (Mark 16) rutiineja optimointitehtédvien
ratkaisuun.

Tehtavé Rutiinit Menetelmaé
Skalaarifunktio e04abf e04bbf Interpolaatio
Lineaarinen optimointi e04mff Aktiivijoukkomenetelma
Kvadraattinen optimointi  e04nff Aktiivijoukkomenetelma
NLSQ seka QP e04ncf Aktiivijoukkomenetelma
Rajoittamaton NLP e04ccf Polytooppihaku
Rajoittamaton NLP e04dgf Raj. muistin sekanttimenet.
Laatikkoraj. NLP eO4kad eO4kaf Sekanttimenetelma
Laatikkoraj. NLP e04kcf Sekanttimenetelma
Laatikkoraj. NLP e04l1af e041bf Modifioitu Newton
Laatikkoraj. NLP e04kdf Modifioitu Newton
Rajoitteellinen NLP e04ucf SOQP-menetelma

NLSQ e04hef e04hff Gauss-Newton

NLSQ e04gdf eO4gef Gauss-Newton

NLSQ e04gbf e04gcf Sekanttimenetelméa
NLSQ e04fcf e04fdf Gauss-Newton (ei deriv.)
Rajoitteellinen NLSQ e04upf SOQP-menetelma
Sekalukutehtavat h02bbf Branch and bound
Sijoittelutehtavat hO3abf Erikoismenetelma

seen. Korkeatasoisista kasikirjoista 10ytyy ohjeet algoritmin valitsemiseen
ja tehtdvan ratkaisemiseen.

NAG-aliohjelmakirjaston optimointitehtavien ratkaisurutiinit sijaitsevat paa-
osin luvussa EO4. IMSL:n optimointirutiineja 16ytyy puolestaan kirjastoista
IMSL/MATH ja IMSL/STAT.

Taulukoissa B.4 ja B.5 on lueteltu IMSL- ja NAG-aliohjelmakirjastojen opti-
mointirutiineita. Katso lisatietoa kasikirjoista [IMS, Numl].

B.4 Lineaarinen, kvadraattinen ja
sekalukuoptimointi

Internet-verkosta loytyva artikkeli Linear Programming FAQ (liite E) on hyva
katsaus saatavilla oleviin lineaarisen ja sekalukuoptimoinnin ohjelmistoihin.
Seuraavassa mainittavien erityisohjelmistojen lisdksi Matlab, Maple, SAS ja
GAMS soveltuvat LP-tehtdvien ratkaisemiseen.
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B.5 Epadlineaarinen optimointi

Internet-verkosta loytyva artikkeli Nonlinear Programming FAQ (liite E) si-
saltda epalineaarisen optimoinnin ohjelmistokatsauksen.

B.5.1 Minos

Minos on Stanfordin yliopistossa kehitetty varsin monipuolinen optimoin-
tiohjelmisto, joka kuitenkaan ei sisdlla varsinaista kayttoliittymaa [MS87].
Minos-ohjelmistosta on hankittu akateeminen kayttolisenssi CSC:hen.

Minos sisadltda simplex-menetelmaén ja sekanttimenetelman seka projisoidun
Lagrangen funktion menetelmét. Minos osaa lukea MPS-muodossa esitettyja
LP-malleja; epdlineaariset mallit esitetddn Fortran-aliohjelmina.

B.5.2 FSQP

Aliohjelmakirjasto FSQP (Feasible Sequential Quadratic Programming) on
rajoitteita sisdltavien epdlineaaristen min-max -optimointitehtdvien ratkai-
suohjelmisto [HHL*03]. Optimoitavien funktioiden ja rajoitusehtojen tulee
olla jatkuvasti differentioituvia [ZT95]. FSQP:sta on saatavissa Fortran-kieli-
nen versio nimeltd FFSQP ja C-kielinen ohjelmisto nimelta CFSQP.

Kvadraattisten osatehtdvien ratkaisijana ohjelmistoon kuuluu QLD-rutiini,
joka on Klaus Schittkowskin kehittama QP-ratkaisija. FSQP on saatavilla va-
paasti akateemiseen kayttoon.

B.6 Pienimmadn neliosumman tehtavat

Pienimman neliosumman tehtdvia voi ratkoa Matlabilla sekd IMSL- ja NAG-
aliohjelmakirjastoilla. Myos symbolienkdsittelyjarjestelmia kuten Mathema-
tica ja Maple voi kdyttad apuna. Myos TOMS-algoritmeista 10ytyy rutiineja
PNS-tehtéaviin. Lineaarisiin tehtaviin soveltuu esimerkiksi aliohjelmakirjasto
Lapack tai Matlab-ohjelmisto.

B.6.1 Minpack

Minpack on Netlibistd saatava klassinen kokoelma Fortran-rutiineja pienim-
maéan neliosumman tehtavien ja epédlineaaristen yhtaloryhmien ratkaisemi-
seen. Minpackin sisaltamid rutiineita vastaavia algoritmeja loytyy myos NAG-
ja IMSL-aliohjelmakirjastoista.

Minpackista on kehitteilld myods uudempi versio, jota kutsutaan nimella
Minpack-2. Télla hetkelld ohjelmistosta on saatavissa jonkin verran puut-
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teellinen ja huonosti dokumentoitu esiversio. Minpack-2:n tavoitteena on
parantaa suurten pienimman neliosumman tehtdvien ratkaisemista.

B.6.2 ODRPACK

Netlibin hakemistosta odrpack loytyvdi ODRPACK-ohjelmisto on nimeno-
maan epdlineaariseen mallin sovitukseen kehitetty ohjelmisto. Netlibista 10y-
tyy lisdksi ohjelmiston laajahko kasikirja.

B.7 Globaali optimointi

Artikkeli Nonlinear Programming FAQ siséltaa joitakin viittauksia globaalin
optimoinnin ohjelmistoihin. Seuraavassa esiteltavien ohjelmistojen lisdksi
TOMS-algoritmi 667 (SIGMA) soveltuu globaaliin optimointiin.

B.7.1 Geneettiset algoritmit

Geneettisiin algoritmeihin liittyvéda tietoa l1oytyy WWW-palvelimesta Genetic
Algorithms Archive osoitteesta http://www.aic.nrl.navy.mil/galist/.

B.8 Lineaarialgebra

Lineaarialgebran operaatioiden luotettava ja tehokas toteuttaminen on valt-
tamatonta optimointitehtdvan ratkaisualgoritmin toiminnan kannalta. Seu-
raavassa kerrotaan tarkeimmistd lineaarialgebran ohjelmistopaketeista.

B.8.1 Lapack

Lapack-ohjelmistoa on kuvattu viitteissa [HHL*03, ABB*92]. Lapack on erit-
tdin hyodyllinen lineaarialgebran operaatioita sisdltdavien ohjelmistojen ra-
kennuspalikkana. Lapackin kasikirja loytyy WWW-jarjestelmastd osoittees-
ta

http://http.ucar.edu/SOFTLIB/LAPACK.html

Tassa kirjassa on kaytetty Lapack-ohjelmistoa mm. taulukossa 6.3 sivulla
111 esitetyssa Fortran-koodissa. Lapackista on tulossa versio myos rinnak-
kaiskoneille (ScaLapack).
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B.8.2 Harvat matriisit

Harvoja matriiseja kdsittelevdt ohjelmistot Sparse, Sparse-BLAS ja Y12M loy-
tyvat Netlibistd. Saatavilla on lisdksi ohjelmistot YSMP (Yale Sparse Matrix
Package) ja LASPack (ANSI C -kielinen). Myds esimerkiksi Harwell-aliohjel-
makirjasto sisdltdaa rutiineita harvojen matriisien késittelyyn.

Taulukko B.6: Optimointitehtévien ratkaisemiseen soveltuvia Netlibin hakemistosta
toms loytyvid algoritmeja.

Nro Kuvaus

500 Sekanttimenetelma (yleistetty liittogradienttimenetelma)

520 Verkkotehtavat

548 Sijoittelutehtdvat (assignment problems)

552 Rajoitteellinen L; arviointi, simplex-menetelma

557 Monitavoiteoptimointi

558 Sijoittelutehtavat (facility location)

559 Kvadraattinen optimointi

562 Lyhimmadn reitin tehtavat

573 Epélineaariset pienimmén neliosumman tehtavat

587 Kvadraattinen optimointi

608 Kvadraattiset sijoittelutehtavat

611 Rajoitteeton minimointi, luottamusaluemenetelma

630 Rajoitteeton minimointi, liittogradientti- ja sekanttimenetelma

632 Selkdrepputehtavat (knapsack)

659 Globaali optimointi (satunnaisotanta)

667 Globaali optimointi (SIGMA)

702 Katkaistu Newtonin menetelma (TNPACK)

711 Rinnakkaistettu katkaistu Newtonin menetelma

733  Epdlineaarinen optimointi

739 Rajoitteeton optimointi

744  Globaali rajoitteinen optimointi

745 Fortran 90 -versio algoritmista 630

746 Automaattinen derivointi (Fortran)

750 Kauppamatkustajan ongelma

754 Kvadraattiset sijoittelutehtavat

755 Automaattinen derivointi (C/C++)

765 Suuren rajoitteettomat tehtavat (STENMIN)

768 Epdlineaariset yhtdaloryhmén ja pienimmén neliésumman
tehtavat (TENSOLVE)

774 Laatikkorajoitteisten optimointitehtdavien generointi

778 Suurten laatikkorajoitteisten optimointitehtavien
ratkaiseminen (L-BFGS-B)

811 Epasileiden optimointitehtdvien ratkaiseminen (NDA)

813 Konveksien rajoitettujen tehtavien ratkaiseminen (SPG)
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B.9 Netlibin sisaltamia ohjelmistoja

Netlib-ohjelmistoarkistosta www-osoitteesta http://www.netlib.org loy-
tyy optimointitehtdvien ratkaisemiseen kayttokelpoisia ohjelmistoja hake-
mistoistaminpack, matlab, opt/praxis,opt/subplex,opt/ve08jasTlatec.
Myo6s Lapack ja erddat muut aiemmin tdssa luvussa esitellyt ohjelmistot 10y-
tyvat Netlibista.

B.9.1 TOMS-algoritmit

Taulukossa B.6 on lueteltu Netlibin hakemistosta toms (ACM Transactions
on Mathematical Software) 1oytyvia TOMS-algoritmeja. Lisdtietoja loytyy sar-
jajulkaisusta ACM Transactions on Mathematical Software. Arkiston kayttoa
on kuvattu CSC:n oppaassa Matemaattiset ohjelmistot [HHL*03].

TOMS-algoritmit 16ytyvat Netlib-verkkoarkistosta osoitteesta

http://www.netlib.org/toms/

B.10 Oppaan esimerkkiohjelmat

Taman teoksen esimerkkiohjelmat on tarkoitettu lahinnd demonstraatiotar-
koituksiin eli niitd ei ole kehitetty vaativiin laskentatehtaviin. Tata varten
on tarjolla runsaasti valmisohjelmistoja. Kaytdannon tehtdvissd kannattaa ai-
na kdyttdd monipuolisia ja luotettavia ohjelmistoja tai esimerkiksi Netlibin
sisdltamia laajalti kaytettyja lahdekoodeja.

Mahdollisista esimerkkiohjelmien ongelmista kannattaa raportoida sahko-
postiosoitteeseen Juha.Haataja@csc. fi. Kirjan esimerkkiohjelmia 16ytyy
Funetin ftp-arkistosta osoitteesta

ftp://ftp.funet.fi/pub/sci/math/optopas/

sekd www-osoitteesta http://www.csc.fi/math_topics/opt/.

B.11 Lisdtietoja

CSC:n opas Matemaattiset ohjelmistot [HHL" 03] kuvaa erdita yleisesti kiytet-
tyja matemaattisia ohjelmistoja. Www-osoitteesta http://gams.nist.gov/
16ytyy kdteva ohjelmisto-opas Guide to Available Mathematical Software.

Tassd teoksessa annetut ohjelmien kayttoesimerkit ovat jossain maarin riip-
puvaisia CSC:n koneympadristostd (Unix-kdyttojarjestelmad, Fortran-kaanta-
jan versio jne.) sekd CSC:n tarjoamista sovellusohjelmistoista. Unix-ymparis-
t0ssd tyoskentelyssd auttaa esimerkiksi opas CSC:n palvelinympdiristé [JKKRO3].
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CSC:n yhteystiedot 1oytyvat liitteesta E.
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C Vektoriavaruus, normi ja
sisatulo

C.1 Vektoriavaruus ja normi

Joukko olioita muodostaa vektoriavaruuden V, jos niiden vdlille on maa-
ritelty laskutoimitus (voidaan merkitaan vaikkapa +-merkilld) ja seuraavat
ehdot toteutuvat kaikilla alkioilla x, y, z € V (luvut «, B ovat kerroinkunnan
alkioita, esimerkiksi reaalilukuja):

1. Joukko V on suljettu laskutoimituksen + suhteen: x+y € V, ja summa-
alkio on yksikasitteinen.

2. Laskutoimitus + on vaihdannainen ja liitdnndinen: x +y = y + X, (x +
V)+zZ=X+(y+2)

3. JoukossaV on nolla-alkio 0, joka on neutraali laskutoimituksen suhteen:
XxX+0=x.

4. Jokaisella alkiolla x on vasta-alkio —x: x + (—x) = 0.

5. Jokaisen alkion monikerrat ax kuuluvat joukkoon V.

6. x(x+y) = ax+ay, (x+B)x = ax+ pfxja (xf)x = x(Bx). Huomaa, etta
keskimmaisessa yhtalossa +-merkki esiintyy kahdessa eri merkitykses-

sa.

7. 1Ix=x.

[ Esimerkki C.1.1 Tutuin esimerkki vektoriavaruuksista lienee n-komponenttis-
ten reaalisten vektorien joukko R™, kun laskutoimitukset maaritellddn kompo-
nenteittain ja nolla-alkioksi sovitaan nollavektori 0 = (0,0,...0). Vasta-alkio
saadaan vaihtamalla vektorin komponentit vastaluvuikseen.

Vililla [a, b] maaritellyista reaaliarvoisista funktioista f : [a,b] — R saadaan
aikaiseksi ddretonulotteinen vektoriavaruus, kun laskutoimitus + ja reaalilu-
vulla kertominen tulkitaan pisteittdin tapahtuvaksi. Nolla-alkiona toimii nol-
lafunktio 0(t) = 0 kaikilla t € [a, b]. Jokaiselle alkioille f loytyy vasta-alkio
yksinkertaisesti kertomalla f luvulla —1.
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Vektoriavaruus voi siis periaatteessa koostua mistd hyvansa olioista, kunhan
niiden valilla patevat ylla luetellut ehdot. Vektoriavaruuden alkioiden vertai-
lua varten on madriteltdva erikseen normi, joka liittda jokaiseen avaruuden
alkioon yksikasitteisen positiivisen reaaliluvun, joka kuvastaa alkioiden suu-
ruutta. Normi on siis kuvaus V — [0, o), ja sen merkkina kaytetaan kaksin-
kertaisia pystyviivoja: ||x||. Jos halutaan korostaa itse normia eiké niinkdan
alkiota, jonka normi lasketaan, voidaan normin sisddn merkita vain piste:

Jotta || - || olisi normi, sen taytyy toteuttaa seuraavat kolme ehtoa:

1. X =0<=x=0

2. |lex]l = o] [Ix]]

3. Ix+yll < IIxIl + llyll
Mikali ehdot ovat muuten voimassa, mutta ensimmaisessd kohdassa pétee
vain implikaatio vasemmalle (nolla-alkion normi on nolla), kyseessa on se-
minormi. Talloin siis avaruudessa on nolla-alkion 0 lisdksi muitakin alkiota,
joiden koko on normilla || - || mitattuna 0. Kdytdnnon kannalta tdma tar-

koittaa, ettd tehtdviin ei valttamatta saada yksikdsitteisid ratkaisuja, koska
normi ei pysty erottelemaan avaruuden alkiota riittdvan tarkasti.

Olkoon V alueessa Q maadritellyista mitallisista funktioista koostuva ava-
ruus. Talloin voidaan ottaa kdyttoon seuraavat normit:

e L;-normi (usein lyhyesti myos 1-normi):

Il = Il = j f(x)] dx.
Q

e [»>-normi (tai vain 2-normi):

1/2

1fllL, = 1fll2 = j(f(x»zdx
Q

e L, -normi (co-normi, TSebySev-normi) :

1l = 1flle = sup |f (x)1.

Normin avulla voidaan vertailla kahden funktion samankaltaisuutta. Funk-
tioiden f ja g valille voidaan maaritella etaisyys d(f,g) = II.f — gll. Funktio
f on lahelld funktiota g normin || - | mielessa, jos d(f,g) ~ 0.

Aédrettomien lukujonojen f;, missid i = —o,...,c, normina kiytetiin Lp-
normeja, jotka mééritelldédn samaan tapaan L,-normien kanssa:

. 1/p
Ifllp = ( > Ifil”) )

l=—00
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Adrellisulotteisissa avaruuksissa R" kaytetadn p-normeja, jotka ovat l,-
normien erikoistapaus:
1/p

n
Ixllp = { > |xil?

=1

Myo6s p-normeja kédytettdessa valitaan yleensd p = 1,2 tai o, joille patee

Ixl1 =2 Ixil, I1x]l2 = W/foja x|l = max; |x;|. Tapausta p = 2 kutsutaan
myos euklidiseksi normiksi.

[ Esimerkki C.1.2 Olkoon vektori x = (1,2, -1)T. Téallin vektorin x euklidinen
normi on ||x||> = +/6. Vektorin voi myds normeerata yksikkovektoriksi:
X 1 1 2 1
== (L2, - = (s o)
RN AR AN L
Talloin patee ||X[|» = 1.

Vastaavasti vektorin x 1-normi on [|x|[; = 4 ja co-normi [|X|[. = 2.

Matriisin normi voidaan maaritelld vektorinormin avulla seuraavasti:

Al = max [|Ax]], (C.1)

lIx1I=1

jolloin sanotaan, ettd kyseinen matriisinormi on oikealla puolella kdytetyn
vektorinormin indusoima. My6s muunlaisia matriisinormeja on olemassa.
Matriisin normi kertoo miten pitkdksi matriisi voi kuvata ykkoésen pitui-
sen vektorin. Matriisinormin arvo riippuu kaytetystd vektorinormista. Jos
vektorinormina kdytetddn p-normia, merkitddn vastaavaa matriisinormia
|All,:114.

Yleisimpien matriisinormien lausekkeet ovat

Al = mJaXZIaijl,

i
Al = o1 =+A(ATA), (C.2)
Al = mlaXZIaijl,

J

missd 0; on matriisin A suurin singulaariarvo eli matriisin AT A isoimman
ominaisarvon neligjuuri (katso myos sivua 29). Symmetriselle matriisille 2-
normi on sama kuin itseisarvoiltaan suurin ominaisarvo.

Joskus kdytetadn myos Frobeniuksen normia, jossa lasketaan neliojuuri kaik-
kien matriisin alkioiden nelidéiden summasta:

IAlF = | > > laijl2. (C.3)
Jj i

Huomaa, ettd Frobeniuksen normia ei voida johtaa mistaan vektorinormista.
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C.2 Sisatulo

Vektoriavaruudessa V voidaan madritella sisdtulo, joka liittaa kaikkiin alkio-
pareihin reaaliluvun. Sisdtulo voi olla my6s kompleksiarvoinen, mutta ta-
man kirjan tarpeisiin riittda tuntea reaalinen sisatulo. Mika tahansa kuvaus
V XV ~ R eikelpaa sisdtuloksi, vaan sen on toteutettava seuraavat ehdot:

1. Symmetria: (x,y) = (y,X).
2. Ei-negatiivisuus: (x,x) > 0 kaikillax e V.
3. Definiittisyys: (x,x) = 0 < x = 0.

4. Lineaarisuus: («x + By, z) = x(x,z) + B(y, z).

Jokainen sisdtulo toteuttaa lisdksi Cauchyn ja Schwarzin epdyhtdlon

x,v)? < (x,x){y,y).

Sisatuloon on aina mahdollista liittda myods normi: ||x|| = +/(x, X). Kddnteinen
ei pdde yleisesti: kaikkia normeja ei ole mahdollista johtaa jonkin sisdatulon
avulla. Esimerkiksi normit L; ja L. ovat tdllaisia.

Kaksi alkiota ovat keskendan ortogonaaliset, jos niiden vélisen sisdtulon arvo
on 0. Joukko alkioita {x;} muodostaa ortogonaalisen systeemin, jos alkiot
ovat pareittain ortogonaalisia. Ortogonaalinen systeemi on ortonormaali,
jos

- 0, i+j,

Mielivaltaisen vektoriavaruuden kanta on aina mahdollista ortonormalisoi-
da. Yksinkertaisin tapa on Gramin ja Schmidtin menettely, joka ei kuitenkaan
ole numeerisesti paras mahdollinen. Jos tunnetaan kanta {x;}, niin valitaan
uuden kannan {y;} ensimmaiseksi alkioksi y; = x1/[|x1] (normi on nyt ni-
menomaan ortogonaalisuuden maarittelevaan sisatuloon perustuva normi).
Uuden kannan loput alkiot lasketaan yksi kerrallaan muodostamalla ensin
aina apuvektori

i-1
Vi=xi— > (X, ¥,)Vj,
j=1
joka sitten normalisoidaan: y; = yi/|ly:ll.

Avaruuden R" vektoreiden vilille maaritellaan tavallisesti sisatulo kertomal-
la vastinkomponentit keskendén ja laskemalla tulojen summa:

n
(X,y) = > xiyi
i=1

Taman sisdtulon indusoima normi on edelld esitelty 2-normi eli euklidinen
normi.
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Samalla periaatteella funktioiden muodostamassa avaruudessa voidaan kir-
joittaa sisdtulo

(f.9) = | F0g00 dx (C4)
Q
ja vastaava normi on tietysti Lp-normi:

IfllL, = sz(x) dx

Q

Hiukan yleisemmassa muodossa sisdtuloon lisdtadn vielda positiivinen pai-
nofunktio w (x) > 0, jolloin (f,g) = [ w (%) f (x)g(x) dx.

[ Esimerkki C.2.1 Yksinkertaisimman esimerkin ylempédnid mainitun sisitulon
suhteen ortonormaalista systeemistd tarjoavat n-ulotteisen avaruuden kanta-
vektorit

e =[100...017, e =[010...017, ... ,e, =[000...177.

Myos funktiot voivat muodostaa ortonormaaleja systeemeitd. Reaalilukuvalilla
[-1,1] sopivasti skaalatut Legendren polynomit \/n + 1/2P,(x) toteuttavat
ehdon

1
(Vn +1/2Py,Nm + 1/2P,,) = J N+ 1/2Vm + 1/2P,(x) P (x) dx
-1

= om.
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D Liukulukuesitys

D.1 Reaaliluvut ja liukuluvut

Tietokoneessa ei voi esittdd reaalilukuja tarkasti, vaan joudumme kaytta-
maan liukulukuaritmetiikkaa. Liukulukuaritmetiikka perustuu yleensa luku-
jen binddriseen esitysmuotoon. Esimerkiksi desimaaliesityksessda annetun
luvun 13 binddriesitys on

13=013)10=1-10"+3-102=1-234+1-22+0-2'+1-20=(1101)>.

Kaytdamme alaindeksida 2 erottamaan desimaali- ja bindariesitykset toisis-
taan. Binddriesitys koostuu jonosta numeroita 0 ja 1; yhtd binddriesityksen
alkiota kutsutaan bitiksi. Bittien arvoja vastaa tietokoneen laitteistotasolla
esimerkiksi kaksi eri tasoista jannitetta.

My6s murtoluvut voidaan esittda bindarilukuina, esimerkiksi
0.5=(0.5)10=5-10"1 =271 = (0.1),.

Tédssd erotamme pisteelld kantaluvun negatiivisia potensseja vastaavat ker-
toimet. Kaikkia lukuja ei voi esittda darellisen mittaisina binaarilukuina. Esi-
merkiksi

2744273 4278 429 2712 L 13 L
= (0.0001100110011...)».

0.1=10""

Télloin joudumme pyoristamddn tai katkaisemaan liukulukuesityksen. Jos
kaytdmme kymmenen termin bindariesitystd, saamme katkaisemalla eli jat-
tamalla pois ylimaaraiset termit

(0.0001100110011...)2 = (0.000110011)2 = 0.099609375.

D.2 Liukulukuesityksen virheet

Madrittelemme virheen alkuperdisen reaaliluvun x ja tietokoneen esitysmuo-
don (yleensa liukulukuesityksen) x s avulla seuraavasti:

|xy — x| absoluuttinen virhe, (D.1)

|xf — x|

x| suhteellinen virhe. (D.2)
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[ Esimerkki D.2.1 Reaaliluvun 0.1 tapauksessa binéériesityksen absoluuttinen
virhe on

[(0.000110011), — 0.1] = 0.000390625
ja suhteellinen virhe

[(0.000110011), — 0.1]
[0.1]

=0.00390625.

Voimme kayttad kumpaakin médaritelméa virheen testaamiseen. Esimerkiksi
josla—ayr| < 0.5x107%|al, liukuluku a s approksimoi a:ta s:11d desimaalilla.
Lisdksi patee

xy = x(1 + suhteellinen virhe).

Voimme lisdksi maaritella funktion hdiridalttiuden C seuraavasti:

fxp) = f(x)
f(x)
=
X

C =

Hairioalttius kuvaa, milla tekijalla suhteelliset virheet funktion argumentissa
kasvavat funktion arvoa laskettaessa. Hairioalttius riippuu pisteesta x.

Voimme esittdd kaavat virheiden kasaantumisesta eri peruslaskutoimituksil-
le (+, —, X, /). Olkoon €, luvun a liukulukuesityksen absoluuttisen virheen
yléraja (la — ayl| < €a).

Yhteenlaskussa absoluuttinen virhe on

€arb < €4 + €p.

o Vihennyslaskussa patee

€a-b < €4q + €p.

Kertolaskussa patee

€ap < €qlagl +e€p byl + €q€p.

e Jakolaskussa pitee

€plasl+ealbyl €plagl+e€albyl
b|by] |by|?

€a/p =
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D.3 IEEE-aritmetiikka

Nollasta poikkeava luku x esitetddn IEEE-aritmetiikan mukaisessa liukulu-
kuesityksessd muodossa

x = (=1)*M - 2E. (D.3)

Kuva D.1 havainnollistaa liukuluvun binaarista talletusmuotoa tietokonees-
sa.

Ky M E

1 m e

Kuva D.1: Liukuluvun talletusmuoto tietokoneessa. M on liukuluvun mantissa, E
eksponentti ja s kertoo luvun merkin. Mantissan esittdmiseen kdytetddn m bittid ja
eksponenttiin e bittid; merkin ilmaisemiseen riittda yksi bitti.

Liukuluku koostuu etumerkin osoittavasta bitista s sekd mantissa- ja ekspo-
nenttiosista M ja E. Mantissan bindariesitys on muotoa

M = by.b1byb3 ... by,

missd patee b; € {0,1},i =1, 2,..., m.Kaytettdessa normalisoitua liukuluku-
esitystd on lisdksi voimassa epayhtdld 1 < M < 2. Esimerkiksi +(1.10110)> -
22 = 6.25 on normalisoitu bindériesitys. Vastaavasti +(110.110)> - 2° on
saman luvun erds normalisoimaton esitys.

Useimmissa tietokoneissa kaytetaan nykyisin IEEEmn (Institute of Electrical
and Electronics Engineers) standardin mukaista liukulukujen esitysta ja arit-
metiikkaa. IEEE-standardissa madritellddn 32-bittisten liukulukujen mantis-
san M pituudeksi 23 bittid ja eksponenttiosan E pituudeksi 8 bittid. Vastaa-
vasti madritellaan kaksoistarkkuuden liukuluvut (64 bittid), joiden lukualue
on laajempi.

Eksponentille E pdtee 32-bittisessa IEEE-aritmetiikassa —126 < E < 127,
mika saadaan aikaan esimerkiksi vihentamalld eksponentin 8-bittisen esi-
tyksen arvosta luku 126. Talloin eksponentin bittiesitysta (10010010), =
(146)10 vastaa eksponentti 146 — 126 = 20 ja eksponentin bittiesitysta
(01101010)2 = (106) ¢ vastaa eksponentti 106 — 126 = —20.

Pienin 32-bittisessd IEEE-aritmetiikassa esitettdvissa oleva positiivinen liu-
kuluku on +(1.00...00)2 - 27126 ~ 1.17549 - 10738 ja suurin positiivinen
liukuluku on +(1.11...11)» - 2127 ~ 3.40282 - 1038. 64-bittisessa IFEE-arit-
metiikassa on lukualue likimain [2.22507 - 107398, 1.79769 - 103087,

IEEE-aritmetiikka tuntee myos aritmeettisten erikoistapausten symbolit Inf
(aareton) ja NaN (not-a-number). Symboli Inf on tuloksena mm. operaatiosta
1.0/0.0. Symboli NaN on tuloksena mm. operaatioista 0.0/0.0, 0.0 x Inf ja
arcsin 2.0.
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D.4 Liukulukuaritmetiikan ominaisuuksia

Koska liukulukuesitys on kiintedn mittainen, voimme esittaa sen avulla vain
ddrellisen maaran liukulukuja. Seuraavassa kdaytamme esimerkkina 32-bittis-
td IEEE-aritmetiikkaa, jolloin voimme esittad noin 23! erilaista normalisoitua
liukulukua.

Kuten edelld totesimme, on olemassa suurin liukuluku eli ylivuototaso (OFL,
overflow level), joka on luokkaa 1038. Samoin on olemassa pienin positiivinen
liukuluku eli alivuototaso (UFL, underflow level), joka on luokkaa 1038,

[ Esimerkki D.4.1 Ehtoa f(x)f(y) < 0 kidytetddn useissa algoritmissa testaa-
maan, ovatko funktion arvot erimerkkiset pisteissa x ja y. Jos arvot f(x) ja
f(») ovat pienia eli alivuototason luokkaa, kertolaskun tuloksena on alivuoto.
Useimmissa tietokoneissa alivuodon tuloksena on luku 0, joten ehto on epétosi,
vaikka arvot olisivat erimerkkiset.

Liukuluvut eivat ole tasaisesti jakautuneet lukusuoralla, vaan ne ovat kes-
kittyneet lahelle nollaa: valeilla (27126, 2-125) ja (2127 2128) on yhtd monta
liukulukua.

Jokaisessa liukuluvuilla laskevassa tietokoneessa on lisaksi konevakio €xone
eli pienin liukuluku, joka toteuttaa epayhtdlon 1.0 + €xone > 1.0. Koneva-
kio kertoo tietokoneen aritmetiikan suhteellisen tarkkuuden. 32 bitin IEEE-
aritmetiikassa konevakio on 2723 =~ 1077 ja 64 bitin IEEE-aritmetiikassa
2752 x 2. 10716,

Bittien maara eksponentissa maarda ylivuoto- ja alivuototason. Konevakio
€xone Madraytyy bittien maarastda mantissaosassa. Talloin patee

0 < alivuototaso < €xone < ylivuototaso.

[ Esimerkki D.4.2 Fortran 90/95:n standardifuntioiden TINY, EPSILON ja HUGE
avulla voi selvittdaa kaytettyjen liukulukujen alivuototason, konevakion ja yli-
vuototason [HRRO1].

Liukulukuesitykseen liittyy pyoristys- tai katkaisuvirheitd, joita syntyy kay-
tetyissa aritmeettisissa operaatioissa. Esimerkiksi kahden liukuluvun yh-
teenlaskun tulos taytyy katkaista tai pyoristda normaalin kokoiseksi liuku-
luvuksi (esimerkiksi 32 bittid). Katkaisussa unohdetaan ne bitit, jotka eivat
mahdu mantissaan; pyoristyksessd valitaan mantissaan se esitys, joka on
lahempéand summauksesta saatua tulosta.

[ Esimerkki D.4.3 Sarjan

M
] =

-
Il
—
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summa on ddreton. Liukulukuaritmetiikalla laskettaessa tuloksena on kuiten-
kin aarellinen luku, silla termien pienentyessa tarpeeksi ne eivat enaa vaikuta
osasumman arvoon. Jos laskemme summaa 32-bittisella aritmetiikalla aloittaen
suurimmista termeistd, tulos ei muutu noin kahden miljoonan termin jalkeen
ja tulos on ehka yllattdvankin pieni luku.

Jos laskemme jonon aritmeettisia operaatiota, voivat perdkkdiset liukulu-
kuaritmetiikan katkaisu- tai pyoristysvirheet saada aikaan sen, ettd lasken-
nan tarkkuus vahenee huomattavasti. Tata kutsutaan virheiden kasautumi-
seksi.

[ Esimerkki D.4.4 Laskuvirheet voivat kasautua esimerkiksi laskettaessa sarjan

summaa. Olkoon laskettavana

u 21 1 1 1 1

;sl—;iz =l+g+gtgt T
Kyseessd on sarja, jonka termit pienenevat, kun i kasvaa. Esimerkiksi s1000 =
1079, Sarjan summa, kun n — o, on puolestaan 1w2/6 ~ 1.645. Riippuen sum-
mausjdrjestyksestd (pienimmat termit viimeiseksi tai ensimmadiseksi) saamme
liukulukuaritmetiikalla eri tulokset. Sarja kannattaa summata aloittaen pienim-
mista alkioista, koska siten valttyy eri suuruusluokka olevien lukujen yhteen-
laskusta, mika heikentda tuloksen tarkkuutta.

D.5 Kaytannon ohjeita liukulukulaskentaan

Numeerisen algoritmin stabiilisuudella tarkoitetaan virheiden vaikutusta al-
goritmin kdyttdytymiseen. Ohjelmoinnissa on hyvd noudattaa seuraavia pe-
riaatteita:

o Kayta riittdvaa laskentatarkkuutta. Yksinkertainen testi: laske ensin yk-
sinkertaisella ja sitten kaksinkertaisella tarkkuudella (esimerkiksi 32
ja 64 bittid) ja vertaa tuloksia. Esimerkiksi Fortran 90/95:114 on varsin
helppo muuttaa kdytettya laskentatarkkuutta.

o Mikali kerto- tai jakolaskun vélitulokset eivét ole itseisarvoltaan hyvin
suuria tai pienid, ei tapahdu yli- ja alivuotoja.

¢ Minimoimalla aritmeettisten operaatioiden méaara (esimerkiksi analyyt-
tisid kaavoja sieventamalld) vihenevit pyoristysvirheet.

e Peruslaskutoimituksissa (+, —, X, /) tapahtuva virheiden kasvu tulisi mi-
nimoida. Esimerkiksi yhteenlaskussa tulisi summata keskendin saman-
suuruisia lukuja. Toisaalta vihennyslaskussa samansuuruisten lukujen
vahentaminen toisistaan voi tuottaa hyvin epatarkan tuloksen.

Seuraavassa on esimerkki peruslaskutoimituksissa tapahtuvasta virheiden
kasvusta, kun lasketaan yhteen erisuuruisia lukuja.



D Liukulukuesitys 227

[ Esimerkki D.5.1 Tarkastelemme liukulukujen summausta, kun mantissan ko-
ko on 4 bittid. Olkoon laskettavana summa (1.000), - 2° + (1.000), - 27%. Tu-
lokseksi saamme normalisoidun liukuluvun (1.0001)> - 29, josta py6ristamélla
neljin bitin mantissaan saamme arvon (1.001); - 2°. Katkaisemalla mantissan
saamme tulokseksi arvon (1.000), - 2°.

Huolimattomasti koodatuissa numeerisissa algoritmeissa saattaa usein ta-
pahtua yli- tai alivuotoja vélitulosten osalta, vaikka lopputulos olisikin esi-
tettdvissa liukulukuna. Seuraavassa on tasta esimerkki.

[ Esimerkki D.5.2 Laskemme kompleksiluvun z = x + i itseisarvon

|z| =+/x2% + y2.

Suoraviivaisesti laskisimme reaalilukujen x ja y nelidn, jolloin luvut jotka ovat
suurempia kuin +/OFL aiheuttavat ylivuodon. Taten laskukaavaa ei voi kayt-
tad esimerkiksi 32-bittisessd aritmetiikassa suuruusluokkaa 10 suuremmille
luvuillelle (OFL ~ 1038).

Parempi tapa laskea itseisarvo on

1+ 2k > ,
|x+yi|=<[x| (v/x)%, kun |x| > |y| D4

[¥Iy1+ (x/y)?, kun |x| <]yl

Ennen laskuja on tarkistettava, ettda kompleksiluvun x- ja y-komponentit ovat

#0.

D.6 Virheiden kasautuminen

Pitkissa perakkaisissa laskutoimituksissa voivat virheet kasautua jopa niin,
ettd tarkkuus menetetdadn taysin.

[ Esimerkki D.6.1 Tutkimme eksponenttifunktion laskemista sarjakehitelmalla

2

x
e":1+x+§+---:

xt
il

e

(D.5)

i=0

Jos muuttuja x on negatiivinen, saamme vuorottelevan summan, jossa perak-
kéaiset summan alkiot ovat vastakkaismerkkiset. Olkoon esimerkiksi x = —15,
jolloin saamme summaksi

e ~1-15+112.5-562.5+2109 — 6328 + - - - — 14.09
+5.872 - 2.380 + 0.9396.....

Tuloksen pitéisi olla e71> ~ 3.059 x 1077 eli summa on hyvin pieni yhteenlas-
kettaviin verrattuna. Siten suhteellinen virhe kasvaa hyvin suureksi.
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Téassd tapauksessa (x < 0) voimme kayttda identiteettia e = 1/e~%, jolloin
sarja suppenee nopeammin ja saamme tarkemman tuloksen:
-15 1 1

€ T B ¥ 1315+1125+562.5+2109 + 6328 +...°

Tosin tamékadn ei ole paras mahdollinen tapa laskea funktion arvo.

D.7 Lisatietoja

Artikkeli What every computer scientist should know about floating-point
arithmetic [Gol91] on hyva katsaus liukulukuaritmetiikan ominaisuuksiin.
CSC:n Fortran 90/95 -oppikirjassa [HRRO1] kerrotaan Fortran-ohjelmointi-
kielen tarjoamista mahdollisuuksista laskutoimitusten tarkkuuden maaraa-
miseen.
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E Lisatietoja CSC:sta

Tieteen tietotekniikan keskus CSC on opetusministerion omistama lasken-
nallisen tieteen keskus. CSC:ssd on toissa noin 100 eri tieteenalojen ja tieto-
tekniikan asiantuntijaa.

CSC tarjoaa laajoja palvelukokonaisuuksia tieteellistekniseen laskentaan.
CSC:n asiantuntijat neuvovat esimerkiksi matemaattisten mallien ja numee-
risten menetelmien kayttoon liittyvissa asioissa. CSC my0s jdrjestda eri so-
vellusalojen koulutusta, esimerkiksi mallintamisesta, numeerisista menetel-
mistd, visualisoinnista ja ohjelmankehityksesta.

Lisdtietoja CSC:std saa www-osoitteesta http://www.csc.fi/.

CSC:n julkaisemia kirjoja

Edistddkseen matemaattisen mallintamisen, numeeristen menetelmien ja
ohjelmankehityksen osaamista CSC on julkaissut useita numeerisia mene-
telmid ja ohjelmistoja kasittelevia oppikirjoja ja kasikirjoja. Nditd teoksia
on kaytetty korkeakoulutason kurssimateriaalina eri puolilla Suomea. Osa
teoksista on saatavissa PDF-muodossa www:sta.

Seuraavat kaksi teosta johdattavat lukijan numeerisen laskennan ja lasken-
nallisen tieteen pariin. Esitietoja aiheesta ei tarvita.

o Alkurdjdhdyksestd kdnnykkddn — nédkokulmia laskennalliseen tieteeseen
(Haataja, toim.; CSC, 2002) http://www.csc.fi/oppaat/Task.tiede/

o Laskennallinen tuotekehitys: suunnittelun uusi ulottuvuus (Haataja, Jar-
vinen, Koponen ja Raback, toim.; CSC, 2002)
http://www.csc.fi/oppaat/tuotekehitys/

Lisdksi CSC on julkaissut seuraavat tieteellisen laskennan oppikirjoina ja
kasikirjoina kaytettya teosta:

e Datan kdsittely (Karttunen; CSC, 2001)

e Elementtimenetelmd virtauslaskennassa (Hamaldinen ja Jarvinen; CSC,
1994)

o Tieteellinen visualisointi (Ruokolainen ja Grohn; CSC, 1996)



230 Optimointitehtdavien ratkaiseminen

Numeeriseen laskentaan liittyvid ohjelmistoja on kuvattu seuraavissa teok-
sissa, jotka ovat saatavissa PDF-muodossa www:sta:

e GAMS-ohjelmiston pikaopas (Haataja; CSC, 2001)
http://www.csc.fi/oppaat/gams/

e Matemaattiset ohjelmistot (Haataja, toim.; CSC, 1998)
http://www.csc.fi/oppaat/mat.ohj

e Ohjeita Mathematican kdyttéon (Haataja, toim.; CSC, 2000)
http://www.csc.fi/oppaat/mathematica/

e Ohjeita Matlabin kdyttoon (Haataja, toim.; CSC, 2000)
http://www.csc.fi/oppaat/matlab/

CSC:11d on my6s ohjelmointia ja ohjelmankehitysta kasittelevid oppaita:

e (CSC:n palvelinympdiristd (Manta Jadskeldinen, Sirpa Kotila ja Tiina Kupila-
Rantala, toim.; CSC, 2003)
http://www.csc.fi/oppaat/palvelimet/

e (CSC User’s Guide (Kupila-Rantala, toim.; CSC, 2000)
http://www.csc.fi/oppaat/cscuser/

e Fortran 90/95 (Haataja, Rahola ja Ruokolainen; CSC, 2001)
http://www.csc.fi/oppaat/f95/

e Kdiytdnnon ohjeita ohjelmankehitykseen (Haataja, toim.; CSC, 2003)
http://www.csc.fi/oppaat/ohjelmointi/

e Rinnakkaisohjelmointi MPLlld (Haataja ja Mustikkamadki; CSC, 2001)
http://www.csc.fi/oppaat/mpi/

Loydat lisatietoja CSC:n julkaisuista www-osoitteesta
http://www.csc.fi/Tehdet/index.phtml.fi
CSC:n oppaita voit tilata www-osoitteesta

http://www.csc.fi/Tehdet/oppaat.phtml.fi

Voit ldhettda tatd teosta koskevia kommentteja ja kysymyksid sahkopostitse
osoitteeseen

Juha.Haataja@csc.fi
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